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Abstract 

La evolución acelerada de la inteligencia artificial (IA) ha transformado múltiples 

industrias, pero el despliegue y la gestión de modelos de aprendizaje automático (ML) en 

entornos de producción siguen siendo un desafío complejo. MLOps, un conjunto de prácticas 

que integran el desarrollo y la operación de ML, es fundamental para garantizar soluciones 

escalables y eficientes. Sin embargo, muchas organizaciones enfrentan dificultades para 

implementar MLOps debido a su complejidad técnica, altos costos operativos y la necesidad 

de especialistas en infraestructura en la nube. 

Este proyecto presenta ConvMLOps, un asistente conversacional basado en inteligencia 

artificial generativa, diseñado para facilitar la configuración y despliegue de modelos de ML 

en la nube. Desarrollado como una prueba de concepto, la solución integra modelos de lenguaje 

avanzados (LLMs) para proporcionar recomendaciones de infraestructura, generar plantillas de 

infraestructura como código (IaC) y representarlas visualmente mediante diagramas. El 

sistema está construido sobre Amazon Web Services (AWS), utilizando SageMaker para la 

inferencia del modelo y Elastic Beanstalk para el despliegue escalable. 

El desarrollo del proyecto se estructuró en fases. En la fase de investigación, se analizaron 

herramientas existentes, se identificaron oportunidades de mejora y se establecieron los 

requisitos clave del sistema. En la fase de desarrollo, se implementaron las funcionalidades 

principales mediante un enfoque iterativo basado en principios ágiles, incorporando pruebas y 

validaciones con expertos de la industria. 

Los resultados obtenidos indican que el asistente logró reducir significativamente la 

complejidad operativa en la gestión de infraestructura de ML, mejorar la eficiencia en el 

despliegue y disminuir los costos asociados. Además, se validó que la inteligencia artificial 

conversacional puede desempeñar un papel clave en la automatización de tareas repetitivas en 

MLOps, permitiendo que equipos con experiencia limitada en la nube administren 

infraestructura de ML de manera efectiva. Como trabajo futuro, se plantea mejorar la 

adaptabilidad del asistente a distintos frameworks de ML, optimizar estrategias de eficiencia en 

costos y ampliar las integraciones con otros proveedores de nube.  
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Glosario 

Á API: Conjunto de definiciones y protocolos que se utilizan para diseñar e integrar 

el software de las aplicaciones. 

Á AWS Cloud Development Kit (CDK): Herramienta de AWS que permite definir 

infraestructura como código utilizando lenguajes de programación convencionales. 

Á Backend: Se refiere a la parte de un sistema informático que se encarga de la lógica 

de negocio y del almacenamiento de los datos.  

Á CI/CD (Continuous Integration/Continuous Deployment): Conjunto de 

prácticas de desarrollo de software que permiten integrar y desplegar cambios en el 

código de manera continua y automatizada. 

Á CloudFormation:  Servicio de AWS que permite gestionar y aprovisionar 

infraestructura en la nube mediante definiciones de infraestructura como código 

(IaC). 

Á Commit: Acción de guardar cambios en un repositorio de control de versiones, 

como Git, registrando un estado del código fuente. 

Á DynamoDB: Base de datos NoSQL administrada por AWS, diseñada para ofrecer 

alta disponibilidad y escalabilidad. 

Á Elastic Beanstalk: Servicio de AWS que facilita la implementación y gestión de 

aplicaciones web en la nube, proporcionando entornos preconfigurados. 

Á Feature Branching: Estrategia de control de versiones donde cada nueva 

funcionalidad se desarrolla en una rama separada antes de ser integrada en la rama 

principal. 

Á Frontend: Parte de una aplicación web que interactúa directamente con el usuario, 

incluyendo la interfaz gráfica y la experiencia de usuario. 

Á Git:  Sistema de control de versiones distribuido que permite a múltiples 

desarrolladores trabajar en un mismo proyecto de manera colaborativa y con control 

sobre los cambios realizados. 

Á Git Flow:  Estrategia de branching en Git que organiza el desarrollo en ramas bien 

definidas para facilitar la integración continua. 
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Á GitHub Actions:  Plataforma de automatización que permite ejecutar flujos de 

trabajo para integración y despliegue continuo en proyectos alojados en GitHub. 

Á Infraestructura como Código (IaC): Práctica de gestionar la infraestructura 

informática mediante archivos de configuración que permiten su automatización y 

reproducción. 

Á Inteligencia Artificial (IA):  Campo científico que se enfoca en crear maquinas que 

puedan aprender, razonar y actuar de manera similar a los humanos. 

Á Jira:  Herramienta utilizada para la planificación y seguimiento de tareas dentro de 

metodologías ágiles. 

Á Kanban: Metodología de gestión de proyectos basada en la visualización del flujo 

de trabajo mediante tableros y tarjetas, facilitando la optimización de procesos. 

Á Llama 3.1: Modelo de inteligencia artificial de tipo Large Language Model (LLM) 

utilizado en procesamiento de lenguaje natural. 

Á Machine Learning (ML):  Rama de la inteligencia artificial que permite a los 

sistemas aprender y mejorar automáticamente a partir de la experiencia. 

Á MLOps: Conjunto de prácticas que combinan machine learning y operaciones de 

software para la implementación, escalado y mantenimiento de modelos de 

aprendizaje automático en producción. 

Á Next.js: Framework de React para el desarrollo de aplicaciones web que optimiza 

el rendimiento mediante renderizado estático y dinámico. 

Á Node.js: Entorno de ejecución de JavaScript basado en el motor V8 de Chrome, 

que permite ejecutar código JavaScript en el servidor. 

Á Pull Request (PR): Propuesta de cambios en un repositorio de Git, que permite a 

los desarrolladores revisar y fusionar modificaciones en el código. 

Á Route 53: Servicio de AWS para la gestión de nombres de dominio y enrutamiento 

de tráfico en internet. 

Á Scrum: Marco de trabajo ágil que organiza el desarrollo de software en ciclos 

iterativos llamados sprints, con el objetivo de mejorar la entrega de valor. 

Á SageMaker: Servicio de AWS para el desarrollo, entrenamiento e implementación 

de modelos de machine learning en la nube. 
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Á Sprint: Periodo de tiempo definido dentro de la metodología Scrum, durante el cual 

se deben completar tareas específicas del desarrollo de un producto. 

Á Startup: Empresa emergente de base tecnológica con un modelo de negocio 

escalable, que busca crecer rápidamente mediante innovación y el uso de 

tecnologías digitales. 

Á Stakeholder: Persona o entidad interesada o afectada por un proyecto, producto o 

empresa, incluyendo clientes, empleados, inversores, proveedores y reguladores. 

Á Story Points: Unidad de medida utilizada en metodologías ágiles para estimar el 

esfuerzo requerido en una tarea o funcionalidad. 

Á User Pool: Mecanismo de autenticación y gestión de usuarios en AWS Cognito. 

Á User Story: Descripción breve y sencilla de una funcionalidad desde la perspectiva 

del usuario final, utilizada en metodologías ágiles para definir requisitos. 
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1. Introducción 

Este capítulo tiene como objetivo introducir al lector al proyecto, explicando las razones 

detrás de su elección, así como presentar al cliente y al equipo de trabajo. Además, se exponen 

los objetivos planteados y se ofrece una visión general de la estructura del documento. 

 

 1.1. Origen del proyecto 

La inteligencia artificial ha revolucionado numerosas industrias, optimizando procesos 

y mejorando la toma de decisiones basada en datos. Sin embargo, para que los modelos de 

machine learning funcionen en entornos reales, requieren una infraestructura adecuada que 

permita su despliegue y mantenimiento. Este proceso, conocido como MLOps, implica una 

serie de configuraciones y herramientas que pueden ser complejas de gestionar, especialmente 

para equipos sin experiencia en infraestructura en la nube. 

Muchas organizaciones enfrentan dificultades para implementar MLOps debido a su 

complejidad técnica, los costos operativos y la necesidad de expertos en infraestructura.  

En particular, nuestro cliente Blend identificó que estos factores ralentizaban sus procesos y 

aumentaban la carga de trabajo de sus equipos. Esto motivó la exploración de soluciones 

basadas en inteligencia artificial generativa para optimizar la configuración y gestión de la 

infraestructura en la nube. 

Con este proyecto, logramos validar si es posible simplificar la administración de entornos 

MLOps mediante un asistente conversacional basado en IA. Este proyecto se desarrolla como 

una prueba de concepto (PoC) enfocada en la automatización de la infraestructura de 

despliegue en la nube de Amazon Web Services (AWS), sin abarcar la creación de nuevos 

modelos de machine learning. 

La solución permite la recomendación de soluciones personalizadas, la generación automática 

de infraestructura como código (IaC), y visualizaciones en diagramas de las mismas, con el 
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objetivo de reducir la complejidad operativa en MLOps y mejorar la eficiencia en el despliegue 

de modelos. 

Desde el inicio del 2024, el equipo evaluó distintas opciones de proyectos que combinaran 

tecnología innovadora con un impacto real en la industria. Tras analizar varias alternativas, se 

optó por esta idea de parte de Blend de desarrollar un asistente conversacional que automatiza 

la gestión de infraestructura en la nube.  

El cliente en un principio presentó diversas problemáticas en las que podíamos trabajar, y tras 

validar la factibilidad de la propuesta, se estructuró el alcance con el objetivo de demostrar 

cómo la inteligencia artificial puede agilizar la definición de infraestructura, optimizando los 

flujos de trabajo y reduciendo los tiempos de despliegue. 

Como resultado del desarrollo, el proyecto permitió validar la viabilidad de utilizar inteligencia 

artificial para asistir en la configuración de entornos MLOps, reduciendo la carga operativa, 

costos y tiempos de despliegue. Las pruebas realizadas con la PoC demostraron que la solución 

puede integrarse en entornos reales, facilitando el trabajo de equipos sin experiencia avanzada 

en infraestructura. Con estos avances, se establecieron las bases para futuras iteraciones del 

sistema, abriendo la posibilidad de expandir su funcionalidad y aplicabilidad en la industria.  

 

 1.2. Descripción del equipo 

El equipo está conformado por cuatro estudiantes de la carrera de Ingeniería en 

Sistemas, cada uno con experiencia en distintas áreas del desarrollo de software: 

Á Joaquín Márquez: trabaja en una empresa utilizando herramientas de Power BI, con 

experiencia en análisis y visualización de datos. 

Á Nicolás Rosa: trabaja en una empresa de desarrollo enfocada en el mercado de 

valores, con conocimientos en arquitectura de software y gestión de sistemas 

financieros. 

Á Francisco Rossi: trabaja en una Software Factory del sector salud, especializado en 

desarrollo backend e integración de sistemas distribuidos. 
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Á Martín Schoenig: trabaja en Blend en el área de Inteligencia Artificial y MLOps, 

cuenta con experiencia profesional en infraestructura y Large Language Models 

(LLMs). 

Desde el comienzo de la carrera, los integrantes han trabajado juntos en diversos proyectos, lo 

que les permitió conocer sus fortalezas y formas de trabajo, favoreciendo la colaboración en el 

desarrollo de este proyecto. Su interés en tecnologías emergentes fue una motivación clave 

para desarrollar una solución basada en IA generativa aplicada a MLOps, un área en la que, en 

promedio, tenían poca experiencia previa. 

Durante la formación académica, el equipo cursó materias como Inteligencia Artificial, 

Ingeniería de Software Ágil, Arquitectura de Software y Machine Learning para Sistemas 

Inteligentes, lo que les proporcionó una base teórica y técnica clave para el desarrollo del 

proyecto. Sin embargo, dado el carácter innovador de la solución planteada, fue necesario 

complementar estos conocimientos con una investigación continua a lo largo del desarrollo, 

explorando enfoques y tecnologías emergentes en el campo de la IA generativa y MLOps. 

Este desafío representó una oportunidad para profundizar en el desarrollo de soluciones 

cognitivas y mejorar su capacidad de aplicar IA y MLOps en entornos de producción. 

 

 1.3. Descripción del cliente 

 

Figura 1.1. Logotipo de Blend 

El cliente del proyecto es Blend, una empresa de tecnología enfocada en la 

investigación y desarrollo de soluciones innovadoras en Inteligencia Artificial y Ciencia de 

Datos. Blend se distingue por su constante exploración de nuevas tecnologías y la creación de 
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pruebas de concepto (PoC) que permiten validar soluciones de vanguardia. Su interés por la 

inteligencia artificial generativa y la automatización de infraestructura motivó la colaboración 

en este proyecto. 

Los representantes de Blend, Victoria Seoane, Adolfo Scalabrini y Eduardo Simón, fueron los 

responsables de comunicar la visión del cliente y garantizar que el progreso del proyecto 

cumpla con las expectativas. 

La necesidad del cliente surge del estado inicial de su proceso, donde los mecanismos de 

configuración y despliegue en entornos MLOps requieren un alto nivel de intervención manual, 

que implica costos elevados y una curva de aprendizaje pronunciada para sus equipos de 

desarrollo.  

Blend ya había explorado el uso de modelos de inteligencia artificial generativa en otros 

ámbitos, pero aún no contaba con una solución específica que facilitara la gestión automatizada 

de infraestructura en la nube.  

A través de este proyecto, la empresa busca validar la viabilidad de un asistente basado en 

inteligencia artificial que pueda optimizar la definición y despliegue de entornos de machine 

learning, mejorando la eficiencia de sus procesos.  

Blend pretende utilizar los aprendizajes obtenidos en esta prueba de concepto para determinar 

si esta solución puede evolucionar hacia un producto más robusto y escalable que se integre 

dentro de su ecosistema interno de herramientas tecnológicas. En caso de obtener resultados 

positivos, la empresa planea continuar explorando mejoras en la generación de infraestructura 

automatizada, integrar esta solución con otras plataformas y evaluar su potencial para lograr su 

adopción dentro de la organización. 
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1.4. Objetivos 

Los objetivos del proyecto se dividen en académicos, de proceso y de producto, 

funcionando como una guía para su desarrollo y evaluación. En la sección de Marco 

Metodológico se detalla cómo se trabajó en cada uno de ellos. 

Objetivos académicos 

OA1 - Contribuir al área de inteligencia artificial generativa con una solución aplicada 

al mundo real. 

El objetivo es diseñar y desarrollar una solución basada en IA que tenga un impacto tangible 

en la industria, específicamente en la optimización del trabajo de los equipos de MLOps. Esto 

permitirá al equipo profundizar en conceptos avanzados de aprendizaje automático, 

procesamiento de lenguaje natural y generación de código automatizado. 

OA2 - Aplicar conocimientos adquiridos durante el plan de estudios universitarios en un 

entorno real, garantizando buenas prácticas de desarrollo de software. 

El proyecto brinda la oportunidad de aplicar metodologías ágiles, patrones de diseño, técnicas 

de integración y despliegue continuo (CI/CD) y otras buenas prácticas en un entorno de 

desarrollo profesional. Se busca consolidar la experiencia en el desarrollo de software de 

calidad y orientado a la producción. 

OA3 - Obtener una calificación destacada en el proyecto final. 

El equipo no sólo busca aprobar el proyecto, sino obtener una calificación de 90 o superior, 

demostrando el nivel de excelencia alcanzado en el desarrollo del sistema y su impacto en la 

industria. 
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Objetivos del proceso 

OPC1 - Seleccionar un proceso de trabajo para satisfacer los objetivos del proyecto. 

Se plantea encontrar un conjunto de metodologías que se adapten a las diferentes etapas del 

proyecto, las necesidades del cliente y del equipo, tales como adaptaciones de Scrum o Kanban. 

Estas se utilizarán para gestionar el desarrollo de manera flexible y eficiente. También 

permitirá realizar iteraciones frecuentes y responder a cambios en las especificaciones sin 

comprometer la estabilidad del proyecto. 

OPC2 - Monitorear y mejorar continuamente la eficiencia del equipo mediante métricas 

clave. 

Para garantizar un desarrollo óptimo, se medirán indicadores como el porcentaje de tareas 

completadas en cada sprint, el tiempo medio de resolución de incidencias y el número de 

cambios requeridos en funcionalidades ya implementadas. Se espera que la cantidad de Story 

Points estimados con respecto a los realizados supere el 85%. 

OPC3 - Mantener un ambiente de trabajo colaborativo y organizado. 

El equipo buscará fomentar una comunicación efectiva y fluida, asegurando que cada 

integrante tenga claridad sobre sus responsabilidades y que el proceso de desarrollo sea 

ordenado y eficiente. Esto incluirá reuniones de sincronización, documentación adecuada y 

herramientas de gestión de tareas. 

 

Objetivos del producto 

OP1 - Desarrollar un sistema funcional que cumpla con todos los requisitos identificados 

con prioridad alta 
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Entregar un sistema que cumpla y presente los requisitos definidos a lo largo del proyecto, a 

los cuáles se les indicó una prioridad alta, cumpliendo con todas las restricciones y criterios de 

aceptación acordados. 

OP2 - Medir el impacto de la IA en la eficiencia del desarrollo de software a través de una 

prueba de concepto aplicada a casos de uso reales, con validación de expertos. 

El proyecto tiene como objetivo medir el impacto de la IA en la eficiencia del desarrollo de 

software a través de una prueba de concepto. Para ello, se aplicará la solución propuesta en 

casos de uso reales, analizando su efectividad en la optimización de tareas dentro del proceso 

de desarrollo. La validación será realizada por expertos en la materia, quienes evaluarán su 

desempeño y aportarán retroalimentación sobre su viabilidad en entornos reales. 

OP3 - Garantizar un producto de alta calidad con un mínimo de errores críticos en 

producción. 

El sistema debe pasar pruebas rigurosas para asegurar que su uso en entornos reales sea 

confiable. Se espera que el número de defectos críticos reportados en producción sea menor al 

5% del total de funcionalidades implementadas. 

 

 1.5. Estructura del documento 

Esta es una breve descripción del contenido de cada capítulo del documento. 

Introducción 

Se presenta el equipo de trabajo, se describe el cliente, la elección del proyecto y los objetivos 

planteados. 

Problema 

Se plantea el problema que el cliente quiere resolver, los usuarios finales y la situación actual 

que afrontan. 
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Solución 

Se plantea la solución y se detalla la visión del producto, junto a las funcionalidades principales. 

Marco metodológico 

Se explica el proceso que siguió el equipo en cada fase del proyecto, metodologías empleadas 

y se justifica el ciclo de vida elegido. 

Investigación 

Se expresa la fase de investigación que realizó el equipo por aproximadamente cuatro meses 

previos al inicio del desarrollo. 

Ingeniería de requisitos 

Se detalla el proceso de definición de los requisitos del sistema y sus salidas, tanto requisitos 

funcionales como no funcionales, así como la priorización de estos. 

Arquitectura y diseño 

Se documenta y justifica la arquitectura del sistema, describiendo sus principales características 

y patrones utilizados para garantizar atributos de calidad. También se detallan las decisiones 

técnicas tomadas por el equipo. 

Infraestructura  

Se describe y justifica la infraestructura utilizada para el despliegue y la operación del sistema, 

incluyendo los servicios que apoyan la aplicación junto con las estrategias implementadas para 

la escalabilidad, seguridad y optimización de costos. 

Aplicaciones con Large Language Models 

Se describen los modelos de lenguaje contemplados e implementados, junto con las técnicas 

de ingeniería y patrones aplicados para garantizar respuestas precisas y contextualizadas. 

Gestión del proyecto 

Se presentan los roles del equipo, el cronograma, el análisis de esfuerzo, las fases del proyecto 

y la definición y análisis de las distintas métricas de este. 
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Gestión de riesgos 

Se detalla la metodología utilizada a lo largo del proyecto. También se presenta la 

identificación de los riesgos con su respectiva priorización, análisis y seguimiento de estos. 

Gestión de la comunicación 

Se detalla los actores involucrados en el proyecto y lo relacionado a las comunicaciones entre 

ellos, como frecuencia, canales de comunicación, entre otros. 

Gestión de calidad 

Se presentan los objetivos de calidad, el plan y las actividades de aseguramiento de calidad, y 

las métricas utilizadas. 

Gestión de configuración 

Se identifican los elementos de configuración, herramientas de gestión, control de versiones y 

ambientes de desarrollo. 

Conclusiones 

Se evalúa el estado final del proyecto y el cumplimiento de los objetivos planteados. También 

se presentan lecciones aprendidas y próximos pasos. 

 

  



   

 

  23 

 

2. Problema 

Este capítulo explora en detalle la problemática, analizando los principales desafíos y 

el impacto de estos problemas en la industria. Además, se identifican los diferentes tipos de 

usuarios afectados, proporcionando un marco claro para la posterior propuesta de solución.  

 

2.1. Descripción  

La adopción del aprendizaje automático ha crecido exponencialmente en diversas 

industrias, permitiendo automatizar procesos, mejorar la toma de decisiones y optimizar 

recursos. Sin embargo, llevar modelos de ML desde su fase experimental hasta entornos de 

producción sigue siendo un desafío significativo. 

Para abordar estos problemas, ha surgido el concepto de MLOps (Machine Learning 

Operations), que aplica prácticas de DevOps (Development Operations) para gestionar el ciclo 

de vida de los modelos de ML, garantizando su despliegue eficiente, monitoreo y 

mantenimiento. [1] 

Aunque MLOps representa una solución prometedora, su implementación presenta barreras 

técnicas y económicas que dificultan su adopción por parte de muchas organizaciones. 

A pesar de los avances en el sector, muchas empresas continúan encontrando obstáculos en la 

adopción de MLOps. Entre los principales problemas identificados se encuentran la falta de 

herramientas intuitivas, la necesidad de configuraciones avanzadas y la dependencia de 

especialistas en infraestructura.  

Estas dificultades generan fricción en los equipos de desarrollo y ralentizan la escalabilidad de 

los modelos de ML, limitando su impacto en la producción. 
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2.2. Contexto del problema 

En la actualidad, la implementación de modelos de machine learning en producción 

requiere múltiples pasos complejos, que dependen de diversas herramientas y una 

infraestructura bien configurada. 

2.2.1. Flujo actual de despliegue de modelos de machine learning 

A continuación, se presenta un flujo típico que un desarrollador debe seguir al desplegar un 

modelo de ML sin una solución unificada: 

Á Entrenamiento y experimentación: 

o Los científicos de datos trabajan con frameworks para entrenar modelos. 

o Se requiere un entorno de experimentación con control de versiones para 

registrar métricas y realizar comparaciones. 

Á Preparación y conversión del modelo: 

o Una vez entrenado, el modelo debe ser convertido a un formato optimizado. 

o Se deben gestionar dependencias y compatibilidad con los entornos de 

ejecución. 

Á Configuración de infraestructura en la nube: 

o Se elige una plataforma en la nube y se configura la infraestructura para servir 

el modelo. 

o Esto implica la creación de instancias de cómputo, contenedores, orquestadores 

y almacenamiento para datos y logs. 

Á Despliegue del modelo: 

o Se utiliza un framework de inferencia para exponer el modelo como una API. 

o Se deben configurar balanceadores de carga, endpoints seguros y reglas de 

acceso. 

Á Monitoreo y mantenimiento: 



   

 

  25 

 

o Se implementan herramientas para monitorear el rendimiento del modelo en 

producción. 

o Se establecen procesos de reentrenamiento y actualización del modelo, lo que 

requiere automatización adicional mediante pipelines de CI/CD. 

Á Optimización y escalabilidad: 

o Se deben implementar estrategias de escalabilidad. 

o Se gestionan costos operativos para evitar sobredimensionamiento o 

infrautilización de los recursos. 

En general, el despliegue de modelos de machine learning en producción es un proceso 

complejo y demandante, que requiere una inversión significativa en tiempo, costos y 

conocimientos técnicos. Además, implica la gestión de múltiples herramientas y tecnologías 

para garantizar su éxito. 

2.2.2. Herramientas y soluciones existentes 

Actualmente, existen plataformas que facilitan la implementación de MLOps, como AWS 

SageMaker [2], Google Vertex AI [3]  y Weights & Biases [4], que automatizan algunas partes 

del ciclo de vida de ML. Sin embargo, presentan limitaciones clave: 

Herramienta Beneficios Limitaciones 

AWS SageMaker Integración con AWS, 

escalabilidad 

Alto costo, dependencia de la 

nube de AWS 

Google Vertex AI Automatización avanzada, 

gestión de modelos 

Solo funciona en Google Cloud 

Weights & Biases Seguimiento de experimentos, 

fácil integración 

No ofrece capacidades 

completas de MLOps 

Google AutoMLOps Automatización completa de 

MLOps 

Limitado a la infraestructura de 

GCP 

Tabla 2.1.  Herramientas y soluciones existentes 
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Estos factores evidencian una brecha en el mercado de herramientas de MLOps que sean 

accesibles, flexibles y fáciles de integrar en distintos entornos de desarrollo. 

2.2.3. Especificación de tipos de usuarios y sus necesidades 

Enfocándonos en los usuarios finales, los podemos diversificar en los siguientes: 

Á Científicos de datos 

o Necesitan enfocarse en la experimentación de modelos sin preocuparse por la 

infraestructura. 

o Requieren formas sencillas de desplegar modelos sin depender de equipos de 

MLOps o DevOps. 

Á Ingenieros de machine learning 

o Son responsables de la implementación y mantenimiento de modelos en 

producción. 

o Enfrentan retos en la automatización de pipelines y la optimización de 

infraestructura. 

Á Equipo de DevOps 

o Administran la infraestructura en la nube y garantizan la escalabilidad y 

seguridad de los modelos. 

o Buscan soluciones que simplifiquen la gestión de costos y optimicen los 

recursos. 

Á Empresas y startups de IA 

o Necesitan herramientas accesibles que les permitan competir en el mercado sin 

requerir una infraestructura compleja. 

o Buscan reducir costos y mejorar la eficiencia en el desarrollo y despliegue de 

modelos. 

La existencia de múltiples tipos de usuarios con necesidades y responsabilidades distintas 

evidencia la complejidad del despliegue de modelos de machine learning en producción. 

Mientras algunos requieren simplicidad y agilidad en la experimentación, otros deben 
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garantizar estabilidad, escalabilidad y optimización de recursos. Esta diversidad de perfiles y 

expectativas hace que la falta de un flujo unificado no solo ralentice el proceso, sino que 

también genere dependencia entre equipos, aumentando la carga operativa y los costos. 

2.3. Desafíos 

Con base en esta problemática, se han identificado los siguientes desafíos clave: 

Á Deficiencias en la gestión de infraestructura 

o Falta de herramientas que permitan generar y optimizar infraestructura sin 

errores de diseño. 

o Dependencia de configuraciones manuales complejas, aumentando la 

probabilidad de fallos. 

o Limitación en la cantidad de modelos que pueden ser desplegados debido a 

restricciones de infraestructura. 

Á Procesos manuales y falta de automatización 

o Gran parte de los flujos de MLOps siguen requiriendo intervenciones manuales. 

o El enfoque manual incrementa el riesgo de errores humanos y diseños 

subóptimos. 

o La falta de automatización genera fricciones en los equipos de desarrollo, 

afectando la productividad. 

Á Infraestructura subóptima y altos costos operativos 

o Uso ineficiente de recursos en la nube que resulta en costos elevados. 

o Dificultades en el monitoreo de modelos en producción, lo que puede llevar a 

fallos inesperados sin detección temprana. 

o Empresas con menor capacidad técnica tienen problemas para optimizar costos 

y rendimiento de los modelos. 

Á Curva de aprendizaje alta y herramientas poco intuitivas 
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o La mayoría de las soluciones requieren conocimientos avanzados en 

infraestructura y cloud computing 

o No existen plataformas con interfaces intuitivas para usuarios sin experiencia 

en MLOps 

o Se necesita un sistema que simplifique la interacción y reduzca las barreras de 

entrada. 

Á Impacto en la productividad e innovación 

o La dificultad en la implementación de infraestructura limita la velocidad de 

iteración de nuevos modelos. 

o Equipos de startups y empresas emergentes no cuentan con soluciones 

accesibles y eficientes. 

o Se genera una brecha competitiva en la adopción y escalabilidad de modelos de 

ML. 

 

2.4. Validación del problema 

Para asegurar que la problemática identificada es relevante y tiene impacto en la 

industria, durante la etapa de investigación realizamos actividades de validación, como 

revisiones de literatura, entrevistas con expertos y experiencias prácticas en la implementación 

de MLOps. 

Á Revisión de literatura: Se analizaron estudios previos sobre las dificultades en la 

adopción de MLOps, identificando patrones comunes de problemas en infraestructura, 

costos y escalabilidad 

Á Entrevistas con expertos: Profesionales en MLOps han confirmado la falta de 

soluciones accesibles y la necesidad de herramientas que reduzcan la complejidad 

técnica. 

Á Experiencia práctica: La observación de procesos internos en Blend ha permitido 

corroborar que los equipos enfrentan dificultades en la automatización y optimización 

de su infraestructura de modelos de ML. 



   

 

  29 

 

Estos elementos validan la necesidad de desarrollar una solución que aborde las deficiencias 

actuales y facilite la implementación de MLOps en diferentes entornos organizacionales. 
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3. Solución 

En este capítulo se presenta ConvMLOps, se describe la solución propuesta, su visión, 

los problemas que resuelve y su diferenciación respecto a otras herramientas del mercado. 

Además, se detallan sus principales funcionalidades y cómo estas contribuyen a mejorar la 

automatización, reducir costos y simplificar el despliegue de modelos de aprendizaje 

automático en la nube. 

 

3.1. Descripción general 

El presente proyecto propone el desarrollo de un asistente de inteligencia artificial 

generativa especializado en MLOps, diseñado para optimizar la gestión de infraestructura en el 

despliegue y entrenamiento de modelos de machine learning mediante interacciones en 

lenguaje natural. 

Esta solución se presenta como una prueba de concepto desplegable en AWS, capaz de 

automatizar tareas claves en el flujo de trabajo de los equipos de MLOps, mejorando la 

eficiencia, reduciendo costos y asegurando calidad en las implementaciones. 

Dado el contexto descrito en el Problema, el asistente de inteligencia artificial propuesto se 

presenta como una solución innovadora que centraliza y automatiza estas tareas. 

 

3.2. Visión del producto 

ConvMLOps es una solución innovadora basada en la nube que redefine la manera en 

que las empresas gestionan la infraestructura para el aprendizaje automático. Nuestra visión es 

proporcionar una herramienta inteligente y accesible que simplifique la creación, configuración 

y mantenimiento de entornos de machine learning en la nube, permitiendo a los equipos 

enfocarse en la innovación y la mejora de modelos en lugar de lidiar con la complejidad de la 

infraestructura. 
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3.2.1. ¿Para quién es esta solución? 

ConvMLOps está diseñado para: 

Á Empresas que buscan escalar sus operaciones de machine learning sin incrementar la 

complejidad técnica. 

Á Equipos de MLOps que requieren una gestión optimizada de infraestructura para 

mejorar el rendimiento y reducir costos. 

Á Profesionales de IA e ingenieros de datos que desean concentrarse en el desarrollo de 

modelos sin preocuparse por la configuración manual de la infraestructura. 

3.2.2. ¿Qué problema resuelve? 

ConvMLOps busca resolver los siguientes desafíos: 

Á Falta de automatización: La configuración manual de infraestructura es propensa a 

errores y consume tiempo. 

Á Alta complejidad técnica: Se requiere un conocimiento avanzado para seleccionar y 

configurar correctamente los recursos en la nube. 

Á Costos elevados: Una infraestructura mal optimizada puede generar sobrecostos en 

consumo de recursos. 

Á Falta de integración con el flujo de trabajo: La gestión de infraestructura suele ser un 

proceso separado del desarrollo de modelos, lo que ralentiza la innovación. 

Nuestra solución aborda estos desafíos al proporcionar un sistema inteligente que automatiza 

la selección y configuración de la infraestructura, asegurando eficiencia y escalabilidad. 
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3.2.3. ¿Cómo lo logramos? 

ConvMLOps se basa en los siguientes pilares: 

Á Automatización inteligente: Mediante consultas interactivas, el asistente recopila 

información relevante del usuario y recomienda la mejor configuración de 

infraestructura según las necesidades del proyecto. 

Á Generación de Infrastructure as Code (IaC): La herramienta genera automáticamente 

código de IaC optimizado para desplegar la infraestructura recomendada en la nube, 

facilitando la implementación y asegurando reproducibilidad. 

Á Interacción en lenguaje natural: Los usuarios pueden comunicarse con el asistente 

mediante una interfaz intuitiva, eliminando la necesidad de manejar herramientas y 

comandos complejos. 

Á Visualización de infraestructura: Además del código de IaC, el asistente genera 

diagramas que representan la arquitectura de la solución, facilitando la comprensión y 

la toma de decisiones. 

3.2.4. Diferenciación con respecto a otras soluciones 

La solución propuesta se eligió tras analizar diferentes alternativas disponibles en el mercado, 

evaluándolas según los desafíos identificados previamente. 

Se consideraron plataformas existentes en el mercado para conocer sus puntos fuertes y débiles. 

Para compararlas, se definieron criterios clave como: 

Á Facilidad de uso: accesible para equipos con diferentes niveles técnicos.  

Á Automatización: capacidad para reducir tareas manuales.  

Á Costo: costos razonables tanto iniciales como recurrentes.  

Á Flexibilidad tecnológica: capacidad de adaptarse a distintos casos de uso. 

La solución elegida destacó por ofrecer un equilibrio óptimo entre automatización, facilidad de 

uso, bajo costo operativo y flexibilidad tecnológica. A diferencia de los sistemas de gestión de 

infraestructura tradicionales, que requieren configuraciones manuales complejas y un alto nivel 
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de conocimiento técnico, ConvMLOps se enfoca en la automatización y en la simplificación 

del proceso. 

Característica Sistemas Tradicionales ConvMLOps 

Configuración de 

Infraestructura 

Manual, requiere expertos Automática e inteligente 

Creación de IaC Hecha por ingenieros Generada 

automáticamente 

Interfaz Basada en comandos o 

frameworks complejos 

Lenguaje natural e 

intuitivo 

Optimización de Costos Depende del usuario Recomendaciones 

inteligentes 

Agilidad en el Despliegue Lento y propenso a errores Rápido y eficiente 

Tabla 3.1. Comparación entre sistemas tradicionales y la solución 

 

3.3. Funcionalidades principales 

Basado en este proceso de selección, se definieron las funcionalidades clave de la 

solución, las cuales se detallan a continuación explicando cómo cada una resuelve 

específicamente los desafíos presentados. 

3.3.1. Generación de recomendaciones para infraestructura 

El asistente es capaz de analizar las necesidades del usuario y sugerir configuraciones óptimas 

para la infraestructura de despliegue.  
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Dado un contexto de usuario, que puede incluir características sobre sus modelos, requisitos de 

procesamiento y costos, el sistema recomienda arquitecturas personalizadas y óptimas, 

incluyendo detalles sobre instancias en la nube, arquitecturas de red y opciones de 

almacenamiento adecuadas. 

3.3.2. Generación automática de Infrastructure as Code (IaC) 

El asistente genera de manera automática scripts de CloudFormation para la configuración y 

despliegue de la infraestructura en AWS. Esto reduce el tiempo de configuración y minimiza 

errores humanos en el proceso de implementación. 

3.3.3. Interfaz conversacional con procesamiento de lenguaje natural  

El asistente cuenta con una interfaz basada en lenguaje natural que permite a los usuarios 

interactuar con la plataforma de forma intuitiva. Los ingenieros pueden describir sus 

necesidades en lenguaje natural y el sistema genera respuestas con recomendaciones de 

infraestructura, automatizando la toma de decisiones técnicas. 

3.3.4. Generación de diagramas de arquitectura  

El sistema genera diagramas visuales de la infraestructura recomendada, permitiendo que los 

usuarios comprendan mejor la arquitectura propuesta y realicen ajustes según sea necesario. 

Además, los usuarios pueden interactuar con el sistema para modificar los diagramas en tiempo 

real, asegurando una mayor flexibilidad y adaptación a las necesidades del proyecto. 

3.3.5. Monitoreo y optimización continua 

Para garantizar el correcto funcionamiento de los modelos desplegados, el asistente incluye 

funcionalidades de monitoreo continuo, permitiendo la detección de anomalías y la 

optimización dinámica de la infraestructura. 

3.3.6. Gestión de conversaciones 

El asistente permite a los usuarios gestionar, almacenar y compartir sus interacciones con el 

sistema. Se pueden etiquetar conversaciones, recuperar historiales de consultas previas y 
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compartir datos relevantes para facilitar la colaboración entre equipos y mejorar la trazabilidad 

de decisiones dentro de los flujos de trabajo de MLOps. 
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4. Marco metodológico 

El objetivo de esta sección es describir el proceso de trabajo y proporcionar una base 

estructurada en la planificación, ejecución y evaluación de cada fase.  

Se adoptaron metodologías ampliamente utilizadas en la industria tecnológica, garantizando 

un enfoque sistemático y alineado con las mejores prácticas en desarrollo de software y gestión 

de proyectos. 

 

4.1. Fases del proyecto 

Dada la naturaleza del proyecto y los distintos desafíos y necesidades que se 

identificaron en primera instancia, se decidió dividir el proyecto en 3 grandes fases: 

Investigación, Desarrollo y Documentación. Esta división fue motivada por la identificación 

de fuertes necesidades de conocimiento sobre la problemática, tales como aprender sobre 

MLOps, conocer soluciones actuales existentes, analizar tecnologías esenciales y comprender 

en profundidad las necesidades del cliente. La especificación de cómo fueron gestionadas estas 

fases está documentado en el capítulo de Gestión del proyecto. 

Figura 4.1. Fases del proyecto 

Para la elección de las metodologías para las distintas fases del proyecto se tuvieron en cuenta 

las siguientes características relevantes y las tablas de factores y criterios de influencia 

presentados en la Tabla 4.1 y Tabla 4.2, con el propósito de seleccionar el modelo de desarrollo 

más adecuado.  
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Los factores tenidos en cuenta fueron los siguientes:  

Á Proyecto: dinámico, con requerimientos evolutivos constantes, alta complejidad 

técnica y necesidad de una adaptación ágil frente a cambios frecuentes (Tabla 4.1, 

factores F3, F4 y Tabla 4.2, criterios relacionados con requisitos dinámicos y cambios 

regulares). 

Á Equipo: requería capacitación continua en nuevas tecnologías (infraestructura, CI/CD 

y MLOps), niveles variados de experiencia técnica, lo que justificó metodologías que 

fomentan la formación continua y la optimización constante del flujo de trabajo. (Tabla 

4.2, criterios sobre necesidades de entrenamiento y usuarios participantes con poca 

experiencia en proyectos similares). 

Á Cliente: implicaba una participación constante y comunicación frecuente para validar 

el progreso y ajustar expectativas, siendo clave el uso de metodologías ágiles que 

promovieran ciclos iterativos y retroalimentación continua (Tabla 4.1, factor F9 y Tabla 

4.2, criterios sobre participación del usuario). 

Á Producto: exigía un alto grado de robustez y capacidad para integrar continuamente 

mejoras técnicas y funcionales, lo que fundamentó el uso de prácticas CI/CD para 

garantizar estabilidad y despliegue controlado, además de una documentación continua 

para asegurar la trazabilidad completa del desarrollo (Tabla 4.2, criterios relacionados 

con la complejidad técnica y calidad del producto). 

Dado el análisis de estos puntos, el equipo decidió que una metodología Ágil como Scrum iba 

a ser la que mejor se adapte al proyecto durante el desarrollo y una adaptación de Kanban para 

trazar el trabajo durante las fases de investigación y documentación. 

La fase de Investigación permitió sentar las bases iniciales del proyecto mediante una 

adaptación de la metodología Kanban, que facilitó el abordaje de la adquisición de nuevos 

conocimientos en tecnologías esenciales como infraestructura, CI/CD y MLOps, además del 

análisis de soluciones existentes en el mercado. Se identificaron áreas clave para profundizar 

y cerrar brechas técnicas tempranamente.  

Durante la fase de Desarrollo, el equipo adoptó Scrum con ciclos iterativos y retroalimentación 

continua del cliente, respondiendo a escenarios que requieren alta interacción y revisiones 

frecuentes del producto, de acuerdo con lo recomendado en la Tabla 4.2. Este enfoque permitió 

entregas frecuentes, identificación temprana de problemas y adaptación ágil frente a cambios. 
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La Documentación se consideró una fase transversal en la que también se aplicó Kanban, 

acompañando de forma iterativa y en paralelo al desarrollo. Esta documentación continua 

aseguró la trazabilidad completa del proceso y facilitó una comprensión clara y futura del 

proyecto. 

 

 

Tabla 4.1 - The levels of factors for which the software development methodology is 

appropriate. Fuente: [5] 
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Tabla 4.2 - Criteria for choosing the right software development life cycle method for the success of 

software project. Fuente: [6] 

 

4.2. Establecimiento de objetivos 

Para definir los objetivos del proyecto, se consideraron aspectos académicos, técnicos 

y metodológicos, asegurando una alineación directa con la raíz del problema identificado, así 

como con la solución propuesta y el contexto particular del proyecto. Estos objetivos orientan 

no solo el desarrollo técnico del asistente de IA generativa, sino también cómo será gestionado, 

evaluado y validado el proceso de desarrollo en sí, desde la planificación hasta el despliegue 

en entornos reales.  

En consecuencia, los objetivos fueron estructurados en tres niveles vinculados con el contexto 

del proyecto: 

Á Objetivos académicos: Se enfocan en la validación formal del conocimiento y las 

prácticas adquiridas durante la carrera universitaria mediante una gestión efectiva del 
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proyecto, incluyendo documentación, planificación, evaluación y comunicación clara 

de resultados. 

Á Objetivos del proceso: Se centran en establecer y seguir un marco metodológico 

riguroso para la gestión del proyecto, utilizando prácticas modernas de gestión ágil y 

control de versiones, con el fin de asegurar la eficiencia operacional, la calidad 

metodológica y la reducción de riesgos asociados a la ejecución. 

Á Objetivos del producto: Se orientan a la construcción del asistente de IA generativa para 

MLOps, asegurando su funcionalidad, calidad, accesibilidad y facilidad de uso, de 

modo que responda directamente a las problemáticas identificadas sobre 

automatización, optimización de costos y reducción de la complejidad técnica. 

Cada uno de estos niveles fue desglosado en resultados clave específicos, permitiendo evaluar 

claramente el impacto del proyecto tanto en la solución propuesta como en la forma en que se 

gestiona el desarrollo de este. 

 

4.3. Marco metodológico durante la investigación 

La fase de Investigación del proyecto constituyó una etapa fundamental para definir las 

bases del desarrollo y garantizar que la solución final estuviera alineada con las necesidades 

reales del usuario. Para ello, se implementó una metodología iterativa de recopilación y análisis 

de información, que permitió refinar progresivamente los requerimientos y el enfoque del 

proyecto. Para información más detallada el lector puede revisar el capítulo de Investigación. 

 

Todas las actividades de esta fase fueron documentadas y validadas de manera cruzada a través 

de dos niveles: 

Á Revisión interna del equipo: Los hallazgos y decisiones fueron discutidos y 

refinados entre los miembros del equipo antes de su formalización.  

Á Validación con el tutor: Cada avance fue presentado y discutido con el tutor del 

proyecto, asegurando coherencia metodológica y alineación con los objetivos de 

investigación. 
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Esta estrategia garantizó que todas las decisiones estuvieran respaldadas por evidencia y 

alineadas con las mejores prácticas en el campo de estudio. 

4.3.1 Metodología Kanban aplicada en la fase de investigación 

Para gestionar el flujo de trabajo y organizar eficientemente la investigación, se aplicó la 

metodología Kanban. Este marco de trabajo permite la visualización de tareas en un tablero 

dividido en columnas que representan los diferentes estados del trabajo. 

 

Figura 4.1. Representación del tablero Kanban. Fuente: [7] 

Kanban es una metodología ampliamente reconocida dentro de la gestión ágil. Se basa en la 

mejora continua y en un sistema de trabajo en el que las tareas se extraen progresivamente de 

un backlog para avanzar de manera fluida a través de diferentes etapas. Su implementación se 

materializa a través de tableros Kanban, una herramienta visual que permite gestionar el flujo 

de trabajo y optimizar procesos al identificar cuellos de botella y facilitar la toma de decisiones. 

[8]  

En este contexto, se establecieron las siguientes prácticas clave: 

Á Visualización del trabajo: Cada tarea de investigación fue representada en una 

tarjeta dentro del tablero de Jira, permitiendo una visibilidad clara del progreso. 
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Á Limitación del trabajo en curso (WIP - Work In Progress): Se estableció un 

número máximo de tareas en cada etapa para evitar la sobrecarga de trabajo y 

garantizar la finalización eficiente de cada tarea antes de iniciar una nueva. 

Á Estimación de tareas: Se estimaron las tareas en horas, para poder comparar el 

esfuerzo estimado con el esfuerzo real, y tener una métrica de velocidad del equipo. 

Á Gestión del flujo: Se analizaron regularmente los tiempos de cada tarea para 

optimizar el proceso y mejorar la productividad. 

Á Revisión y mejora continua: Se realizaron retrospectivas para evaluar qué 

aspectos del proceso podían optimizarse y ajustar la metodología en función de los 

hallazgos obtenidos. 

El uso de Kanban en la fase de investigación permitió al equipo una mayor flexibilidad y 

capacidad de adaptación a nuevos hallazgos, asegurando que la información recopilada fuera 

siempre relevante y útil para la toma de decisiones en el desarrollo del proyecto. 

 

4.4. Marco metodológico durante el desarrollo 

4.4.1. Scrum 

La fase de desarrollo del proyecto fue estructurada con un enfoque ágil basado en Scrum, un 

marco de trabajo diseñado para fomentar la entrega incremental y la colaboración continua. [9]  

La aplicación de este marco permitió optimizar la productividad del equipo y garantizar que el 

producto evolucione de manera iterativa en función del feedback recibido de los stakeholders. 
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Figura 4.2. Representación del proceso Scrum  

Fuente: [10] 

Scrum es un marco ágil que organiza el trabajo en ciclos iterativos llamados sprints, con el 

objetivo de proporcionar entregas constantes y mejoras continuas. Su estructura se basa en tres 

pilares fundamentales:  

Á Transparencia: Permite que todo el equipo tenga visibilidad sobre el estado del 

proyecto y fomenta la comunicación clara y fluida  

Á Inspección: Implica la evaluación continua del avance del proyecto para detectar 

posibles problemas 

Á Adaptación: Facilita el ajuste del desarrollo en función de los cambios en los 

requisitos o prioridades del cliente.  

A través de estos principios, Scrum introduce roles, eventos y artefactos específicos para 

estructurar la gestión del proyecto. 

En la implementación de Scrum dentro del proyecto, se asignaron los siguientes roles: 

Á Product Owner (PO): Responsable de definir y priorizar los requisitos del producto 

en el Product Backlog. Actuó como el principal enlace entre el equipo y los 

stakeholders, asegurando que el desarrollo cumpliera con las expectativas del 

cliente. 
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Á Scrum Master: Facilitó la implementación del marco de trabajo Scrum, asegurando 

que el equipo siguiera sus principios y prácticas. También eliminó impedimentos, 

promovió la mejora continua y garantizó que las ceremonias de Scrum se llevaran 

a cabo de manera efectiva. 

Á Equipo de desarrollo compuesto por los miembros del equipo encargados de 

implementar las funcionalidades del proyecto. Se trabajó de manera colaborativa 

para completar las tareas definidas en cada sprint, asegurando entregas 

incrementales y de calidad. 

Para la fase de desarrollo, se establecieron sprints de dos semanas, en los cuales se llevaron a 

cabo reuniones de planificación para definir las tareas a realizar. Además, se realizaron 

reuniones periódicas de seguimiento (Daily Scrum) para evaluar el progreso y detectar posibles 

bloqueos. 

En la sección Gestión del proyecto se especifica en detalle la adaptación de Scrum realizada 

para este proyecto, incluyendo los ajustes aplicados a los artefactos y eventos para alinearse 

con las necesidades del equipo y del cliente. 

4.4.2. Estimación usando Planning Poker 

Figura 4.3. Captura de estimación con Planning Poker. 
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Se utilizó Planning Poker con la escala de Fibonacci para estimar la complejidad de las 

historias de usuario y asignar las tareas de manera equitativa.  

Planning Poker es una técnica de estimación utilizada en metodologías ágiles en la que cada 

miembro del equipo asigna un valor a una tarea según su complejidad. Los valores siguen la 

secuencia de Fibonacci (0, 1, 2, 3, 5, 8, etc.), lo que permite reflejar la incertidumbre en tareas 

más grandes. A través de la discusión y consenso, se obtiene una estimación más precisa del 

esfuerzo requerido. [11] 

4.4.3. Behavior-Driven Development 

En cuanto a la gestión de calidad del código, se implementaron diversas prácticas para 

garantizar estabilidad y fiabilidad.  

Se adoptó el desarrollo basado en BDD (Behavior-Driven Development), asegurando que cada 

funcionalidad se definiera en términos de comportamiento esperado antes de su 

implementación.  

TDD (Test-Driven Development) es una metodología de desarrollo en la que las pruebas 

unitarias se escriben antes de la implementación del código. [12] 

BDD es una extensión de TDD que enfatiza la definición del comportamiento del software para 

todos los miembros del equipo, incluyendo desarrolladores, testers y stakeholders. [13] 

A través de escenarios escritos en Gherkin, se describen los requisitos en un formato 

dado/cuando/entonces, permitiendo que las pruebas sean directamente vinculadas a los 

criterios de aceptación.  

Siguiendo el ciclo Red-Green-Refactor, se inicia escribiendo una prueba que falla (Red), se 

desarrolla la funcionalidad mínima para que pase la prueba (Green) y finalmente se refactoriza 

el código para mejorar su estructura y eficiencia (Refactor). Esta técnica garantiza que cada 

línea de código esté respaldada por pruebas desde su concepción, reduciendo errores y 

facilitando la mantenibilidad del sistema.  
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4.5. Marco metodológico para la gestión de riesgos 

Para gestionar los riesgos asociados al proyecto, de los cuales se habla en profundidad 

en la sección Gestión de Riesgos, se adoptó el modelo RiskIt, un enfoque estructurado para la 

identificación, evaluación y mitigación de riesgos en proyectos de software. RiskIt es un marco 

conceptual que permite gestionar los riesgos desde una perspectiva basada en el impacto que 

estos pueden tener sobre los objetivos del proyecto. 

RiskIt, desarrollado en 1996 en la Universidad de Maryland, es un método de gestión de riesgos 

diseñado para ser práctico y fácil de aplicar. Se basa en un enfoque cualitativo que permite 

estructurar la identificación, análisis y control de riesgos en proyectos. Su marco teórico 

incluye herramientas como el Grafo de Análisis RiskIt, facilitando la comunicación y la toma 

de decisiones. [14] 

La implementación de RiskIt permitió una mejor toma de decisiones y una mayor capacidad 

de respuesta ante eventos imprevistos, asegurando que el desarrollo del software pudiera 

avanzar sin interrupciones críticas. Este enfoque proactivo garantizó que los riesgos fueran 

gestionados de manera eficiente y alineados con la estrategia general del proyecto. 

4.5.1. Justificación para usar RiskIt  

4.5.1.1. Elección basada en la investigación 

Diversos estudios han abordado la gestión de riesgos en proyectos de desarrollo de software, 

entre ellos la tesis del Ing. Santiago Jaureche Ballefín, en la cual se analizan los marcos RiskIt 

y RIMAM. [14] 

A partir de este análisis, se realizó una exploración comparativa de ambos enfoques, dado que 

están diseñados específicamente para la gestión de riesgos en este tipo de proyectos. 

Si bien tanto RiskIt como RIMAM ofrecen metodologías adecuadas, el análisis realizado 

evidenció que RiskIt se ajusta de manera más efectiva a las necesidades del proyecto.  

Entre los factores determinantes se encuentran su compatibilidad con metodologías ágiles, el 
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uso de herramientas visuales para la identificación y mitigación de riesgos, y su capacidad de 

adaptación a diferentes escalas y complejidades.  

4.5.1.2. Adecuación para proyectos de desarrollo de software. 

Uno de los aspectos clave en la selección de RiskIt como marco de gestión de riesgos es su 

diseño específico para proyectos de desarrollo de software. Esto garantiza que sus estrategias 

y herramientas estén alineadas con los desafíos y particularidades de este tipo de proyectos, 

proporcionando un enfoque estructurado y efectivo para la identificación, evaluación y 

mitigación de riesgos. 

Además, RiskIt presenta una alta compatibilidad con metodologías ágiles, permitiendo una 

gestión de riesgos dinámica y adaptable. Su integración con enfoques iterativos facilita la 

identificación temprana de riesgos y la implementación de estrategias de mitigación en cada 

ciclo de desarrollo, asegurando que las decisiones se ajusten a la evolución del proyecto. 

4.5.1.3. Facilita la comprensión y acción.  

Un aspecto fundamental de RiskIt es su capacidad para mejorar la comprensión y gestión de 

los riesgos dentro del equipo de desarrollo. Para ello, el marco incorpora herramientas visuales 

que facilitan la identificación, evaluación y mitigación de riesgos, permitiendo una toma de 

decisiones más informada y eficiente. 

Entre estas herramientas se destacan los diagramas de influencia y los mapas de riesgo, los 

cuales proporcionan una representación gráfica de las interdependencias entre los distintos 

factores de riesgo. Estas visualizaciones no solo permiten un análisis más claro y estructurado, 

sino que también favorecen la detección temprana de posibles problemas, lo que contribuye a 

la implementación de estrategias de mitigación oportunas. 

Asimismo, RiskIt promueve un entorno de trabajo basado en la transparencia y la 

comunicación efectiva. Al asegurar que todos los miembros del equipo comprendan los riesgos 

identificados y las estrategias de mitigación adoptadas, se fomenta una mayor colaboración y 

alineación en la toma de decisiones. Este enfoque facilita la gestión de incertidumbres y permite 

que el equipo responda de manera proactiva a los desafíos del proyecto. 
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4.5.1.4. Flexibilidad y escalabilidad. 

Uno de los factores determinantes en la selección de RiskIt como marco de gestión de riesgos 

es su capacidad de adaptación a diferentes contextos y niveles de complejidad dentro de un 

proyecto de desarrollo de software. Su estructura flexible permite ajustarlo a proyectos de 

diversa complejidad, garantizando que la gestión de riesgos se mantenga alineada con las 

necesidades específicas de cada caso. 

Además, RiskIt ofrece una escalabilidad efectiva, lo que permite que la gestión de riesgos 

evolucione junto con el proyecto. A medida que el desarrollo avanza y el alcance del sistema 

se expande, el marco posibilita la actualización y refinamiento continuo de las estrategias de 

mitigación. De esta manera, se asegura que las acciones implementadas sigan siendo 

pertinentes y efectivas frente a los riesgos emergentes, contribuyendo a una gestión proactiva 

y sostenible en el tiempo. 

 

4.6. Marco metodológico durante la documentación 

La documentación del proyecto fue un proceso iterativo que se desarrolló de manera 

paralela a la investigación y el desarrollo, asegurando que cada decisión técnica y funcional 

fuera registrada con precisión. Se utilizó un enfoque estructurado en el que la documentación 

no se relegó a la fase final del proyecto, sino que fue creada, revisada y refinada continuamente 

a lo largo del desarrollo. 

Esta metodología permitió que la documentación evolucione a medida que se obtiene nueva 

información, asegurando que refleja fielmente la implementación del sistema. Cada sección del 

documento fue sometida a una verificación rigurosa para garantizar coherencia y precisión. 

El proceso de documentación incluyó diversas fases.  

En una primera instancia, cada integrante del equipo fue responsable de documentar aspectos 

específicos de la solución. Posteriormente, los documentos fueron sometidos a una revisión 

cruzada dentro del equipo, donde se verificó la claridad, precisión y alineación con el desarrollo 
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técnico. Finalmente, el tutor del proyecto llevó a cabo una validación exhaustiva, 

proporcionando sugerencias y observaciones que permitieron ajustar y mejorar la 

documentación antes de su versión final.  

Uno de los principios clave seguidos en la documentación fue la trazabilidad de los cambios. 

Cada modificación o actualización fue registrada de manera estructurada, permitiendo un 

seguimiento detallado del proceso. Esto garantizó que, en caso de ajustes o revisiones 

posteriores, se pudiera comprender el contexto en el que se realizaron las modificaciones.  

Si bien la documentación estuvo enfocada principalmente en aspectos técnicos y 

metodológicos, también se incluyó una sección orientada a usuarios y stakeholders, con el 

propósito de ofrecer una visión clara de la solución implementada.  

Se elaboraron manuales de uso y descripciones detalladas de la funcionalidad del sistema, 

asegurando que la documentación no solo sirviera como referencia interna para el equipo de 

desarrollo, sino también como una guía comprensible para quienes van a interactuar con la 

solución final. 

El proceso iterativo de documentación permitió que la información estuviera siempre 

actualizada y alineada con los avances en el desarrollo. Gracias a esta metodología, la 

documentación final del proyecto reflejó con precisión cada aspecto del sistema y las distintas 

justificaciones para las decisiones de diseño, proporcionando una base sólida para futuras 

mejoras y expansiones. 
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5. Investigación 

Este capítulo describe la fase de investigación que dio comienzo a este proyecto.  

Aquí se muestran todas las actividades que se realizaron a partir de una idea inicial y todos los 

pasos que se dieron para poder tener un plan base de acción.  

La fase de investigación del proyecto constituyó una etapa fundamental para definir las bases 

del desarrollo y garantizar que la solución final estuviera alineada con las necesidades reales 

del usuario. Para ello, se implementó una metodología iterativa de recopilación y análisis de 

información, que permitió refinar progresivamente los requerimientos y el enfoque del 

proyecto. 

Dado que nos adentramos en un área altamente técnica y especializada como MLOps y la 

automatización de infraestructura, era imperativo llevar a cabo un proceso de exploración y 

aprendizaje que sea estructurado y basado en evidencia para garantizar que nuestras decisiones 

estuvieran alineadas con las mejores prácticas y las necesidades reales del usuario final. 

Esta fase incluyó diversas actividades clave, entre ellas: capacitaciones especializadas, 

investigación en MLOps, análisis de competidores, experimentación con técnicas de 

optimización de modelos, construcción de un backlog validado y selección de tecnologías 

viables para el desarrollo.  

Cada una de estas actividades fue documentada y validada de manera cruzada, primero dentro 

del equipo y luego con el tutor, asegurando la coherencia metodológica y la alineación con los 

objetivos del proyecto. 

 

5.1. Objetivos iniciales de la fase 

Á Capacitar al equipo en tecnologías clave: Asegurar que todos los miembros del 

equipo cuenten con los conocimientos necesarios en MLOps, infraestructura en la 

nube e interacción con Large Language Models (LLMs), mediante cursos 

especializados y documentación técnica. 
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Á Analizar el ecosistema y la competencia: Investigar herramientas y plataformas 

existentes para comprender sus ventajas y limitaciones, y así identificar 

oportunidades para desarrollar una solución innovadora. 

Á Explorar técnicas de optimización de modelos: Experimentar con distintas 

estrategias como fine-tuning, recuperación aumentada generativa (RAG) y prompt 

engineering para determinar el enfoque más apropiado para el proyecto. 

Á Definir un backlog inicial validado: Consolidar los hallazgos de la investigación en 

un conjunto estructurado de requerimientos funcionales y no funcionales, 

priorizados en función de su impacto y viabilidad técnica. 

Á Seleccionar tecnologías adecuadas: Evaluar y escoger las herramientas y 

frameworks más apropiados para garantizar escalabilidad, eficiencia y facilidad de 

mantenimiento. 

 

5.2. Capacitación del equipo en tecnologías clave 

Dado que el proyecto involucró el uso de tecnologías avanzadas en MLOps, 

infraestructura en la nube, integración e interacción con Large Language Models (LLMs), se 

realizó un plan de capacitación para fortalecer el conocimiento del equipo en estos temas.  

Comenzamos tomando cursos sobre MLOps, relacionados a la construcción de productos con 

MLOps y LLMs. Tomamos esto como repaso de lo aprendido en la universidad con una 

profundización en MLOps.  

Algunos de los cursos que tomamos fueron:  

Á MLOps with AWS - Bootcamp - Zero to Hero Series [15] 

Á AWS SageMaker Practical for Beginners | Build 6 Projects [16] 

Á MLOps Course ï Build Machine Learning Production Grade Projects [17] 

Esto suma un total de aproximadamente 60 horas individuales que el equipo dedicó para poder 

ponerse a la altura del proyecto. 
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También nos interiorizamos con la documentación de AWS, con énfasis en las herramientas 

de despliegue, gestión de modelos, buenas prácticas de MLOps, pipelines y estrategias de 

monitoreo. [2]  

Complementamos todo este aprendizaje con repaso de conceptos sobre Docker, contenedores 

e imágenes, para una vez que tengamos una definición clara de cómo empezar el desarrollo, la 

transición sea más amena. [18] 

Estos procesos de formación lograron que el equipo esté en un mismo contexto técnico y 

garantizaron que las decisiones técnicas estuvieran fundamentadas en prácticas reconocidas en 

la industria. 

 

5.3. Análisis de competidores y soluciones existentes 

Con el fin de contextualizar el proyecto dentro del ecosistema actual, se llevó a cabo un 

análisis de competidores y herramientas disponibles en el mercado para entender porque al 

cliente no le servía utilizar un producto ya disponible. 

Este análisis comenzó con la comparación de plataformas líderes en MLOps, como fueron: 

Á MLflow [19]  

Á Kubeflow [20] 

Á Vertex AI [3] 

Aquí evaluamos sus ventajas y limitaciones donde entendimos que cada uno tenía puntos 

fuertes, pero ninguno era lo que el cliente necesitaba. Generar infraestructuras de manera 

automática sin tener que ser experto en el tema. 

Gracias a esta investigación, también nos encontramos con una herramienta llamada 

Brainboard donde su solución propone algo muy interesante. A partir de diagramas de 

infraestructura, generar IaC con los servicios relevantes. [21] 
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En este momento surgió la idea inicial del equipo de una funcionalidad que haga totalmente lo 

opuesto a Brainboard: generar diagramas a partir de IaC, algo que aportaría valor a un producto 

final y al usuario final. 

El análisis de competidores también permitió identificar oportunidades de mejora y diseñar una 

solución con ventajas competitivas dentro del sector. 

 

5.4. Experimentación con optimización de modelos 

Uno de los objetivos clave de la investigación fue encontrar la estrategia más eficiente 

para optimizar el rendimiento del modelo y que pudiera producir buenos resultados con pruebas 

rápidas antes del desarrollo. 

Si bien se exploraron diversas técnicas, nuestra primera opción fueron pruebas de fine-tuning 

del modelo. [22] 

Esta técnica involucra el hecho de tomar modelo pre-entrenados, y, con un dataset específico 

del tema, volverlos a entrenar para que se adapten al dominio del proyecto  

Comenzamos construyendo un dataset simplificado, donde incluimos un posible input, un 

output esperado y una misma instrucción. Un ejemplo de algunas de las ideas que surgieron se 

pueden observar en la siguiente figura: 
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Figura 5.1. Figura de ejemplo del dataset inicial 

Intentamos generar varios ejemplos específicos, pero la realidad es que rápidamente nos dimos 

cuenta de que generar un dataset con un volumen significativo para realmente aplicar el fine-

tuning no era viable para el equipo y cientos de ejemplos no iban a ser suficientes. 

La segunda experimentación con la que intentamos llegar a mejores resultados fue la utilización 

de recuperación aumentada generativa (RAG), ñun framework de IA generativa que aprovecha 

fuentes de conocimiento privadas para mejorar el rendimiento de los LLM. RAG, la más 

sofisticada de las técnicas de mejora de respuesta LLM, intercepta un prompt, identifica 

información relevante de fuentes internas y externas y luego aumenta el prompt con la 

información adicional, lo que conduce a una respuesta mejor y más relevante. Este framework 

prioriza informaci·n privada proporcionada al modelo para obtener mejores resultadosñ [22]. 

Para este experimento, aprendimos y experimentamos con RAG. Creamos un pequeño proyecto 

donde expusimos una API, creamos una base de datos de vectores local y comenzamos a subir 

archivos específicos. En este momento, analizamos varios documentos de la documentación 

oficial de AWS, para que el modelo pudiera acceder y responder en base a esto. 
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Este proceso parecía tener futuro, pero nos encontramos con el problema que la documentación 

de AWS habla muy específico de cada servicio independientemente, pero no tanto de su 

conjunto ni cómo resolver problemas de MLOps con un conjunto de servicios, por lo que 

nuevamente llegamos a la conclusión que debíamos seguir experimentando. 

Por último, experimentamos con prompt engineering, una técnica que te permite ñmodificar 

cuidadosamente la información y el contenido en cada prompt, prompt engineering permite 

formatear el resultadoñ [22]. 

Con este experimento, pudimos notar rápidamente unos buenos resultados del modelo. Cuantos 

más ajustes realizamos, mejor respondía el modelo, por lo que acordamos continuar por este 

camino para comenzar a pensar en cómo continuar el proyecto. 

Para más información sobre la solución final implementada en cuanto al modelo, se puede 

revisar la sección Solución Implementada. 

 

5.5. Construcción de backlog validado 

En base a los experimentos y los hallazgos de la fase de investigación, se elaboró un 

primer backlog validado con el cliente que incluyó: 

Á Requerimientos funcionales y no funcionales derivados de la investigación y 

experimentación. 

Á Priorización de tareas en función de su impacto y viabilidad técnica. 

Á Planificación de entregas iterativas, asegurando una implementación gradual y 

controlada. 

Este backlog sirvió como base para estructurar las siguientes fases del desarrollo y garantizar 

que cada iteración estuviera alineada con los objetivos del proyecto. 
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5.6. Elección de tecnologías para el desarrollo. 

Para la selección de los frameworks y lenguajes utilizados en el desarrollo del proyecto, 

el equipo consideró criterios clave que garantizaran tanto la viabilidad técnica como la 

alineación con los atributos de calidad definidos. Este proceso se llevó a cabo mediante un 

análisis comparativo, en el cual se evaluaron distintas opciones en función de los siguientes 

factores: 

Á Experiencia del equipo: Se priorizaron tecnologías que facilitaran la adopción por 

parte del equipo, minimizando la curva de aprendizaje y permitiendo una 

implementación eficiente. 

Á Facilidad de uso y mantenimiento: Se buscaron soluciones con una estructura clara 

y modular, que favoreciera la organización del código y la mantenibilidad del 

sistema a lo largo del tiempo. 

Á Compatibilidad con atributos de calidad: Se analizaron herramientas que ayudaran 

con el cumplimiento de los requisitos no funcionales en el desarrollo, asegurando 

que la solución cumpliera con los requisitos técnicos y funcionales esperados. 

Á Capacidad de integración: Se evaluó la compatibilidad de las herramientas con los 

distintos componentes del sistema, asegurando una implementación fluida y 

coherente dentro del ecosistema tecnológico del proyecto. 

Las decisiones finales se tomaron tras un proceso iterativo de evaluación y validación, en el 

que se realizaron pruebas internas y se documentaron los hallazgos. Esta metodología permitió 

garantizar que la selección tecnológica estuviera respaldada tanto por criterios técnicos como 

por la experiencia del equipo, asegurando una implementación eficiente y alineada con los 

objetivos del proyecto. 

Para más detalle sobre las tecnologías en concreto, se puede revisar la sección Arquitectura a 

alto nivel. 
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5.7. Lecciones aprendidas 

Este proceso entero de investigación nos terminó llevando aproximadamente 4-5 meses, 

desde abril a agosto el equipo trabajó en una preparación para poder tener una sólida base y 

encarar el proyecto de una forma profesional. 

La fase de investigación dejó valiosas lecciones que influyeron en la dirección del proyecto: 

Á La importancia de la flexibilidad en la planificación: Inicialmente, se esperaba que 

el fine-tuning fuera la mejor solución, pero el análisis práctico mostró que prompt 

engineering era más eficiente. 

Á Validar hipótesis lo antes posible: Experimentar de manera rápida permitió 

descartar enfoques inviables y centrar los esfuerzos en estrategias más 

prometedoras. 

Á Conocer el ecosistema antes de desarrollar: Investigar herramientas existentes 

ayudó a identificar oportunidades de mejora y a diferenciar el producto. 

Á El aprendizaje continuo es clave: La capacitación en nuevas tecnologías permitió 

tomar decisiones informadas y desarrollar soluciones basadas en las mejores 

prácticas de la industria. 

Estas lecciones guiarán las próximas etapas del desarrollo, asegurando que cada decisión esté 

respaldada por evidencia y experiencia. 
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6. Ingeniería de requisitos 

ñRequirements are a specification of what should be implemented. They are 

descriptions of how the system should behave, or of a system property or attribute. They may 

be a constraint on the development process of the system.ò [23] 

En este capítulo se describe el proceso de ingeniería de requisitos aplicado en el proyecto, 

abarcando desde la recopilación de información clave hasta la gestión iterativa de los requisitos 

a lo largo del ciclo de vida del desarrollo. 

 

6.1. Objetivos 

Este proceso abarca la recopilación de información clave, la definición de 

funcionalidades esenciales y la delimitación de restricciones técnicas y operativas. Dado este 

proceso, nos propusimos comprender con precisión lo que el cliente y los usuarios esperaban 

de la solución a desarrollar, priorizando las funcionalidades de mayor valor a desarrollar en el 

tiempo estipulado. 

También se investigó el proceso actual, cuáles eran puntos claves que deseaban mantener, 

mejorar y cuáles eliminar.  

Los objetivos del proceso están directamente alineados con generar una mejor experiencia para 

los usuarios y cumplir con todas las expectativas tanto de funcionalidad como de experiencia 

del producto. 

6.2. Descripción del Proceso 
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Figura 6.1. Representación del proceso de Ingeniería de Requisitos 
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ñYou donôt have to write the Software requirements Specifications for the entire 

product before beginning development, but you should capture the requirements for each 

increment before building that increment. Incremental development is appropriate when you 

want to get some functionality into the usersô hands quickly. Feedback from using the early 

increments will shape the rest of the project.ò [24] 

El proceso de ingeniería de requisitos se estructuró en dos fases principales: Investigación y 

Desarrollo, siguiendo un enfoque incremental y adaptativo.  

La fase de Investigación comenzó con una idea inicial proporcionada por el cliente, la cual 

sirvió como base para entender las necesidades principales del proyecto. 

A partir de esta base, realizamos una definición inicial del alcance, identificando 

funcionalidades esenciales y estableciendo un marco de trabajo preliminar.  

En paralelo, desarrollamos un prototipado inicial, lo que nos permitió visualizar y validar las 

ideas junto con el cliente, obteniendo retroalimentación temprana sobre la dirección del 

producto. Para fortalecer este proceso, llevamos a cabo un análisis de competidores y 

evaluación del mercado, lo que nos ayudó a identificar oportunidades de diferenciación y 

ajustar la propuesta de valor. 

A partir de estos hallazgos, realizamos una identificación de mejoras y un refinamiento 

iterativo de los requisitos, asegurando que el producto evolucionara en función de la validación 

y el aprendizaje obtenido en cada iteración. 

Una vez refinados los requisitos iniciales, pasamos a la fase de Desarrollo, donde procedimos 

con la especificación y documentación de los requisitos priorizados para alinearnos con las 

necesidades del cliente. Luego, establecimos un proceso de priorización, considerando la 

viabilidad técnica y el impacto en el usuario final.  

Este proceso incluyó un ciclo iterativo de feedback y revisión, en el cual los requisitos fueron 

ajustados de manera continua en función de las pruebas realizadas y la retroalimentación 

recibida.  
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Finalmente, una vez alcanzada una primera versión estable de los requisitos, se procedió con 

su implementación, manteniendo siempre la posibilidad de iterar y refinar según las 

necesidades emergentes del cliente. Esto se trabajó de esta manera para obtener resultados de 

forma rápida y mejorar progresivamente el producto antes de tener todos los requisitos del 

sistema definidos. El enfoque incremental seguido permitió no solo validar hipótesis de manera 

temprana, sino también adaptar los requisitos en función de la retroalimentación obtenida. Esto 

garantizó que el desarrollo estuviera alineado con las expectativas del cliente y con las 

necesidades reales del mercado. 

 

6.3. Relevamiento 

El proceso de relevamiento de requisitos fue una fase crítica del proyecto, enfocada en 

comprender en profundidad las necesidades del cliente y los desafíos técnicos y operativos que 

enfrenta. 

Para lograrlo, implementamos un enfoque detallado de recopilación y análisis de información, 

combinando diversas técnicas para obtener una visión completa de las necesidades del cliente. 

Se realizaron entrevistas semiestructuradas con los principales interesados para comprender 

sus expectativas y desafíos, facilitando la recolección de datos esenciales de forma directa con 

los involucrados.  

Adicionalmente, se realizó un análisis detallado de la documentación disponible y de 

investigaciones previas, permitiendo establecer un marco de referencia sólido para analizar la 

viabilidad de las soluciones existentes y su relevancia en el contexto del problema planteado. 

Paralelamente, se realizó un benchmarking de soluciones disponibles en el mercado con el 

objetivo de identificar fortalezas y debilidades de enfoques existentes, garantizando que la 

propuesta desarrollada se diferencie y aporte un valor agregado.  

Luego, la información recopilada pasó por un proceso de prototipación y validación iterativa 

con el cliente, permitiendo afinar los hallazgos y establecer una priorización de los requisitos. 
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Además, la ingeniería de requisitos no solo se enfocó en la recopilación de información, sino 

que también en su gestión a lo largo del ciclo de vida del proyecto.  

Esto implicó una revisión y ajuste continuo de los requisitos a medida que evolucionaron las 

necesidades del cliente, asegurando así una solución adaptable y alineada con los objetivos del 

proyecto.  

Se aplicaron principios de metodologías ágiles, como la priorización iterativa de 

funcionalidades, la creación de historias de usuario y la validación frecuente con el usuario 

mediante prototipos y pruebas de concepto. 

 

6.4. Clasificación y especificación 

Para estructurar los requisitos del sistema de manera clara y validable, utilizamos la 

clasificación en dos categorías principales: 

Á Requisitos Funcionales (RF): Describen las capacidades y funcionalidades específicas 

del sistema. Responden a la pregunta: ¿Qué debe hacer el sistema? 

Á Requisitos No Funcionales (RNF): Definen atributos de calidad. Responden a la 

pregunta: ¿Cómo debe comportarse el sistema? También incluyen restricciones. 

 

6.4.1. Especificación de los Requisitos Funcionales (RF)  

Los requisitos funcionales establecen las características y funcionalidades esenciales que el 

asistente de inteligencia artificial generativa debe ofrecer para cumplir con los objetivos del 

proyecto. Estos requisitos describen las acciones y capacidades clave del sistema, asegurando 

que responda de manera efectiva a las necesidades del usuario final y a los desafíos específicos. 

Estos requisitos se especificaron como un listado de épicas, siguiendo el formato planteado por 

Cohn donde se indica que cada épica debe ser definida siguiente con los siguientes atributos: 
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ser independiente de otras, negociables o modificables, que aporten valor al cliente, estimables, 

compactas y testeables (INVEST). [25] 

A partir de estás épicas, surgieron las historias de usuario o user stories como una forma de 

agregar detalle o profundizar sobre cada uno de estas. Queríamos seguir un estándar de 

formato, así que decidimos utilizar una adaptación del template de Aha! Labs Inc dado que el 

equipo ya lo había usado previamente [26]. De aquí tomamos ciertos elementos para mantener 

un formato estable y decidimos incluir:  

Á Título  

Á Prioridad  

Á Descripci·n del prop·sito (Como.., Quieroé, Paraé)  

Á Criterios de aceptación  

La prioridad se vio plasmada en cuanto al orden que le dio el equipo en el plan que realizamos 

sobre las entregas al cliente. Los criterios de aceptación definen las condiciones bajo las cuales 

el sistema debe considerarse conforme con el requisito.  

Para mejorar la claridad y alineación con las expectativas del usuario, la descripción del 

propósito de cada historia se definió utilizado el siguiente formato especificado en el template 

mencionado:  

Á Como (tipo de usuario),  

Á Quiero (acción o funcionalidad),  

Á Para (justificación o beneficio esperado).  

Esto nos permitió capturar de manera precisa las necesidades del usuario y garantizar que el 

sistema se diseñe con un enfoque centrado en la experiencia del usuario.  

Cada una de estas historias de usuario, se encuentran en el anexo detallas con cada elemento 

previamente mencionado en la sección: Especificación de historias de usuario. 
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6.4.2. Especificación de los Requisitos No Funcionales (RNF)  

Los requisitos no funcionales se definen como "una descripción de una propiedad o 

característica que un sistema debe exhibir o una restricción que debe respetar" [24]. Estos 

requisitos establecen aspectos clave para garantizar el correcto funcionamiento del sistema y 

su alineación con las expectativas del usuario. También incluyen restricciones que imponen 

límites técnicos o de implementación, como la compatibilidad con ciertas plataformas, el uso 

de tecnologías específicas o la conformidad con regulaciones y estándares. 

Para su organización, los requisitos no funcionales fueron listados en una tabla simple que 

incluye un identificador, un nombre descriptivo, una categoría y una breve descripción de su 

propósito y alcance. Esta estructura facilita su consulta y evaluación en el desarrollo del 

sistema. 

6.5. Requisitos funcionales 

A continuación, se detallan los requisitos o épicas: 

Á RF1: Autenticación y autorización de usuario. 

Á Implementación de un sistema de autenticación y autorización de usuario. Incluye 

registro, inicio de sesión y recuperación de contraseñas. 

Á RF2: Interfaz de usuario (Chatbot). 

Á Desarrollo de una interfaz de usuario interactiva para facilitar la comunicación en 

lenguaje natural entre el usuario y el sistema. 

Á RF3: Recomendación de infraestructura. 

Á Modelo de inteligencia artificial para generar recomendaciones de infraestructura 

para desplegar modelos de machine learning en la nube. 

Á RF4: Generación de IaC. 

Á Modelo de inteligencia artificial para creación automática de scripts de código IaC 

basados en las necesidades específicas del usuario y validados antes de su 

implementación. 
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Á RF5: Generación de diagramas. 

Á Modelo de inteligencia artificial para generación automática de diagramas de 

infraestructura basados en la recomendación generada, para visualizar componentes 

y conexiones. 

Á RF6: Gestión de conversaciones (listado, renombrado). 

Á Permitir a los usuarios organizar y etiquetar conversaciones para facilitar su acceso 

y orden. 

Á RF7: Carpetas para agrupación de conversaciones. 

Á Permitir a los usuarios agrupar las conversaciones en carpetas para mantener un 

orden lógico. Las carpetas contienen su propia metadata, nombre y descripción. 

Á RF8: Evaluación de modelos. 

Á Creación de notebooks para evaluar el rendimiento de modelos, midiendo métricas 

clave y asegurar mejoras iterativas. 

Á RF9: Compartir conversaciones. 

Á Opción de compartir conversaciones propias, generando un link público a la 

conversación en modo solo lectura, sin necesidad de estar identificado para poder 

visualizar la conversación. 

Á RF10: Dashboard de diagramas. 

Á Dashboard donde el usuario puede visualizar todos los diagramas generados. Desde 

aquí es posible acceder al chat donde fue generado; además de compartir, renombrar 

y eliminar los diagramas. 

Á RF11: Guía para usuarios 

Á Sección help con breve instructivo y video para que los usuarios entiendan el 

funcionamiento general del sistema. 

Á RF12: Editar diagramas 

Á Permitir a los usuarios modificar los diagramas interactuando con el sistema con 

lenguaje natural. 

Á RF13: Feedback 
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Á Almacenamiento del feedback por parte de los usuarios sobre las respuestas 

generadas para uso futuro en refinamiento de prompts y comportamiento del 

modelo. 

Á RF14: Trazabilidad 

Á Seguimiento de las respuestas del modelo para identificar fallas, cuellos de botella 

y mejorar prompts para una mejor performance. 

 

6.6. Requisitos No Funcionales 

ID Nombre Atributo de 

calidad 

Descripción 

RNF1 Seguridad de 

Datos 

Seguridad El sistema debe garantizar la protección de los 

datos sensibles mediante autenticación, 

autorización y cifrado en almacenamiento y 

transmisión. 

RNF2 Moderación 

de Respuestas 

Seguridad El sistema debe evitar la generación de 

respuestas inapropiadas o que expongan 

información sensible mediante validaciones y 

filtrado de contenido. 

RNF3 Escalabilidad 

Dinámica 

Performance El sistema debe ajustar automáticamente los 

recursos según la demanda para mantener un 

rendimiento estable. 

RNF4 Alta 

Disponibilida

d 

Disponibilidad El sistema debe garantizar un tiempo de 

actividad superior al 90%, utilizando 

infraestructura redundante y multizona. 
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RNF5 Despliegue 

Automatizad

o 

Desplegabilidad El proceso de despliegue debe ser 

completamente automatizado para asegurar 

implementaciones consistentes y eficientes. 

RNF6 Arquitectura 

modular 

Modificabilidad El sistema debe diseñarse con una arquitectura 

modular que permita agregar nuevas 

funcionalidades y actualizar componentes 

existentes con un impacto mínimo en la 

estructura general. Por ejemplo, cambiar LLM 

sin mayores dificultades. 

RNF7 Rendimiento 

Óptimo 

Performance El sistema debe minimizar la latencia y 

optimizar el rendimiento usando técnicas como 

streaming, procesamiento por lotes y 

procesamiento asíncrono para asegurar una 

experiencia de usuario fluida. 

RNF8 Visibilidad 

del estado 

Usabilidad El sistema debe informar de manera clara sobre 

su estado actual y cualquier cambio en el flujo 

de trabajo para que los usuarios sepan qué está 

pasando en todo momento. 

RNF9 Corresponde

ncia entre el 

sistema y el 

mundo real 

Usabilidad El sistema debe usar un lenguaje, conceptos y 

estructuras familiares para los usuarios, 

reflejando convenciones del mundo real y 

evitando términos o acciones confusas. 

RNF10 Control y 

libertad del 

usuario 

Usabilidad El sistema debe permitir a los usuarios deshacer 

acciones, modificar su flujo de trabajo y 

corregir errores sin fricciones. 
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RNF11 Consistencia 

y estándares 

Usabilidad El sistema debe mantener un diseño uniforme, 

usar terminología familiar y alinearse con 

convenciones de la industria para asegurar que 

los usuarios no tengan que aprender nuevas 

reglas de interacción en cada pantalla. 

RNF12 Prevención 

de errores 

Usabilidad El sistema debe estar diseñado para reducir las 

posibilidades de que el usuario cometa errores, 

mediante una interfaz que prevenga los fallos 

antes de que ocurran, en lugar de solo mostrar 

mensajes de error después. 

RNF13 Reconocimie

nto en lugar 

de recuerdo 

Usabilidad El sistema debe asegurar que la información y 

las acciones necesarias estén siempre visibles o 

fácilmente accesibles, en lugar de exigir que el 

usuario las recuerde, con el objetivo de reducir 

la carga cognitiva del usuario. 

RNF14 Flexibilidad y 

eficiencia de 

uso 

Usabilidad El sistema debe permitir que tanto usuarios 

novatos como avanzados realicen tareas de 

forma eficiente, incluyendo atajos, 

personalización y opciones avanzadas para 

mejorar la productividad. 

RNF15 Estética y 

diseño 

minimalista 

Usabilidad El sistema debe mantener un diseño limpio y sin 

elementos innecesarios, priorizando la claridad 

y la eficiencia en la interacción. 

RNF16 Ayudar a los 

usuarios a 

reconocer, 

Usabilidad El sistema debe proporcionar mensajes de error 

claros y soluciones comprensibles, permitiendo 
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diagnosticar y 

recuperarse 

de errores 

a los usuarios reconocer y corregir problemas 

sin frustración. 

RNF17 Ayuda y 

documentaci

ón 

Usabilidad El sistema debe proporcionar información 

accesible y útil para que los usuarios entiendan 

cómo utilizarlo correctamente. 

RNF18 Restricción -  

Tecnologías y 

herramientas 

para el 

desarrollo de 

modelo de IA 

Restricción El modelo de inteligencia artificial generativa 

debe ser manejado por el equipo a través de un 

LLM mantenido, no se permite la utilización de 

APIs de OpenAI/ChatGPT o similares ya que no 

es 100% transparente el manejo de datos 

personales. Se debe de utilizar un modelo open 

source en cambio. 

RNF19 AWS como 

proveedor de 

nube 

Restricción El sistema debe ser desplegable en una nube 

interna accesible por Blend de AWS, esto no 

quiere decir que la prueba de concepto esté en 

un ambiente productivo, sino que esté 

disponible para ser desplegado en esa nube 

interna. 

Tabla 6.1. Especificación de Requisitos No Funcionales 
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6.7. Matriz de trazabilidad de requisitos 

Creamos esta matriz para mantener una relación entre objetivos del proyecto 

previamente definidos con los requisitos funcionales. Esta matriz mantiene un estado que fue 

siendo revisado a medida que se completaba el desarrollo de este.  

Actualmente podemos afirmar que completamos todos los requisitos definidos y la relación 

con los objetivos se plantean a continuación. 

Requisitos Objetivos Relacionados Estado de Entrega 

RF1: Autenticación y autorización de 

usuario 

OP1, OA2 Completo 

RF2: Interfaz de usuario (Chatbot) OA1, OA2, OP1, OP3 Completo 

RF3: Recomendación de infraestructura OA1, OP1, OP2 Completo 

RF4: Generación de IaC OA1, OP1, OP2 Completo 

RF5: Generación de diagramas de 

infraestructura 

OA1, OP1, OP2 Completo 

RF6: Monitoreo de modelo OA2, OP2, OP3 Completo 

RF7: Gestión de conversaciones (listado, 

renombrado) 

OP1 Completo 
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RF8: Carpetas para agrupación de 

conversaciones 

OP1 Completo 

RF9: Evaluación de modelos OA1, OP2, OP3 Completo 

RF10: Compartir conversaciones OP1 Completo 

RF11: Dashboard de diagramas OP1 Completo 

RF12: Guía para usuarios OA2, OP3 Completo 

RF13: Editar diagramas OP1 Completo 

RF14: Feedback OA1, OP1, OP2, OP3 Completo 

RF15: Trazabilidad OA2, OP1, OP2  Completo 

Tabla 6.2. Matriz de trazabilidad de requisitos 

6.7.1. Análisis de la matriz: 

Á Objetivos Académicos (OA): Los requisitos relacionados con OA1 (como RF3, 

RF4, RF5, RF9, RF14) apuntan a la creación de soluciones con IA en la práctica, 

reflejando el impacto en el área de inteligencia artificial generativa, aplicable a 

casos reales del mundo empresarial. 

Á Objetivos del Producto (OP): Los requisitos relacionados con OP1 son la mayoría 

ya que son cruciales para garantizar que el sistema sea funcional, confiable y 

cumpla con los criterios establecidos para el producto final. Requisitos como RF9 

(evaluación de modelos) y RF14 (feedback) están alineados con OP2 y OP3 para 
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medir y garantizar el impacto de la IA en la eficiencia del desarrollo y mantener un 

producto de alta calidad. 

 

6.8. Conclusiones y Lecciones Aprendidas 

Realizar un proceso de ingeniería de requisitos nos dejó muchas enseñanzas y 

aprendizajes claves sobre la importancia de definir y gestionar adecuadamente los requisitos 

de un sistema. Dentro de las lecciones y conclusiones más destacadas se incluyen: 

Á Conseguimos un mayor entendimiento de la problemática gracias a la etapa de 

relevamiento, pudimos entender las principales dificultades y restricciones que 

implicaba el desarrollo de nuestra solución. 

Á Logramos delimitar la solución en conjunto con el cliente, pudimos definir un 

alcance óptimo para un tiempo de desarrollo definido. 

Á Priorizamos las funcionalidades de forma de maximizar el valor aportado al cliente 

y buscando siempre satisfacer las necesidades de este. 

Á Una validación continua con clientes y usuarios en iteraciones tempranas ayuda a 

ajustar los requisitos de manera más eficiente y alineada a las expectativas. 

Á Comprendimos la importancia del benchmarking y como opciones similares en el 

mercado aportan información valiosa para mejorar nuestro diseño y desarrollo. 

Á La priorización efectiva de los requisitos por criticidad y valor nos facilitó mucho 

la organización y orden de la gestión del backlog y la asignación de recursos. 

Á Aprendimos la importancia de considerar los requisitos no funcionales desde un 

inicio, factores como la seguridad, disponibilidad y escalabilidad de nuestra 

solución fueron evaluados en etapas tempranas para evitar problemas en fases 

avanzadas. 
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7. Arquitectura y diseño 

En este capítulo se describe la arquitectura del sistema desarrollado, describiendo los 

aspectos de alto nivel y las decisiones de diseño fundamentales que guiaron la construcción del 

software. Se presentan los desafíos principales enfrentados durante el proceso, la justificación 

de las tecnologías seleccionadas y las vistas arquitectónicas que ilustran la estructura y 

organización del sistema. 

El diseño de la arquitectura no solo responde a los requerimientos funcionales establecidos, 

sino que también busca garantizar atributos de calidad clave: seguridad, performance, 

desplegabilidad, modificabilidad, usabilidad y disponibilidad. Estos atributos fueron 

esenciales para asegurar que el sistema no solo cumpliera con los requisitos identificados, sino 

que también fuese sostenible, eficiente y adaptable a largo plazo. 

Desde las primeras etapas del proyecto, el equipo comprendió que las decisiones 

arquitectónicas tendrían un impacto significativo en el desarrollo, despliegue y mantenimiento 

del sistema. Por ello, se llevó a cabo un análisis detallado de los requerimientos, considerando 

tanto aspectos técnicos como las necesidades del negocio y los usuarios finales. 

Siguiendo algunas buenas prácticas de arquitectura de software, como la separación de 

responsabilidades, la modularización y el uso de patrones de diseño en capas, se optó por una 

arquitectura modular y desacoplada [27].  Esto no solo facilitó la evolución del sistema y su 

integración, sino que también garantizó su mantenibilidad y escalabilidad al apoyarse en 

patrones ampliamente utilizados en la industria. 

El diseño arquitectónico fue iterativo, evolucionando a medida que el equipo tenía una mejor 

comprensión del dominio del problema y las limitaciones técnicas. A su vez, se realizaron 

sesiones de análisis técnico para identificar posibles riesgos y evaluar estrategias de mitigación.  

Como resultado de este proceso, se tomaron una serie de decisiones clave que definieron la 

estructura y el comportamiento del sistema que sirvieron para garantizar la alineación con los 

atributos de calidad definidos.  
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Entre las más relevantes se encuentran: 

Á Separación de responsabilidades: Se implementó una arquitectura basada en capas, 

donde cada componente tiene una función bien definida, evitando dependencias 

innecesarias. 

Á Uso de modularización: Para facilitar la escalabilidad y mantenimiento, se 

dividieron ciertas funcionalidades en módulos independientes, permitiendo su 

evolución sin afectar otras partes del sistema. 

Á Mecanismos de autenticación y autorización: La seguridad se abordó desde el 

diseño, implementando protocolos de autenticación robustos y control de acceso en 

el sistema. 

Á Despliegue en la nube: Se optó por una infraestructura escalable en la nube, 

garantizando disponibilidad y flexibilidad en la asignación de recursos. 

Cada una de estas decisiones se fundamenta en los atributos de calidad definidos, asegurando 

que el sistema pueda evolucionar y mantenerse operativo de manera eficiente. Además, estas 

serán profundizadas y justificadas a lo largo del capítulo. 

Para documentar y comunicar la arquitectura, se adoptó el enfoque de vistas de la metodología 

Views & Beyond, descrita en Documenting Software Architectures: Views and Beyond [28] 

No obstante, el documento no sigue estrictamente el template propuesto en dicha metodología, 

sino que adapta su enfoque a las necesidades del sistema, utilizando su estructura de vistas para 

representar los distintos aspectos arquitectónicos y se empleó la notación UML para ilustrar la 

estructura y los flujos de interacción entre los componentes. 

Para estructurar la descripción de la arquitectura, el capítulo se divide en distintas secciones 

que abordan tanto la organización del sistema como las decisiones clave en su diseño: 

Á Arquitectura a alto nivel:  Presenta una visión general de la estructura del sistema 

y sus principales componentes. 

Á Tecnologías y herramientas utilizadas: Justifica la selección de tecnologías para 

el frontend, backend y modelo de inteligencia artificial. 
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Á Atributos de calidad: Explica cómo se abordaron los requisitos no funcionales en 

el diseño del sistema. 

Á Vistas arquitectónicas: Incluye representaciones visuales del sistema mediante 

diagramas de módulos, componentes y conectores, asignación y despliegue. 

Este enfoque permite no solo documentar la arquitectura, sino también proporcionar un marco 

de referencia claro para futuras mejoras y mantenimientos del sistema. 

 

7.1. Arquitectura a alto nivel 

El siguiente diagrama representa una vista de alto nivel del sistema, proporcionando 

una visión general de sus principales componentes y su interacción. Si bien no sigue 

estrictamente los estándares UML, su propósito es servir como una herramienta ilustrativa para 

comprender la organización general del sistema y la distribución de sus responsabilidades. 

 

Figura 7.1. Arquitectura a alto nivel 
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A grandes rasgos, en el diagrama se pueden ver los siguientes elementos fundamentales: 

Á Web App (Frontend - Next.js): Aplicación de una sola página (SPA) desarrollada en 

Next.js, encargada de la interfaz de usuario y la interacción con el sistema [29]. 

Á Backend (Node.js + Express): Servidor que gestiona la lógica de negocio, las 

solicitudes del cliente y la comunicación con servicios externos [30]. 

Á Base de datos (Amazon DynamoDB): Sistema de almacenamiento NoSQL 

utilizado para gestionar datos estructurados de manera escalable y eficiente [31]. 

Á SageMaker Model API: Servicio en la nube que permite la ejecución de modelos 

de inteligencia artificial para procesar las solicitudes del usuario [2]. 

Á Comunicación entre componentes: Definición de los protocolos utilizados para la 

interacción entre los distintos módulos del sistema. 

En las siguientes subsecciones, se detallan cada uno de estos componentes y su función en el 

sistema. 

7.1.1. Web App (Frontend ï Next.js) 

El sistema cuenta con una Single Page Application desarrollada en Next.js, un framework 

basado en React que permite la construcción de interfaces de usuario interactivas y dinámicas, 

optimizando el rendimiento y la experiencia del usuario mediante renderizado híbrido y pre-

renderizado. El usuario puede acceder e interactuar con las principales funcionalidades del 

producto, como la gestión y creación de nuevas conversaciones, manejo de diagramas, entre 

otras [29]. 

La Web App se comunica con el backend a través de HTTPS, garantizando la seguridad de la 

información transmitida. Este canal seguro protege los datos del usuario y evita ataques de 

interceptación. 

7.1.2. Backend (Node.js + Express) 

El backend de la aplicación está construido con Node.js y el framework Express, lo que permite 

manejar de manera eficiente las solicitudes provenientes del frontend y gestionar la lógica de 

negocio del sistema [30]. 
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El backend actúa como intermediario entre el frontend y otros servicios externos, exponiendo 

una API que permite procesar solicitudes, gestionar datos y orquestar las respuestas. En esta 

representación simplificada, se comunica con otros dos componentes principales: 

Á DynamoDB (Base de datos) mediante TCP, para almacenar y recuperar 

información. 

Á SageMaker Model API (Llama 3.1) mediante HTTPS, para la ejecución de modelos 

de inteligencia artificial. 

7.1.3. Base de datos (Amazon DynamoDB) 

El sistema almacena su información en Amazon DynamoDB, una base de datos NoSQL 

completamente gestionada por AWS. DynamoDB ofrece alta disponibilidad, escalabilidad 

automática y baja latencia en las operaciones de lectura y escritura [31]. 

El backend interactúa con DynamoDB a través de una conexión TCP, lo que permite realizar 

operaciones eficientes de almacenamiento y recuperación de datos. Esta base de datos es ideal 

para sistemas con grandes volúmenes de datos y requisitos de rendimiento exigentes, como los 

modelos de IA y el almacenamiento de interacciones de usuario. 

7.1.4. SageMaker Model API 

Para la ejecución de modelos de inteligencia artificial, el sistema utiliza Amazon SageMaker, 

una plataforma en la nube que permite entrenar, desplegar y escalar modelos de machine 

learning y exponer una API para la comunicación pertinente. En este caso, se ha utilizado el 

modelo Llama 3.1, que es una arquitectura de lenguaje avanzada o Large Language Model 

(LLM) optimizada para tareas de procesamiento de texto y generación de contenido basado en 

IA [2].  

Este tema se puede leer de forma detallada en el capítulo de Aplicaciones con LLMs. 

El backend se comunica con el modelo a través de una API expuesta por SageMaker, utilizando 

el protocolo HTTPS. Esta integración permite que el sistema aproveche el poder computacional 
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de AWS para realizar inferencias en tiempo real, sin necesidad de mantener infraestructura 

propia para el procesamiento de las funcionalidades del sistema. 

7.1.5. Comunicación entre componentes 

La arquitectura del sistema garantiza la seguridad y eficiencia en la comunicación entre los 

diferentes componentes: 

Á HTTPS: Se usa para la comunicación entre el frontend y el backend, así como entre 

el backend y el servicio de machine learning (SageMaker). Esto garantiza la 

confidencialidad e integridad de los datos transmitidos evitando la intercepción de 

datos privados en las comunicaciones. 

Á TCP: Se emplea para la comunicación entre el backend y la base de datos 

DynamoDB, asegurando conexiones rápidas y confiables para la manipulación de 

datos. 

Esta arquitectura modular y escalable permite que el sistema integre tecnologías modernas para 

ofrecer una experiencia de usuario óptima, garantizando seguridad, eficiencia y flexibilidad. 

Al aprovechar los servicios en la nube de AWS, el sistema puede escalar dinámicamente según 

la demanda, asegurando una operación fluida incluso con grandes volúmenes de usuarios y 

procesamiento de datos. 

 

7.2. Tecnologías y herramientas utilizadas 

La selección de tecnologías para un proyecto de software es un proceso clave que 

influye en la eficiencia del desarrollo, el rendimiento del producto final y la facilidad de 

mantenimiento a largo plazo. En nuestro caso, el cliente estableció como restricción el uso de 

AWS como proveedor de infraestructura en la nube, lo que definió ciertos lineamientos en la 

infraestructura. No obstante, en cuanto a las tecnologías de desarrollo, se nos otorgó total 

libertad para elegir las más adecuadas en función de los requerimientos y la experiencia del 

equipo, siempre y cuando sean debidamente justificadas y validadas. 
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En esta sección se detallan las opciones evaluadas y la justificación de nuestras elecciones en 

los tres subsistemas principales del sistema: frontend, backend y el modelo de inteligencia 

artificial. 

7.2.1. Frontend 

Para la capa de presentación, el equipo analizó varias alternativas con el objetivo de construir 

una interfaz rápida, flexible y personalizable. Las principales opciones consideradas fueron 

Next.js y Angular, además del uso de plantillas prediseñadas para acelerar el desarrollo. A 

continuación, se detallan los factores clave en la decisión final. 

7.2.1.1. Evaluación de Tecnologías 

Á Next.js: Un framework basado en React que permite el desarrollo de aplicaciones 

optimizadas para el rendimiento, con soporte para renderizado en el servidor (SSR) 

y generación de sitios estáticos (SSG). Next.js es ampliamente utilizado en la 

industria y facilita una rápida iteración en el desarrollo de interfaces, además de 

mejorar la indexación en motores de búsqueda y el tiempo de carga de la aplicación 

[29]. 

Á Angular: Un framework más estructurado y con una curva de aprendizaje más 

pronunciada. Aunque proporciona una arquitectura robusta y herramientas nativas 

para la gestión de estados, su complejidad inicial puede ralentizar el desarrollo [32]. 

Á Uso de plantillas: Se consideró el uso de templates preconstruidos en diferentes 

frameworks para reducir los tiempos de desarrollo. Sin embargo, esta opción limita 

la personalización y el control sobre la interfaz, lo que podría representar un 

problema en futuras iteraciones del proyecto. 

Tras evaluar las alternativas, optamos por Next.js, principalmente por su flexibilidad, 

modularidad y optimización en el rendimiento. Además, algunos integrantes del equipo 

contaban con experiencia previa en esta tecnología. Gracias a su sistema basado en 

componentes reutilizables y la posibilidad de manejar el renderizado en el servidor, se logró 

un desarrollo escalable y eficiente. Al descartarse el uso de plantillas preconstruidas, el equipo 

tuvo total control sobre el diseño, asegurando que la interfaz se adaptara completamente a los 

requerimientos del cliente sin restricciones impuestas por componentes de terceros. 
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7.2.2. Backend 

Para la implementación del backend, se consideraron tres opciones principales: Python (Django 

o FastTAPI), .NET y Node.js con Express. La elección de esta tecnología era crucial, ya que 

debía garantizar la eficiencia en el procesamiento de solicitudes, la facilidad de integración con 

AWS y la escalabilidad del sistema. 

7.2.2.1. Evaluación de Tecnologías  

Á Python (Django/FastApi): Python es un lenguaje versátil y ampliamente utilizado 

en el desarrollo de aplicaciones web. Django es un framework robusto que ofrece 

una estructura bien definida y muchas funcionalidades incorporadas. FastApi, por 

otro lado, es más ligero y flexible. Sin embargo, el equipo tenía menos experiencia 

con Python en el contexto de aplicaciones web, lo que podría haber generado una 

curva de aprendizaje adicional [33].  

Á .NET: Una plataforma poderosa, especialmente para aplicaciones empresariales. 

Ofrece una estructura sólida y una buena integración con servicios en la nube. No 

obstante, su ecosistema está más orientado a entornos Microsoft, y el equipo tenía 

poca experiencia profesional con esta tecnología [34].  

Á Node.js + Express: Una opción ligera y escalable, ideal para aplicaciones web y 

APIs REST. Node.js permite manejar un alto volumen de solicitudes de manera 

eficiente gracias a su modelo asincrónico basado en eventos. Express proporciona 

una estructura sencilla pero poderosa para la creación de servicios backend [30].  

Tras evaluar estas opciones, seleccionamos Node.js con Express debido a que la mayoría del 

equipo ya tenía experiencia en esta tecnología, lo que redujo significativamente la curva de 

aprendizaje. Además, su naturaleza asincrónica y su ecosistema de paquetes lo hacen una 

opción ideal para el desarrollo de APIs rápidas, eficientes y escalables. 
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7.3. Modelo de inteligencia artificial  

El componente de inteligencia artificial fue una parte fundamental del proyecto, y su 

selección requirió una evaluación exhaustiva de diversas opciones. Entre las opciones 

evaluadas se encontraban los modelos de Hugging Face, soluciones optimizadas de 

Unsloth y diferentes modelos base como Llama y Gemma, entre otros. 

7.3.1. Evaluación de tecnologías  

7.3.1.1. Modelos de Hugging Face  

Hugging Face proporciona una gran variedad de modelos pre entrenados, con una comunidad 

activa y una gran cantidad de recursos disponibles. Sin embargo, muchos de estos modelos 

tienen restricciones de uso o dependen de infraestructuras específicas, lo que podría limitar la 

flexibilidad del sistema en entornos personalizados como el nuestro [35].  

7.3.1.2. Modelos optimizados de Unsloth  

Estos modelos ofrecen optimizaciones en Large Language Models (LLMs), lo que puede 

mejorar el rendimiento en ciertos escenarios. Sin embargo, su uso se limitó exclusivamente al 

entorno de desarrollo local. Esto se debió a que, aunque ofrecían tiempos de carga e inferencia 

más bajos, no representaban una ventaja significativa cuando se consideraban otros factores 

como la precisión y la integración con la infraestructura final del proyecto [36].  

7.3.1.3. Llama  

Llama se destacó como un modelo de inteligencia artificial open source que permitía una 

mayor personalización y control sobre el procesamiento de datos. Además, cumplía con la 

restricción impuesta de no utilizar ningún tipo de API externa al sistema, lo que garantiza una 

mayor independencia en la infraestructura de despliegue [37].  

7.3.1.4. Gemma  

Otro modelo evaluado fue Gemma, el cual mostró un rendimiento aceptable en algunos 

escenarios, pero no alcanzó el nivel de eficiencia y flexibilidad que ofrecía Llama. En pruebas 
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comparativas, Llama demostró una mejor adaptabilidad y tiempos de inferencia más 

competitivos [38]. 

7.3.2. Sistema de evaluación de modelos 

Para garantizar la elección del modelo más adecuado, implementamos un sistema de evaluación 

basado en la técnica LLM as a Judge.  

En el capítulo de Aplicaciones con LLMs se justifica su función en el proyecto, y en la Gestión 

de la calidad su importancia para la misma.  

Este enfoque nos permitió comparar varios modelos utilizando métricas clave como: 

Á Tiempo de carga (Load Time): Evalúa la eficiencia en la inicialización del modelo 

y el tokenizer en memoria. 

Á Tiempo de inferencia (Inference Time): Mide la rapidez con la que el modelo genera 

una respuesta a partir de una entrada. 

Á Precisión: Analiza la capacidad del modelo para generar respuestas correctas y 

relevantes en el contexto de MLOps. 

Para determinar la precisión de cada modelo, generamos instrucciones específicas para cada 

uno. Dado que nuestra instrucción original fue creada para Llama, solicitamos a cada modelo 

que propusiera su propia versión de la instrucción, basada en un ejemplo dado. Esto nos 

permitió evaluar qué tan bien cada modelo entendía y adapta las indicaciones según sus 

características. 

Se diseñó una notebook específica para realizar estas comparaciones y se probaron diferentes 

modelos bajo condiciones controladas. Los resultados obtenidos fueron los siguientes: 

 

 

Modelo Load Time (s) Inference Time (s) Precisión 
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Llama 3.1 - Instruct - 8B 234.2 18.5 9/10 

Meta-Llama-3.1-8B-bnb-

4bit (Unsloth) 

158.2 10.9 8/10 

Phi 3.5 - mini (Unsloth) 63.9 16.0 5/10 

Mistral - Nemo - Instruct - 

2407 (12B) 

140.8 33.9 8/10 

Mistral-7B-instruct-v0.3-

bnb-4bit 

128.5 23.4 6/10 

Tabla 7.1. Comparación entre LLMs 

Los resultados mostraron que Llama 3.1 - Instruct - 8B ofrecía una combinación óptima de 

tiempos de carga e inferencia junto con una alta precisión en la generación de respuestas. Es 

importante destacar que la instrucción utilizada para este modelo pasó por un proceso de 

refinamiento llamado Instruction Iteration, lo que mejoró notablemente su desempeño en 

comparación con los otros modelos evaluados. 

7.3.3. Resultados y selección final 

Tras analizar los resultados obtenidos en las pruebas, concluimos que Llama 3.1-8B-Instruct 

era la mejor opción para nuestro asistente de MLOps. Los factores determinantes fueron: 

Á Alto nivel de precisión (9/10) en la generación de respuestas relevantes. 

Á Diferencias no significativas en tiempos de carga e inferencia comparado con otros 

modelos. 

Á Proceso de "Instruction Iteration", que nos permitió refinar las instrucciones para 

mejorar el desempeño del modelo. 
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Á Lo suficientemente potente y económico como para cumplir las necesidades del 

proyecto. 

Á Cumplimiento de restricciones del cliente, asegurando independencia de soluciones 

privativas. 

A pesar de que otros modelos fueron considerados, la diferencia de rendimiento no justificaba 

su selección frente a Llama, que ya mostraba una capacidad de respuesta óptima para las 

necesidades del proyecto. Como resultado, Llama 3.1-8B-Instruct se convirtió en la solución 

central del sistema de IA generativa para la gestión de infraestructura en MLOps. 

 

7.4. Atributos de calidad 

El desarrollo del sistema implicó el análisis y la optimización de diversos atributos de 

calidad fundamentales para garantizar su correcto funcionamiento y adaptabilidad. En esta 

sección, se detallan los principales atributos considerados en la arquitectura y desarrollo del 

sistema: seguridad, performance, modificabilidad, usabilidad, disponibilidad y escalabilidad. 

Cada atributo de calidad debe definirse de manera medible y verificable para garantizar la 

calidad de la especificación. Por eso, cada uno se documentó siguiendo un criterio basado en 

escenarios que plantea el libro S.A.P [39]. Estructurándolos con un título para su identificación, 

una descripción del propósito y un escenario general en formato de tabla, con el objetivo de 

tomar medidas sobre los mismos. Los elementos de esta tabla son: Fuente (Source): Quién o 

qué genera el evento. Estímulo (Stimulus): El evento que ocurre en el sistema. Artefacto 

(Artifact): El componente afectado del sistema. Ambiente (Environment): Las condiciones bajo 

las cuales se ejecuta el escenario. Respuesta (Response): La reacción del sistema al estímulo. 

Medida de Respuesta (Response Measure): Criterios para evaluar si la respuesta es correcta. 

7.4.1. Seguridad 

ñLa seguridad es una medida de la capacidad del sistema para proteger los datos y la 

información del acceso no autorizado, al tiempo que sigue proporcionando acceso a las 

personas y los sistemas que est§n autorizados.ò [39]  
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La seguridad fue una prioridad debido a la sensibilidad de la información que maneja y la 

necesidad de proteger el acceso a los servicios de infraestructura en la nube. Para garantizar un 

alto nivel de seguridad, se utilizó el servicio de AWS Cognito y políticas de IAM para restringir 

el acceso a los recursos. 

 

Figura 7.2. Captura de inicio de sesión al sistema 

El sistema debe garantizar la protección de los datos sensibles mediante mecanismos de 

autenticación y autorización robustos. Se deben implementar estándares de cifrado tanto para 

el almacenamiento como para la transmisión de datos. 
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Elemento Escenario 1: Sin 

Autenticación ni 

Autorización 

Escenario 2: Con 

Proveedor de Identidad 

(Autenticación y 

Autorización) 

Fuente Usuario malintencionado o 

usuario legítimo 

Usuario autenticado 

mediante proveedor de 

identidad 

Estímulo Un usuario intenta acceder a 

una conversación 

proporcionando su ID 

Un usuario intenta acceder a 

una conversación 

proporcionando su ID 

Artefacto Servicio de chat Servicio de chat con 

autenticación 

Ambiente Producción Producción 

Respuesta El usuario puede acceder a 

cualquier conversación solo 

conociendo el ID, sin 

restricciones de acceso. 

El sistema verifica si el 

usuario está autenticado y 

autorizado antes de permitir 

el acceso a una conversación. 

Medida de Respuesta No hay restricción, cualquier 

usuario puede ver 

conversaciones ajenas. Alto 

riesgo de exposición de datos 

sensibles. 

El usuario debe autenticarse 

usando el proveedor de 

identidad. Solo usuarios 

autorizados pueden acceder a 

sus propias conversaciones, 

mitigando accesos indebidos. 

Tabla 7.2. Escenario de Seguridad - Acceso al sistema 
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La comparación entre ambos escenarios demuestra la importancia de implementar mecanismos 

de autenticación y autorización en sistemas que manejan información sensible. En el primer 

escenario, la ausencia de controles de acceso expone los datos de los usuarios a accesos no 

autorizados, generando un alto riesgo de violación de privacidad.  

En contraste, con la implementación de un proveedor de identidad, se garantiza que solo 

usuarios autenticados y autorizados puedan acceder a sus propias conversaciones, fortaleciendo 

la seguridad y la privacidad del sistema. 

Elemento Escenario 1: Sin 

Autoescalado 

Escenario 2: Con 

Autoescalado y 

Balanceador de Carga 

Fuente Usuario malintencionado o 

con solicitud que requiere 

información sensible.  

Usuario malintencionado o 

con solicitud que requiere 

información sensible. 

Estímulo Petición que implica la 

generación de contenido 

inapropiado o confidencial. 

Petición que implica la 

generación de contenido 

inapropiado o confidencial. 

Artefacto Modelo de IA sin 

validaciones 

Modelo de IA con pipeline de 

moderación y validación de 

contenido 

Ambiente Producción, con acceso 

directo al modelo de 

lenguaje. 

Producción, con pipeline de 

moderación y validaciones 

integradas al modelo de 

lenguaje. 
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Respuesta El sistema produce 

respuestas que pueden 

contener información 

sensible o inadecuada. 

El sistema filtra o rechaza 

solicitudes inapropiadas, 

evitando la exposición de 

datos sensibles o contenido 

indebido. 

Medida de Respuesta Posible exposición de datos 

confidenciales y vulneración 

de políticas de seguridad.

  

Cumplimiento de políticas de 

seguridad, sin divulgación de 

información sensible y con 

respuestas ajustadas a la 

moderación. 

Tabla 7.3. Escenario de Seguridad - Respuestas del sistema 

Lo que este escenario describe es como logramos garantizar la seguridad de las respuestas 

generadas, evitando la exposición de información sensible o respuestas inapropiadas mediante 

controles y validaciones en la generación de contenido. 

7.4.2. Performance 

ñSe trata del tiempo. Performance: se trata del tiempo y la capacidad del sistema de software 

para cumplir con los requisitos de tiempo.ò [39] 

El rendimiento del asistente de IA es clave para ofrecer respuestas rápidas y eficientes en 

entornos de producción. El sistema debe garantizar un rendimiento óptimo, minimizando la 

latencia en la interacción con el modelo de lenguaje (LLM). De acuerdo con Software 

Architecture in Practice, el rendimiento debe evaluarse considerando tiempos de respuesta 

predecibles, garantizar eficiencia en el uso de recursos y escalabilidad. Para esto aplicamos 

técnicas como streaming, batch processing y asynchronous processing para optimizar la 

generación de respuestas y asegurar una experiencia fluida para el usuario [39]. 

Durante el desarrollo del sistema, hemos evaluado y optimizado el rendimiento en la 

interacción con el modelo de lenguaje (LLM). Inicialmente, el procesamiento de solicitudes se 
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realizaba sin técnicas de optimización, lo que resultaba en tiempos de respuesta elevados y una 

experiencia menos fluida para el usuario. 

En la siguiente sección, presentamos la comparación de performance en diferentes etapas del 

desarrollo del sistema, centrándonos en la comparación entre la utilización de streaming y el 

procesamiento directo. 

Porción del Escenario Escenario 1: 

No streaming 

Escenario 2:  

Streaming 

Fuente Un usuario solicita una 

recomendación de 

infraestructura 

Un usuario solicita una 

recomendación de 

infraestructura 

Estímulo EL usuario envía una 

consulta a la LLM para 

obtener una recomendación 

El usuario envía una consulta 

a la LLM para obtener una 

recomendación 

Artefacto APIs de procesamiento de 

LLM 

APIs de procesamiento de 

LLM con soporte para 

streaming 

Ambiente Operación normal sin uso de 

streaming, el sistema procesa 

la solicitud en bloque 

Operación con streaming, 

permitiendo el procesamiento 

y entrega de la respuesta en 

fragmentos 

Respuesta El sistema genera una 

respuesta y la devuelve al 

usuario después de procesarla 

completamente 

El sistema comienza a enviar 

la respuesta en menos de 0.5 

segundos y sigue 



   

 

  90 

 

transmitiendo hasta 

completar la recomendación 

Medida de Respuesta  Latencia promedio å 15 

segundos antes de mostrar 

cualquier resultado 

Latencia promedio < 0.5 

segundos para la primera 

parte de la respuesta 

Tabla 7.4. Escenario de Performance ï Streaming 

La comparación entre ambos escenarios evidencia una mejora significativa en la experiencia 

del usuario al implementar streaming. En el enfoque sin streaming, el usuario debía esperar 

aproximadamente 15 segundos antes de recibir cualquier respuesta, lo que generaba una 

percepción de lentitud e ineficiencia en el sistema. 

Por el contrario, con la implementación de streaming, la respuesta comienza a mostrarse en 

menos de 0.5 segundos, lo que reduce la sensación de espera y permite una interacción más 

dinámica con el modelo de lenguaje (LLM). 

Estos siguientes escenarios compara una situación sin y con herramientas de autoescalado.  

Elemento Escenario 1: Sin 

Autoescalado 

Escenario 2: Con 

Autoescalado y 

Balanceador de Carga 

Fuente Aumento repentino de 

usuarios concurrentes en el 

sistema. 

Aumento repentino de 

usuarios concurrentes en el 

sistema. 

Estímulo Gran cantidad de solicitudes 

simultáneas en un corto 

período de tiempo. 

Gran cantidad de solicitudes 

simultáneas en un corto 

período de tiempo. 
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Artefacto Servidores de aplicación sin 

escalado automático. 

Arquitectura con balanceador 

de carga y autoescalado 

dinámico. 

Ambiente Producción. Producción. 

Respuesta El servidor alcanza su 

capacidad máxima, 

aumentando la latencia y 

provocando fallos en las 

solicitudes. 

Se despliegan nuevas 

instancias automáticamente 

para absorber la carga sin 

afectar la disponibilidad. 

Medida de Respuesta Tiempos de respuesta 

mayores a 5s, posibles 

errores 500. 

Tiempos de respuesta 

menores a 1s, sin errores de 

disponibilidad. 

Tabla 7.5. Escenario de Performance ï Autoescalado 

El sistema debe ser capaz de ajustar dinámicamente los recursos en función de la demanda, 

asegurando un rendimiento estable incluso en momentos de alta carga. 

Contar con autoescalado dinámico y balanceo de carga permite al sistema mantener un 

rendimiento estable incluso en momentos de alta demanda. Sin estas capacidades, el sistema 

se vuelve vulnerable a caídas o degradación del servicio cuando la carga supera la capacidad 

del servidor. Aunque el autoescalado implica una mayor gestión y costo en la nube, su impacto 

en la estabilidad y experiencia del usuario lo convierte en una estrategia esencial para garantizar 

la escalabilidad del sistema. 
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7.4.3. Modificabilidad  

ñLa modificabilidad se trata de cambio, y nuestro inter®s en ella es reducir el costo y el riesgo 

de realizar cambios.ò [39] 

La modificabilidad es la capacidad del software para adaptarse a cambios de requerimientos 

con el menor impacto posible. Basándonos en la definición de ISO 25010, se tomaron medidas 

para asegurar un código modular y flexible [40]: 

Á Arquitectura basada en servicios independientes: Se diseñó el sistema en módulos 

independientes, permitiendo la actualización o sustitución de componentes sin 

afectar al resto de la aplicación. Separando y utilizando diferentes tecnologías para 

frontend, backend.  

Á Uso de contenedores: Implementación con Docker para facilitar el desarrollo local 

y la integración de nuevas versiones del asistente. 

Á Configuración dinámica: Se emplearon archivos de configuración externos para que 

los cambios en la infraestructura no requirieran modificaciones en el código fuente. 

Estos enfoques garantizan que futuras mejoras en el modelo o cambios en la infraestructura 

puedan aplicarse sin afectar la estabilidad del sistema. 

El sistema debe diseñarse con una arquitectura modular que permita agregar nuevas 

funcionalidades y actualizar componentes existentes con un impacto mínimo en la estructura 

general. Por ejemplo, cambiar el modelo LLM sin mayores dificultades. 

Elemento Escenario 1: Arquitectura 

Acoplada 

Escenario 2: Arquitectura 

Modular  

Fuente Un equipo de desarrollo 

necesita cambiar el modelo 

de lenguaje (LLM) utilizado 

en el sistema. 

Un equipo de desarrollo 

necesita cambiar el modelo 

de lenguaje (LLM) utilizado 

en el sistema. 
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Estímulo Se decide actualizar o 

reemplazar el LLM con una 

nueva versión o un modelo 

diferente. 

Se decide actualizar o 

reemplazar el LLM con una 

nueva versión o un modelo 

diferente. 

Artefacto API del backend y modelo de 

lenguaje integrados en una 

misma aplicación. 

API del modelo 

completamente separado del 

backend y del frontend. 

Ambiente Sistema en producción con 

una arquitectura monolítica 

donde el backend y la API del 

modelo están acoplados. 

Sistema en producción con 

una arquitectura modular, 

donde backend, frontend y 

modelo son servicios 

independientes. 

Respuesta Reemplazar el modelo 

requiere cambios 

significativos en el backend, 

afectando múltiples partes 

del sistema. Se debe hacer 

una actualización integral y 

pruebas extensivas. 

El nuevo modelo se integra 

sin afectar el backend ni el 

frontend, ya que la API del 

modelo es independiente. 

Solo se actualiza la 

configuración de la API. 

Medida de Respuesta Tiempo de implementación 

estimada å 2 semanas debido 

a cambios en toda la 

aplicación. 

Tiempo de implementación 

estimada å 2 d²as al modificar 

sólo la API del modelo. 

Tabla 7.6. Escenario de Modificabilidad ï Intercambio de modelo 

La modularización del sistema ha permitido mejorar la flexibilidad y mantenibilidad, 

reduciendo significativamente el tiempo necesario para modificar o actualizar componentes 

críticos, como el modelo de lenguaje. Al separar la API del modelo del backend y del frontend, 
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los cambios pueden implementarse sin afectar otras partes del sistema, facilitando la evolución 

y escalabilidad del producto. 

7.4.4. Usabilidad 

ñLa usabilidad se refiere a la facilidad con la que el usuario puede realizar una tarea deseada 

y el tipo de soporte que el sistema proporciona.ò [39]  

Para trabajar sobre la usabilidad del sistema, utilizamos las heurísticas establecidas por Jakob 

Nielsen, un conjunto de principios reconocidos en el diseño de interfaces de usuario [41]. Estas 

heurísticas nos permiten identificar y corregir posibles problemas de interacción antes de que 

los usuarios finales los experimenten. 

Para optimizar este aspecto, se implementaron estrategias enfocadas en mejorar la experiencia 

del usuario: 

Á Interfaz intuitiva: Se diseñó un frontend claro y accesible, con respuestas bien 

estructuradas y preguntas de clarificación en caso de falta de información. 

Á Respuesta adaptativa: El modelo ajusta sus recomendaciones según el nivel de 

complejidad de la pregunta, proporcionando más detalles cuando es necesario. 

Á Feedback continuo: Se realizaron pruebas de usabilidad con usuarios de diferentes 

niveles técnicos para mejorar la interacción con el asistente. 

Gracias a estas mejoras, el asistente logra ser una herramienta eficiente tanto para expertos en 

MLOps como para usuarios con menos experiencia. 

Elemento Descripción 

Fuente Usuario interactuando con la interfaz. 

Estímulo El usuario inicia una nueva conversación y necesita conocer el estado del 

sistema. También desea renombrar o eliminar conversaciones en el panel 

lateral. 



   

 

  95 

 

Artefacto UI del panel de conversaciones, botones de estado ("Generating"), sistema 

de notificaciones (toast). 

Ambiente Aplicación en operación normal. 

Respuesta El sistema actualiza el estado visualmente en tiempo real y mantiene 

coherencia en la terminología y diseño. 

Medida de respuesta La UI responde en menos de 1s. Consistencia de iconos y términos.  

Tabla 7.7. Escenario de Usabilidad - Flujo de conversación y visibilidad del estado 

 

Elemento Descripción 

Fuente Usuario que hace clic en el botón de eliminar. 

Estímulo Un usuario decide eliminar una conversación. 

Artefacto UI de eliminación, módulo de gestión de conversaciones. 

Ambiente Aplicación en uso con el panel lateral abierto. 

Respuesta esperada Aparece un pop-up de confirmación antes de eliminar. Mensaje de 

confirmación tras la eliminación. 

Medida de respuesta Menos del 2% de eliminaciones erróneas. Más del 90% de usuarios entiende 

el mensaje de confirmación. 

Tabla 7.8. Escenario de Usabilidad - Edición y eliminación de elementos con prevención de errores 
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Elemento Descripción 

Fuente Usuario en su flujo de trabajo. 

Estímulo El usuario cambia a modo oscuro/claro o colapsa el panel lateral para 

enfocarse en su tarea. 

Artefacto Configuración de UI (modo oscuro/claro), panel lateral colapsable. 

Ambiente Sistema en operación en distintas pantallas. 

Respuesta esperada Cambio inmediato sin recargar la página. Panel lateral colapsable sin afectar 

funcionalidad. Diseño limpio sin elementos innecesarios. 

Medida de respuesta Cambio de modo en <0.5s. Al menos 30% de usuarios usa opciones de 

personalización. 

Tabla 7.9. Escenario de Usabilidad - Personalización y eficiencia de uso 

 

Elemento Descripción 

Fuente Usuario que no sigue el formato esperado o sistema que falla internamente. 

Estímulo El usuario realiza una acción que desencadena un error (por ejemplo, al 

generar un diagrama) o introduce un prompt no válido. 
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Artefacto Sistema de mensajes de error (toast), lógica de validación y componentes de 

retroalimentación de la interfaz. 

Ambiente Aplicación en operación normal. 

Respuesta esperada Se muestra un mensaje de error claro que indique cómo corregir la acción (o 

informe del problema técnico) y permita recuperarse sin perder todo el flujo. 

Medida de respuesta Mensajes comprensibles para >80% de los usuarios en pruebas de usabilidad. 

Tabla 7.10 Escenario de Usabilidad ï Manejo de errores 

 

Elemento Descripción 

Fuente Usuario que busca orientación o tutoriales dentro de la aplicación. 

Estímulo El usuario no entiende cómo generar IaC o necesita información adicional para 

usar el sistema (por ejemplo, ver un video demostrativo). 

Artefacto Sección de ayuda con documentación escrita, video demo y ejemplos de uso. 

Ambiente Aplicación en operaci·n normal, con acceso al bot·n/²cono de ñhelpò en el 

sidebar. 

Respuesta 

esperada 

El usuario accede rápidamente a la sección de ayuda, encuentra explicaciones y 

ejemplos claros, y puede retomar su flujo de trabajo. 
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Medida de 

respuesta 

>80% de los usuarios localiza fácilmente la sección de ayuda y resuelve dudas 

sin requerir soporte adicional. 

Tabla 7.11 Escenario de Usabilidad - Sección de ayuda y documentación 

 

7.4.5. Disponibilidad 

ñLa disponibilidad se refiere a una propiedad del software, es decir, que está ahí y listo para 

llevar a cabo su tarea cuando se necesita que est®.ò [39]  

Para garantizar una alta disponibilidad, se implementó el uso de AWS Elastic Load Balancer 

para distribuir las solicitudes y evitar sobrecargas en los servidores [42]. 

El sistema debe garantizar un alto tiempo de actividad (+90%) y disponibilidad, permitiendo 

el acceso constante a los servicios sin interrupciones significativas. 

Elemento Escenario 1: Infraestructura 

Monozona 

Escenario 2: Infraestructura 

Multizona 

Fuente Falla en la zona de disponibilidad 

única 

Falla en una zona de 

disponibilidad 

Estímulo Una interrupción en la zona de 

AWS donde está alojado el 

sistema 

Una interrupción en una de las 

zonas de AWS 

Artefacto Plataforma de servicios en 

producción 

Plataforma de servicios en 

producción 
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Ambiente AWS con una sola zona de 

disponibilidad 

AWS con múltiples zonas de 

disponibilidad 

Respuesta El sistema queda inoperativo 

hasta que la zona vuelva a estar 

disponible o se restaure 

manualmente 

El tráfico se redirige 

automáticamente a otra zona 

disponible sin interrupción del 

servicio 

Medida de Respuesta Tiempo de recuperación: manual, 

puede demorar varias horas o más 

Tiempo de recuperación: 

automático, sin impacto 

significativo para el usuario 

Tabla 7.12. Escenario de Disponibilidad ï Infraestructura 

La implementación de una infraestructura con alta disponibilidad utilizando múltiples zonas de 

AWS mejora significativamente la resiliencia del sistema. En un escenario monozona, una 

interrupción puede dejar el servicio inoperativo durante horas, afectando la continuidad del 

negocio y la experiencia del usuario. En contraste, con un enfoque multizona, el sistema puede 

redirigir automáticamente el tráfico a una zona disponible, minimizando el impacto de fallos y 

garantizando un servicio más confiable. Aunque esto implica un mayor costo operativo, los 

beneficios en términos de disponibilidad y robustez justifican la inversión. 

7.4.6. Desplegabilidad  

ñEl despliegue es un proceso que comienza con la codificaci·n y termina con los usuarios 

reales interactuando con el sistema en un entorno de producci·n.ò [39] 

ñDesplegabilidad se refiere a una propiedad del software que indica que puede ser 

desplegado, es decir, asignado a un entorno para su ejecución, en un período de tiempo y con 

un esfuerzo predecible y aceptable.ò  [39] 

El proceso de despliegue debe estar automatizado para asegurar implementaciones repetibles, 

consistentes y eficientes, facilitando la provisión y gestión de la infraestructura. 
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Durante el desarrollo del sistema, evaluamos y optimizamos el proceso de despliegue para 

mejorar la eficiencia y reducir el tiempo de entrega de nuevas funcionalidades. Inicialmente, 

el despliegue de nuevas versiones se realizaba de forma manual, lo que implicaba una mayor 

inversión de tiempo, posibles errores humanos y una menor frecuencia en la entrega de mejoras 

al sistema. 

Para optimizar este proceso, se implementaron herramientas de automatización, como un 

sistema de despliegue que permite integrar la infraestructura con pipelines de CI/CD en GitHub 

[43]. Esto ha permitido reducir significativamente los tiempos de implementación, minimizar 

errores y mejorar la confiabilidad del sistema en producción. 

En los siguientes escenarios, presentamos la comparación de desplegabilidad en diferentes 

etapas del desarrollo del sistema, centrándonos en la diferencia entre un despliegue manual y 

un despliegue automatizado con CDK [44]. 

Porción de escenario Escenario 1: 

Despliegue manual 

Escenario 2: 

Despliegue automatizado 

Fuente Equipo de desarrollo Sistema de recomendaciones 

de infraestructura 

Estímulo Se aprueba el release de una 

nueva feature del sistema 

Se aprueba el release de la 

nueva feature de la aplicación 

Artefacto Versión del sistema Versión del sistema 

Ambiente Producción Producción 
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Respuesta Se realiza testeo de forma 

local y se realiza el deploy 

manualmente  

El CDK automatizado 

implementa el deploy sin 

intervención manual 

Medida de Respuesta Tiempo promedio de 

despliegue: 2 horas.  Posibles 

errores humanos en la 

configuración. 

Mayor carga operativa para el 

equipo 

Tiempo de despliegue: 5-10 

minutos 

Sin intervención manual 

Reducción de errores y 

tiempos de 

aprovisionamiento 

Tabla 7.13. Escenario de Desplegabilidad ï Despliegue con CDK 

La automatización en los despliegues reduce significativamente los tiempos de implementación 

y el esfuerzo manual requerido. En el primer caso, el despliegue manual toma 

aproximadamente 2 horas, mientras que con un CDK automatizado y con la pipeline de CI/CD, 

el tiempo se reduce a 5-10 minutos. Esto mejora la eficiencia, disminuye errores humanos y 

permite una entrega más rápida de servicios. 

 

7.5. Vistas 

La documentación de las vistas arquitectónicas del sistema sigue el enfoque de Views 

and Beyond, lo que permite representar el sistema desde diferentes perspectivas para facilitar 

su comprensión y mantenimiento [28].  

Estas vistas organizan y estructuran la información arquitectónica en función de distintos 

aspectos clave del diseño, proporcionando claridad sobre los componentes y su interacción 

dentro del sistema. 
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7.5.1. Vistas de módulos 

7.5.1.1. Vista de capas 

Representación primaria: 

 

Figura 7.3. Diagrama de capas 

Catálogo de elementos: 

Routes: Define las rutas de la aplicación y la asignación de controladores a cada endpoint. Tiene 

la responsabilidad de gestionar las solicitudes entrantes, aplicar middlewares en caso de que 

corresponda y redirigirlas al controlador correspondiente.  
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Middlewares: Conjunto de funciones que se ejecutan antes de que una solicitud llegue a un 

controlador. Tiene como responsabilidades la validación y autenticación de usuarios, registro 

de actividades y control de acceso y manipulación de solicitudes y respuestas. 

Controllers: Actúan como intermediarios entre las rutas y lógica de negocios. Tienen la 

responsabilidad de recibir las solicitudes desde las rutas, validar y procesar los datos, llamar a 

los servicios para realizar operaciones y finalmente retornar los resultados.  

Services: Contiene la lógica de negocio de la aplicación. Tiene como responsabilidades 

procesar las reglas de negocio. 

Utils: Contiene funcionalidades de utilidad y helpers que pueden ser utilizados en diferentes 

partes del sistema. Tiene como responsabilidad proveer funciones auxiliares comunes con el 

fin de reducir la duplicación de código en otras capas. 

Config: Contiene las configuraciones necesarias para el correcto funcionamiento del backend, 

tales como chequeo e iniciación de tablas en la base de datos. 

Types: Agrupa las definiciones de tipos en TypeScript utilizadas en todo el backend. Su 

principal objetivo es garantizar la consistencia en la estructura de los datos y minimizar errores 

en la manipulación de objetos. Se decidió incorporar este módulo para mejorar la seguridad en 

el desarrollo y facilitar el mantenimiento del código. 

Repositories: Encapsula la lógica de acceso a la base de datos. Tiene como responsabilidades 

interactuar directamente, con la base de datos, realizar consultas y transacciones. 

Decisiones de diseño: 

Patrón de capas 

El diseño del sistema se basó en el uso del patrón Layered Pattern o Arquitecturas en capas, 

una decisión estratégica adoptada para garantizar la separación de responsabilidades y mejorar 

la mantenibilidad del software [45]. Esta estructura dividió la aplicación en tres niveles 

principales: Presentación/Servicios externos, Lógica de negocio y Acceso a datos.  
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Cada uno de estos niveles encapsuló una funcionalidad específica y estableció una relación de 

dependencia unidireccional con las capas inferiores, lo que permitió reducir el acoplamiento y 

facilitó la evolución del sistema sin generar efectos colaterales en otros módulos. 

El uso de esta arquitectura permitió aislar los cambios en las distintas capas.  

Por ejemplo, las modificaciones en la lógica de negocio no afectaron la presentación ni el 

acceso a datos, siempre que las dependencias entre capas se mantuvieran bien definidas.  

La capa de servicios se encargó de orquestar la lógica de negocio sin interactuar directamente 

con la base de datos, delegando esa responsabilidad a la capa de repositorios.  

Esta decisión permitió centralizar la gestión de datos en un solo punto, evitando la dispersión 

del acceso a la persistencia y facilitando su mantenimiento. 

Si bien el patrón en capas aporta claridad y estructura, también presenta algunas limitaciones 

que se deben considerar. A medida que la complejidad del sistema crece, una estructura de 

capas fijas puede volverse restrictiva, requiriendo adaptaciones o excepciones. 

No todas las funcionalidades requieren todas las capas y algunas operaciones pueden necesitar 

acceso más directo a la capa de datos sin pasar por toda la jerarquía.  

Además, en la práctica, los desarrolladores pueden omitir capas y hacer accesos directos a los 

repositorios desde la capa de presentación, lo que puede llevar a un código difícil de mantener. 

A pesar de estas limitaciones, se optó por este patrón porque facilita la separación de 

responsabilidades y reduce el acoplamiento entre partes del sistema. 

Existen diversas formas de organizar la arquitectura de un sistema, como la arquitectura por 

feature, ports and adapters (arquitectura hexagonal) o arquitectura basada en componentes. 

Sin embargo, el patrón en capas fue elegido por las siguientes razones: 

Á Separación clara de responsabilidades y modularidad. A diferencia de una 

arquitectura por feature, donde cada funcionalidad se implementa como un módulo 

autónomo que puede incluir múltiples capas internamente, el diseño en capas 

permite una estructura más controlada y organizada. Esto es especialmente útil en 

proyectos donde la lógica de negocio es centralizada y debe mantenerse 

desacoplada de la presentación y la persistencia. 
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Á Simplicidad y facilidad de mantenimiento. La arquitectura ports and adapters 

permite una alta flexibilidad al desacoplar los detalles de infraestructura mediante 

interfaces, pero introduce una complejidad adicional al sistema. Para este proyecto, 

donde la necesidad de flexibilidad en la infraestructura no era un requerimiento 

crítico, el diseño en capas resultó más directo y fácil de gestionar. 

Á Control sobre el flujo de datos y acceso a la persistencia. A diferencia de una 

arquitectura basada en componentes, donde cada módulo puede comunicarse con 

otros de manera más libre, el diseño en capas impone restricciones claras en las 

dependencias entre módulos. Esto evita que la capa de presentación acceda 

directamente a la base de datos, asegurando un acceso controlado a través de la 

lógica de negocio. 

Á Facilita la evolución sin introducir cambios disruptivos. En el contexto del sistema 

actual, la arquitectura en capas permite que la aplicación evolucione de manera 

estructurada. Si en el futuro se requieren modificaciones importantes o un mayor 

modularidad, esta estructura servirá como base para una posible transición hacia un 

enfoque más flexible, como casos de uso o una adaptación de Clean Architecture. 

Por estas razones, se determinó que el patrón en capas era la mejor opción para este proyecto, 

equilibrando estructura, claridad y mantenibilidad. 
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7.5.1.2. Vista de descomposición 

Representación primaria: 

Figura 7.4. Diagrama de descomposición 

Catálogo de elementos: 

Backend: Es el núcleo del sistema donde convergen los distintos módulos que gestionan la 

lógica de negocio, la comunicación con la base de datos y la interacción con el frontend. Su 

estructura modular permite desacoplar responsabilidades y garantizar la escalabilidad del 

sistema. 

Routes, Middlewares, Controllers, Services, Utils, Repositories, Types y Config: Estos 

módulos han sido definidos previamente en la sección correspondiente al diseño de arquitectura 

en capas. Se encargan de gestionar las rutas de la aplicación, la autenticación y validación de 

solicitudes, el procesamiento de lógica de negocio y el acceso a la base de datos.  

Frontend: Punto de entrada del sistema frontend, donde se orquesta la renderización de la 

interfaz, la gestión de estado y la comunicación con el backend. La organización modular del 

frontend permite separar responsabilidades y mejorar la mantenibilidad del código. 

App: Contiene la estructura principal del frontend. En este módulo se agrupan las 

funcionalidades centrales de la aplicación, como la gestión de la navegación, la inicialización 
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de la interfaz y la carga de los módulos clave. Se decidió incluir este módulo en el diagrama 

debido a su importancia en la coordinación de la aplicación.  

UI: Define la capa de presentación del sistema. Contiene los componentes visuales de la 

aplicación, organizados en secciones reutilizables. Se estructuró este módulo para garantizar la 

cohesión y facilitar la implementación de interfaces dinámicas y escalables. 

Common: Submódulo dentro de UI que agrupa componentes reutilizables en distintas partes 

del sistema, tales como Toast y HelpPopup. Se decidió abstraer estos elementos en un módulo 

independiente para evitar la duplicación de código y mejorar la modularidad de la interfaz. 

Redux: Contiene la implementación de la gestión de estado global mediante Redux Toolkit. 

Este módulo almacena información compartida entre los diferentes componentes de la 

aplicación, como datos del usuario, configuraciones y respuestas de la API. Se decidió emplear 

Redux para garantizar la sincronización eficiente del estado en aplicaciones con múltiples 

componentes interactivos. 

Context: Implementa el manejo de estado mediante la API de Context de React. Se usa en 

conjunto con Redux para gestionar estados locales de manera más simple y evitar el uso 

excesivo de almacenamiento global. La elección de este módulo responde a la necesidad de 

optimizar la gestión del estado sin sobrecargar el sistema con dependencias innecesarias. 

Hooks: Agrupa hooks personalizados que encapsulan lógica reutilizable dentro del frontend. 

Se incluyen funciones para manejar efectos secundarios, llamadas a la API y optimización de 

renderizados. Se decidió estructurar este módulo para fomentar la reutilización del código y 

mejorar la mantenibilidad de la aplicación. 

Pages: Módulo donde se definen las páginas del sistema en Next.js. Cada archivo dentro de 

este directorio representa una vista específica de la aplicación, siguiendo la convención de 

enrutamiento basada en archivos del framework. 

API: Gestiona las llamadas HTTP al backend. Este módulo centraliza las solicitudes y 

respuestas a la API, asegurando una comunicación eficiente con el servidor. Se optó por 
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separarlo en un módulo independiente para mejorar la organización del código y facilitar 

futuras modificaciones en la interacción con la API. 

Diagrams: Representa la funcionalidad de diagramas dentro de la aplicación. Este módulo 

encapsula la lógica para la generación y manipulación de representaciones visuales. Se decidió 

mantenerlo aislado del resto del sistema para permitir su evolución independiente y su posible 

reutilización en otros contextos. 

Auth: Maneja la autenticación de usuarios dentro del frontend. Contiene la lógica necesaria 

para el inicio de sesión, el manejo de tokens y la autorización de accesos. Su separación en un 

módulo específico facilita su mantenimiento y permite integrar distintos métodos de 

autenticación sin afectar otras partes de la aplicación. 

Chat: Encapsula la lógica y los componentes relacionados con la funcionalidad de chat. Se 

incluyen elementos de interfaz, manejo de mensajes y comunicación en tiempo real con el 

backend. Se decidió estructurarlo como un módulo independiente para facilitar su 

mantenimiento y evolución. 

Log out: Gestiona el proceso de cierre de sesión de los usuarios. Se encarga de eliminar las 

credenciales almacenadas y limpiar el estado global del frontend. Se optó por definir este 

módulo de manera separada para garantizar un flujo claro y seguro en la finalización de sesión.  

Share: Módulo que gestiona la compartición de chats mediante enlace público. Su inclusión en 

el diagrama responde a la necesidad de estructurar correctamente las capacidades de 

interacción entre usuarios. 

Utils: Este módulo agrupa funciones auxiliares específicas del frontend, como formateo de 

datos, manipulación de fechas y gestión de eventos. Se decidió separarlo en un módulo 

independiente para mejorar la organización del código y evitar la repetición de funciones en 

diferentes partes de la aplicación. 

Types: Al igual que en el backend, este módulo contiene definiciones de tipos en TypeScript 

utilizadas en el frontend. Su objetivo principal es asegurar la integridad de los datos 

compartidos entre los distintos componentes y prevenir errores en la manipulación de objetos. 
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Se decidió estructurarlo como un módulo separado para mejorar la mantenibilidad del código 

y facilitar su reutilización. 

Decisiones de diseño: 

Patrón MVC con Capa de Servicios 

El sistema adopta un enfoque basado en el patrón Modelo-Vista-Controlador (MVC), con una 

extensión que incorpora una capa de servicios (Services) [46]. En el diagrama de 

descomposición se observa que Controllers no interactúan directamente con Repositories, sino 

que delegan la lógica de negocio a Services, lo que permite una mejor separación de 

responsabilidades. 

Esta decisión responde a la aplicación de principios de diseño como el Principio de 

Responsabilidad Única (SRP), donde cada componente tiene una función específica [47]. En 

este caso, Controllers se limitan a manejar solicitudes HTTP y delegar la lógica de negocio, 

mientras que Services encapsulan las reglas de negocio y coordinan la interacción con la capa 

de persistencia. 

Asimismo, esta separación facilita la mantenibilidad y escalabilidad del código, permitiendo 

que las reglas de negocio sean modificadas sin afectar la estructura de los controladores. 

Si bien se consideró la posibilidad de utilizar un MVC tradicional, en el cual Controllers 

incluirían la lógica de negocio, esta opción habría generado un mayor acoplamiento y 

dificultado la reutilización del código. La inclusión de la capa de servicios permite una 

arquitectura más modular, flexible y alineada con buenas prácticas de desarrollo de software. 

 

Estrategia Monolith-First  

Desde la concepción del sistema, se descartó el uso de una arquitectura basada en 

microservicios debido a la naturaleza del proyecto y la solución que se buscaba implementar. 

Siguiendo el enfoque Monolith First propuesto por Martin Fowler, se decidió comenzar con 

una arquitectura monolítica, dado que permite acelerar el desarrollo inicial, reducir la 



   

 

  110 

 

complejidad operativa y evitar problemas derivados de una segmentación prematura de los 

servicios [48]. 

En lugar de introducir microservicios desde el inicio, se optó por un diseño modular dentro de 

la arquitectura monolítica, asegurando una separación clara entre los principales componentes 

del backend, como Controllers, Services y Repositories. Este enfoque facilita la mantenibilidad 

y escalabilidad sin incurrir en los desafíos asociados a una arquitectura distribuida, tales como 

la gestión de redes, la orquestación de servicios y la complejidad en la sincronización de datos. 

Los principales beneficios de esta decisión incluyen: 

Á Mayor eficiencia en el desarrollo, al evitar la sobrecarga de administrar múltiples 

servicios e infraestructura distribuida. 

Á Reducción de costos operativos, ya que un monolito simplifica el despliegue y 

mantenimiento, eliminando la necesidad de herramientas adicionales como service 

messages o sistemas avanzados de monitoreo y trazabilidad. 

Á Gestión de datos centralizada, evitando inconsistencias y complejidad en la 

replicación o sincronización de bases de datos. 

  

Si bien se consideró la posibilidad de extraer ciertos módulos, como Auth, Chat o Diagrams, 

en servicios independientes, no existía una justificación técnica suficiente en esta etapa del 

proyecto. De acuerdo con Fowler, escalar un sistema monolítico hasta su límite es una 

estrategia recomendada antes de introducir microservicios, permitiendo una transición más 

controlada y justificada en caso de que el crecimiento del sistema lo requiera. 

Este diseño modular dentro del monolito mantiene la flexibilidad necesaria para una futura 

transición hacia microservicios sin requerir una reestructuración completa, asegurando que 

cualquier evolución de la arquitectura responda a necesidades reales y no a decisiones 

prematuras. 
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Patrón Repository  

Para el manejo de la persistencia, se decidió utilizar el patrón Repository, encapsulando las 

operaciones sobre la base de datos dentro del módulo Repositories [49]. Esto permite una 

separación clara entre la lógica de negocio (Services) y la capa de acceso a datos, lo que mejora 

la modularidad y reduce el acoplamiento con la tecnología de almacenamiento. 

El uso de este patrón responde a varias necesidades clave: 

Á Desacoplar la lógica de negocio de la tecnología de almacenamiento, permitiendo 

modificaciones en la base de datos sin afectar los servicios. 

Á Facilitar la realización de pruebas unitarias, ya que Repositories pueden ser 

ñmockeadosò sin afectar el funcionamiento de Services. 

Á Centralizar la gestión del acceso a los datos, evitando consultas dispersas en 

distintos módulos del sistema. 

Se evaluó la posibilidad de utilizar el patrón Active Record, donde los modelos interactúan 

directamente con la base de datos dentro de Services. Sin embargo, esta opción generaría un 

mayor acoplamiento entre la lógica de negocio y la persistencia. La implementación de 

repositorios permite una mayor flexibilidad y alineación con buenas prácticas de arquitectura 

de software. 

 

Mermaid como lenguaje de diagramas 

Para la generación de diagramas en el sistema, decidimos utilizar Mermaid porque 

necesitábamos una forma en la que el modelo de lenguaje (LLM) pudiera generar diagramas 

dinámicamente sin recurrir a imágenes estáticas [50]. No queríamos usar un modelo de 

inteligencia artificial generativo de imágenes, ya que esto habría introducido complejidad 

adicional, costos computacionales elevados y posibles inconsistencias en la generación de 

diagramas.  
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En su lugar, optamos por generar código que describiera los diagramas de manera estructurada, 

y Mermaid resultó ser la mejor opción por su sintaxis clara y fácil de interpretar. Además, 

Mermaid es una tecnología open-source, lo que nos permitió integrarla sin restricciones y sin 

depender de soluciones propietarias.  

Su adopción garantiza que el sistema pueda seguir evolucionando de manera flexible, con 

soporte continuo de la comunidad y sin costos adicionales. 

En nuestra aplicación, simplemente tomamos el código Mermaid generado por el modelo y lo 

renderizamos como imagen, logrando así una solución eficiente y escalable. Gracias a su 

enfoque basado en código, podemos almacenar, modificar y reutilizar los diagramas sin generar 

imágenes manualmente, lo que hace que la generación de contenido visual en nuestro sistema 

sea más dinámica y controlable. 
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7.5.1.3. Diagrama de Entidades 

Representación primaria: 

 

Figura 7.5. Diagrama de entidades 

Catálogo de elementos: 

El modelo de datos de la aplicación se basa en Amazon DynamoDB. La estructura de los datos 

sigue un esquema distribuido optimizado para consultas eficientes y almacenamiento flexible. 

A continuación, se detallan las principales entidades del sistema y su función dentro del modelo 

de datos. 

Users: Entidad que representa a los usuarios registrados en el sistema. Contiene información 

esencial para la autenticación y gestión de sesiones. Su campo userId actúa como identificador 

único, mientras que email almacena la dirección de correo electrónico del usuario. 

Adicionalmente, activeToken permite manejar la persistencia de sesiones activas. 
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Se decidió modelar esta entidad de manera separada para garantizar la integridad y consistencia 

de la información del usuario, permitiendo una relación flexible con otras entidades del sistema.  

Conversations: Entidad que encapsula las conversaciones dentro del sistema. Su identificador 

único, conversationId, permite rastrear cada conversación individualmente. Se incluyen 

campos como conversationName, utilizado para asignar un nombre a cada conversación, y 

lastUpdated, que almacena la última modificación realizada. 

Cada conversación está asociada a un usuario (userId) y puede pertenecer a una carpeta 

(folderId) para una mejor organización. Además, la inclusión de messages permite almacenar 

metadatos relacionados con los mensajes de la conversación. 

Se decidió estructurar esta entidad de manera independiente para facilitar la consulta de 

conversaciones sin necesidad de realizar múltiples operaciones sobre la base de datos, 

mejorando así la eficiencia en la recuperación de datos. 

Messages: Entidad que almacena los mensajes dentro de cada conversación. Cada mensaje es 

identificado por un messageId único y está vinculado a una conversación a través de 

conversationId. Se incluyen atributos como content, que almacena el texto del mensaje, role, 

que indica el origen del mensaje (usuario o sistema), y timestamp, que registra la fecha y hora 

de su envío.  

Adicionalmente, messages cuenta con atributos booleanos como canGenerateCode, isDiagram 

e isIaCCode, los cuales permiten identificar si el contenido del mensaje es un código, un 

diagrama o una representación específica. La presencia de estos campos facilita la clasificación 

del contenido y optimiza la búsqueda de información. 

El diseño de esta entidad responde a la necesidad de manejar grandes volúmenes de mensajes 

sin afectar la velocidad de consulta en DynamoDB. Al estructurar los mensajes en función de 

la conversación, se logra una mayor eficiencia en la recuperación de datos. 

Feedback: Entidad que permite a los usuarios proporcionar retroalimentación sobre los 

mensajes generados en una conversación. Cada registro está vinculado a un messageId y cuenta 
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con un feedbackId único. Se incluye el campo feedback, de tipo booleano, que indica si la 

respuesta fue evaluada de manera positiva o negativa. 

Esta entidad también almacena la createdAt, que registra la fecha en la que se proporcionó la 

retroalimentación. Se decidió modelar esta funcionalidad en una tabla independiente para 

garantizar un acceso eficiente a la retroalimentación sin impactar el rendimiento de la entidad 

messages. 

Diagrams: Entidad que gestiona los diagramas generados dentro del sistema. Cada diagrama 

se identifica mediante un diagramId único y está vinculado a una conversación a través del 

campo conversationId. 

Los diagramas almacenan atributos como path, que representa la ubicación del archivo dentro 

del bucket S3, y name, que asigna una denominación específica al diagrama [51]. 

Adicionalmente, createdAt registra la fecha de creación del diagrama. 

La decisión de modelar esta entidad de manera independiente responde a la necesidad de 

almacenar información estructurada sobre los diagramas sin afectar la entidad messages, 

permitiendo así un acceso optimizado a estos elementos dentro del sistema. 

Folders: Entidad utilizada para organizar conversaciones dentro del sistema. Cada carpeta se 

identifica mediante un folderId único y está vinculada a un usuario a través de userId. Los 

campos name y description permiten asignar un nombre y una descripción a la carpeta, 

mientras que createdAt y updatedAt almacenan las fechas de creación y modificación. 

La inclusión de esta entidad responde a la necesidad de ofrecer una mejor experiencia de 

usuario al permitir la organización de conversaciones en categorías personalizadas, facilitando 

la navegación dentro del sistema. 
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Decisiones de diseño 

El modelado de la base de datos en Amazon DynamoDB se diseñó siguiendo patrones 

específicos para bases de datos NoSQL, optimizando la escalabilidad y eficiencia en la consulta 

de datos [31]. A diferencia de los modelos relacionales, donde se privilegia la normalización, 

en DynamoDB se prioriza la reducción del número de consultas y la optimización de accesos 

a los datos a través de estructuras diseñadas en función de claves de partición y ordenamiento. 

En este sistema, las entidades conversations y messages están organizadas dentro de la misma 

tabla, permitiendo consultas eficientes sobre las conversaciones y sus mensajes sin necesidad 

de realizar múltiples operaciones. No obstante, entidades como folders se almacenan en una 

tabla separada, requiriendo el uso de Índices Secundarios Globales (GSI) para optimizar su 

acceso [52]. A continuación, se presentan los principales patrones aplicados en la base de datos. 

Patrón de documentos embebidos 

El sistema implementa el patrón de tabla única en DynamoDB, en el cual múltiples tipos de 

entidades comparten la misma tabla utilizando una estructura basada en claves de partición y 

ordenamiento. En este modelo, conversations y messages residen en la misma tabla, 

permitiendo que todos los mensajes asociados a una conversación se almacenen con la misma 

clave de partición (conversationId) y se diferencien mediante una clave de ordenamiento 

(messageId). 

Este patrón optimiza el rendimiento del sistema al reducir la cantidad de consultas necesarias 

para recuperar información relacionada, permitiendo recuperar una conversación y todos sus 

mensajes en una sola operación de lectura. 
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Figura 7.6. Ejemplo de documento de la conversación 

Este patrón entonces logra facilitar la recuperación eficiente de conversaciones y mensajes sin 

necesidad de múltiples accesos a la base de datos, reduciendo la latencia en la consulta de datos, 

y permite manejar grandes volúmenes de datos sin afectar el desempeño del sistema, dado que 

DynamoDB agrupa los ítems con la misma clave de partición en almacenamiento físico 

cercano. 

 

Patrón de índices secundarios globales (GSI) para optimización de consultas 

Dado que folders se almacenan en una tabla separada, es necesario contar con mecanismos 

eficientes para recuperar todas las conversaciones dentro de una carpeta. Para ello, se 

implementan Índices Secundarios Globales (GSI), que permiten realizar consultas optimizadas 

sobre atributos que no forman parte de la clave de partición principal.  



   

 

  118 

 

En este caso, folderId se define como un índice secundario para permitir búsquedas rápidas sin 

necesidad de realizar escaneos completos de la tabla, lo que reduce los costos operacionales y 

mejora el rendimiento de las consultas.  

Con esto se logra: 

Á Acceso eficiente a datos organizados en carpetas: Permite recuperar conversaciones 

filtradas por folderId sin afectar la estructura principal de la base de datos. 

Á Optimización de consultas: Reduce el tiempo de respuesta en búsquedas que no 

dependen de la clave de partición. 

Á Reducción de costos operativos: Minimiza la necesidad de escaneos completos de 

la tabla, optimizando el uso de recursos en DynamoDB. 

 

Patrón de Colecciones de Elementos para Relaciones Uno a Muchos  

Dado que un usuario puede tener múltiples conversaciones, pero una conversación pertenece a 

un solo usuario, se implementó el One-to-Many Partition Key Pattern, en el que todas las 

conversaciones de un usuario se almacenan bajo la misma clave de partición (userId). 

En este modelo, userId actúa como clave de partición, agrupando todas las conversaciones de 

un usuario en la misma partición, mientras que conversationId se utiliza como clave de 

ordenamiento, permitiendo recuperar todas las conversaciones de un usuario con una única 

operación de consulta eficiente (Query). 

Este enfoque se basa en las mejores prácticas de modelado en DynamoDB, donde la estructura 

de clave de partición bien definida permite minimizar la latencia y reducir costos operativos al 

evitar el uso de operaciones de escaneo (Scan). 

Con esto se logra: 

Á Eficiencia en consultas: Permite recuperar todas las conversaciones de un usuario 

con una sola consulta basada en clave de partición (userId). 
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Á Optimización de almacenamiento: Agrupar los datos relacionados dentro de la 

misma clave de partición mejora el rendimiento en lecturas secuenciales. 

Á Escalabilidad: Facilita el manejo de grandes volúmenes de conversaciones sin 

afectar la estructura de la base de datos. 

 

7.5.2. Vista de componentes y conectores 

7.5.2.1. Vista de Componentes y Conectores 

Representación primaria 

 

Figura 7.7. Diagrama de Componentes y Conectores 

Catálogo de elementos 

Frontend: Se encarga de la interfaz de usuario y la comunicación con el backend a través de 

peticiones HTTPS. 

Backend: Maneja la lógica de negocio de la aplicación, recibe solicitudes del frontend y se 

comunica con otros servicios. 

SageMaker Model: Servicio de AWS utilizado para alojar y ejecutar el modelo de inteligencia 

artificial que genera respuestas basadas en las entradas del usuario. 
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Langsmith: Servicio de trazabilidad y monitoreo del flujo de datos y respuestas generadas por 

el modelo. 

DynamoDB: Base de datos NoSQL utilizada para almacenar información relacionada con la 

aplicación, permitiendo operaciones de lectura y escritura desde el backend. 

Decisiones de diseño 

Patrón Observer con Langsmith 

Para monitorear las interacciones con el modelo de IA sin afectar su funcionamiento, decidimos 

integrar LangSmith siguiendo el patrón Observer [53], [54].  

Con este enfoque, el backend no necesita gestionar manualmente los registros ni almacenar 

logs sobre el uso del modelo, ya que LangSmith actúa como un observador que captura y 

analiza automáticamente cada respuesta generada por el modelo. 

Este patrón nos permitió insertar la observabilidad de manera extensible en el flujo del sistema, 

detectando eventos clave sin modificar la lógica del backend: cada vez que el modelo genera 

una respuesta, LangSmith la registra y evalúa en tiempo real, proporcionando métricas sobre 

su desempeño. 

Gracias a esta implementación, logramos un monitoreo pasivo y desacoplado, donde la 

información fluye de forma automática sin interferencias. Esto nos permite analizar la calidad 

de las respuestas, detectar posibles mejoras y entender mejor el comportamiento del modelo 

sin introducir carga adicional en la infraestructura. 

Patrón Cliente-Servidor 

La arquitectura del sistema implementa el patrón cliente-servidor, donde el cliente en este caso 

el frontend y el servidor o backend están desacoplados y se comunican mediante una interfaz, 

en nuestro caso llamadas a la API [55]. Esta decisión responde a la necesidad de garantizar la 

escalabilidad e independencia tecnológica de ambas partes del sistema, permitiendo que 

evolucionen de manera autónoma. 
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En el diagrama de descomposición se observa que el frontend se encuentra completamente 

separado del backend. Esto posibilita que el backend pueda ser consumido por múltiples 

clientes, como aplicaciones web, móviles o integraciones con terceros. Si bien se evaluó la 

posibilidad de utilizar una arquitectura monolítica full-stack, donde el frontend estuviera 

embebido en el backend mediante tecnologías como Next.js en modo full-stack o sistemas de 

templating como Blade de Laravel, se optó por una arquitectura desacoplada debido a sus 

ventajas en términos de escalabilidad y flexibilidad [56]. 

La principal ventaja de esta decisión radica en que la comunicación entre el cliente y el servidor 

se realiza de manera dinámica a través de APIs REST o WebSockets, lo que reduce el 

acoplamiento y permite que el backend no dependa de un único tipo de cliente. Esta estrategia 

facilita la evolución independiente de cada módulo y posibilita la integración con futuras 

plataformas sin afectar la estructura del sistema existente. 
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7.5.2.2. Comportamientos principales 

Flujo principal del sistema: 

 

Figura 7.8. Diagrama de flujo del sistema 

El propósito de este diagrama de flujo es dar una visión simplificada pero global de cómo 

funciona el sistema, mostrando paso a paso cómo un usuario podría interactuar con la 

plataforma.  

El flujo principal del sistema inicia cuando el usuario comienza a describir su necesidad o 

problema.  

A medida que explica su caso, el chatbot va haciendo preguntas para asegurarse de contar con 

toda la información requerida. Una vez que se obtienen los detalles suficientes, se genera una 
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recomendación de infraestructura en AWS que el usuario revisa. Si la propuesta no le 

convence, puede seguir conversando con el sistema hasta lograrlo.  

En caso de que la recomendación sea aprobada, el sistema activa dos opciones: IaC y Diagram. 

Al elegir IaC, se genera un template de CloudFormation que pasa de inmediato por un proceso 

de validación automática (lint), donde se detectan y corrigen posibles errores antes de volver a 

chequearlo. Todo esto sucede en segundo plano, y cuando el template está libre de fallas se 

muestra la versión final al usuario. 

Por otro lado, al pulsar Diagram, se construye un diagrama usando el lenguaje Mermaid que 

ilustra la arquitectura recomendada. El sistema lo renderiza para que el usuario lo visualice y, 

si hace falta, permite que el usuario sugiera modificaciones en lenguaje natural para ajustarlo. 

Cada cambio se traduce en nuevo código Mermaid y se vuelve a generar la imagen, en un ciclo 

que se repite todas las veces que el usuario desee. 

Acción de nuevo chat de recomendación  

Figura 7.9. Diagrama de secuencia de conversación 

El diagrama de secuencia describe cómo un usuario interactúa con el sistema para recibir 

respuestas del modelo y obtener información de si esa recomendación es apta para generar 
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código de Infraestructura como Código (IaC) y diagramas. Esta interacción comienza cuando 

el usuario envía un mensaje con su problema al ChatModelController, que se encarga de 

procesarlo. Antes de generar una respuesta, el mensaje pasa por una validación para asegurarse 

de que su contenido es seguro y está dentro del uso previsto. Para esto, el ChatModelService 

consulta al modelo de lenguaje (LLM), que evalúa el mensaje y decide si puede continuar. Esta 

es nuestra implementación de guardrails, donde propusimos tener una forma de ñprotegerò al 

modelo de procesar mensajes malintencionados. 

Si el mensaje es válido, el sistema solicita al modelo generar una respuesta en formato 

streaming, lo que significa que el usuario recibe fragmentos del mensaje en tiempo real en 

lugar de esperar a que se genere todo de una vez. Una vez que la respuesta se construye 

completamente, el sistema analiza si el contenido permite generar código IaC. Si es posible, la 

interfaz mostrará opciones para ejecutar estas acciones y también la posibilidad de generar 

diagrama de infraestructura. 

Además, el sistema asigna un nombre a la conversación para facilitar su identificación en el 

futuro. Una vez completada la respuesta, la conversación y sus mensajes se almacenan en la 

base de datos. Finalmente, el usuario recibe el mensaje completo junto con información sobre 

si es posible generar código IaC y los identificadores de los mensajes guardados. 

Este proceso asegura que la interacción sea fluida, segura y estructurada, optimizando la 

experiencia del usuario mientras permite la automatización de la generación de infraestructura 

cuando es viable. 

El diagrama de secuencia muestra una interacción con la "Database", pero en realidad, el 

sistema usa una capa de abstracción basada en repositorios para la gestión de persistencia. Esta 

capa no se representa en el diagrama para mantenerlo más claro y simple. 
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Acción de generación de IaC 

Figura 7.10. Diagrama de secuencia de generación de template de IaC 

El proceso de generación de código de Infraestructura como Código (IaC) sigue una serie de 

pasos cuidadosamente diseñados para asegurar que el resultado sea funcional y libre de errores. 

Todo comienza cuando el usuario envía una solicitud al ChatModelController para generar 

código IaC, proporcionando el mensaje de recomendación previamente generado. 

El ChatModelController delega esta solicitud al ChatModelService, que se encarga de 

interactuar con el modelo de lenguaje (LLM). Aquí, el LLM analiza la solicitud y genera una 

primera versión del código IaC. Sin embargo, no basta con simplemente generar código; es 

fundamental garantizar su calidad y validez antes de presentarlo al usuario ya que se trata de 

un código que potencialmente puede llegar a ser desplegado. 

Para esto, entra en acción el cfnLinternService, que actúa como un validador automático. Este 

servicio ejecuta un análisis sobre el código generado para detectar posibles errores o 

inconsistencias. Si el código tiene fallas, el sistema no lo devuelve de inmediato. En su lugar, 

se inicia un ciclo de corrección donde el mismo modelo de lenguaje recibe retroalimentación 
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sobre los errores detectados y genera una versión mejorada del código. Este proceso se repite 

hasta un máximo de tres iteraciones o hasta que se obtenga un código válido sin errores. 

Una vez que el código ha sido validado y refinado, se añade a la conversación para que el 

usuario pueda acceder a él dentro del contexto de su interacción. Finalmente, el código IaC es 

devuelto al usuario, listo para ser utilizado. 

Este enfoque garantiza que el código generado no solo sea sintácticamente correcto, sino que 

también pase un filtro previo de calidad. La capacidad de autocorrección mediante la 

inteligencia artificial permite optimizar el proceso y reducir la necesidad de intervención 

manual, facilitando la implementación de infraestructura de manera rápida y confiable. 

Acción de generación y edición de diagramas 

Figura 7.11 Diagrama de secuencia de generación de diagrama 

El diagrama de secuencia refleja cómo el usuario interactúa con el sistema para generar y 

actualizar diagramas de infraestructura. Se destaca el uso de modelos de lenguaje para 



   

 

  127 

 

interpretar y generar representaciones visuales, además de la integración con servicios en la 

nube como Amazon S3 [51]. La arquitectura modular del sistema permite gestionar diagramas 

de forma eficiente y escalable, facilitando la iteración y adaptación de configuraciones de 

infraestructura de Machine Learning. 

El proceso comienza cuando el usuario solicita la generación de un diagrama a partir del código 

de Infraestructura como Código (IaC) generado por el asistente. Esta solicitud es enviada al 

backend a través del DiagramController, que la redirige al DiagramService. Aquí, un modelo 

de lenguaje (LLM) genera el código Mermaid, necesario para representar visualmente la 

infraestructura. 

Además, se asigna un nombre al diagrama para facilitar su identificación en futuras 

interacciones. Una vez generado el código Mermaid, el DiagramService lo procesa por medio 

de una librería externa y crea un archivo de imagen el cual se almacena en un bucket de Amazon 

S3. Paralelamente, se registra la información del diagrama en la base de datos mediante un 

upsert, relacionándolo con la conversación del usuario. Finalmente, el sistema responde con la 

URL del diagrama almacenado, permitiendo que el frontend lo muestre. 

Si el usuario desea modificar un diagrama ya generado, por ejemplo, eliminando un 

componente que no desea utilizar como por ejemplo Amazon CloudWatch, el proceso es 

similar. El usuario envía una solicitud con el identificador del diagrama y los cambios deseados 

como sugerencias en el chat. El DiagramService recupera la versión actual del diagrama desde 

la base de datos y vuelve a invocar el modelo de lenguaje para actualizar el código Mermaid 

según las modificaciones. 

Luego, se genera una nueva imagen y se carga en Amazon S3, reemplazando la versión 

anterior. La base de datos se actualiza con la nueva versión del diagrama y se mantiene la 

relación con la conversación original. Finalmente, el sistema entrega la nueva URL del 

diagrama al usuario para que el frontend lo actualice en la interfaz. 
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7.5.3. Vista de asignación  

7.5.3.1. Diagrama de despliegue 

Representación primaria 

Figura 7.12. Diagrama de despliegue 

 

Catálogo de elementos 

En la representación primaria de la vista de componentes y conectores de la arquitectura de la 

plataforma, se observa que los principales servicios, incluyendo el frontend, backend y los 

distintos recursos en la nube de AWS, se encuentran desplegados en nodos diferentes. 

La comunicación entre el nodo del frontend y el nodo del backend se establece mediante el 

protocolo HTTPS, garantizando la seguridad en la transmisión de datos. Asimismo, el backend 

mantiene una comunicación segura con servicios externos como LangSmith y el modelo de 

inferencia LLaMA, también mediante HTTPS. 
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Para la autenticación y gestión de usuarios, el sistema emplea Amazon Cognito, el cual 

interactúa con el frontend y el backend a través de HTTPS para la validación de credenciales y 

emisión de tokens de acceso [57].  

El almacenamiento de datos en la plataforma se distribuye en distintos servicios de AWS. 

Amazon S3 se utiliza para el almacenamiento de archivos y otros objetos, mientras que 

Amazon DynamoDB se encarga de gestionar la base de datos NoSQL utilizada por la 

aplicación. La comunicación entre el backend y S3 se realiza mediante HTTPS, mientras que 

el acceso a DynamoDB desde el backend se establece a través del protocolo TCP/IP. 

Tal como se explicó en la vista de componentes y conectores, cada uno de estos servicios 

mantiene su independencia y opera de manera distribuida dentro de la infraestructura de AWS, 

asegurando un alto nivel de disponibilidad y escalabilidad para la plataforma. 

 

Decisiones de diseño 

Patrón de Identidad Federada 

Para la autenticación y autorización de usuarios, optamos por implementar el patrón de 

identidad federada utilizando AWS Cognito [58]. 

Este patrón nos permite delegar esa gestión de usuarios a un servicio externo confiable, 

evitando así tener que almacenar y administrar credenciales dentro de nuestro sistema. 

En nuestro caso, AWS Cognito actúa como intermediario, validando identidades y emitiendo 

tokens de autenticación que luego son utilizados para acceder a los servicios del sistema. 

Para la autenticación, el flujo implementado sigue estos pasos: 

Á El usuario accede al sistema a través del frontend y es redirigido a la página de 

autenticación de AWS Cognito. 

Á Cognito valida las credenciales del usuario. 

Á Si la autenticación es exitosa, Cognito genera un ID Token, Access Token y Refresh 

Token. 
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Á El frontend almacena los tokens y los usa para hacer solicitudes autenticadas al 

backend. 

Á El backend verifica la validez de los tokens mediante AWS Cognito y, si son 

correctos, permite el acceso a los recursos solicitados en cada petición del usuario. 

Se evaluó la posibilidad de implementar un sistema de autenticación propio mediante JWT 

gestionados por el backend, pero esta opción fue descartada debido a los esfuerzos adicionales 

en seguridad, almacenamiento y gestión de sesiones.  

La integración con AWS Cognito garantiza una solución robusta y alineada con estándares de 

la industria, y aprovechamos que nuestro sistema ya estaba en su totalidad desplegado en AWS 

lo que ayudó a que la integración sea sencilla. 

 

Uso de contenedores y portabilidad  con Docker 

Para el despliegue de los componentes de Frontend, Backend y el modelo, utilizamos Docker 

para encapsular los servicios y sus dependencias [18]. 

De esta forma, aseguramos que se ejecutan de forma consistente en cualquier entorno, es decir, 

el comportamiento y capacidades del sistema en los entornos de desarrollo y pruebas, era 

directamente reflejado de igual forma en producción.  

Con esta estrategia, un desarrollador puede ejecutar el sistema en su máquina local exactamente 

como se ejecutará en producción, reduciendo errores por diferencias de entorno. 

Además, Docker nos ayudó con la optimización de escalado del sistema.  

Gracias a la separación y encapsulación de los contenedores, es posible escalar de forma 

granular cada uno de los servicios sin afectar al resto de la arquitectura.  

Por ejemplo, si se requiere más capacidad de procesamiento para el modelo, se pueden 

incrementar o intercambiar instancias del contenedor sin necesidad de modificar la 

configuración del frontend o backend. 
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Otro beneficio clave de este enfoque es la eficiencia en el mantenimiento y la actualización. 

Con Docker, podemos actualizar y desplegar nuevas versiones de cada servicio sin interrumpir 

el sistema en su totalidad. Esto reduce los tiempos de inactividad y facilita la incorporación de 

mejoras en el software de manera ágil y controlada. 

 

Almacenamiento estático en S3. 

Decidimos almacenar archivos estáticos en Amazon S3 siguiendo el patrón Static Content 

Hosting, el cual separa la entrega de archivos estáticos de la lógica de aplicación, delegando a 

un servicio especializado [59].  

Este enfoque nos permite mejorar el rendimiento, la escalabilidad y la disponibilidad del 

sistema sin sobrecargar el backend. 

S3 nos proporciona un almacenamiento distribuido y altamente duradero, asegurando que los 

archivos estén accesibles de manera confiable y sin necesidad de gestionar servidores 

adicionales.  

Esta decisión también sigue el principio de Separación de Responsabilidades donde cada 

componente del sistema cumple una función específica: 

Á S3 almacena y sirve los archivos estáticos. 

Á El backend se enfoca únicamente en la lógica de negocio sin preocuparse por la 

gestión de archivos. 

Inicialmente, consideramos manejar estos archivos en el backend o almacenarlos en la base de 

datos, pero esto habría generado mayor carga en el servidor, costos adicionales y menor 

escalabilidad. Con este enfoque, logramos un sistema más eficiente y alineado con buenas 

prácticas de arquitectura en la nube. 
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Seguridad mediante HTTPS y VPC Privada 

La seguridad fue una de las prioridades en el diseño del sistema, por lo que decidimos que toda 

la comunicación entre los componentes se realice exclusivamente a través de HTTPS, 

garantizando la cifrado de datos en tránsito y protegiendo la información contra ataques como 

man-in-the-middle (MITM).  

Además, aseguramos que la gran mayoría de la infraestructura estén dentro de una VPC 

privada, restringiendo su acceso únicamente a otros servicios autorizados dentro de la red [60]. 

Esta decisión nos permite minimizar la exposición del sistema a posibles amenazas externas y 

garantizar que solo los componentes que realmente necesitan estar accesibles desde internet 

(como el frontend) puedan recibir tráfico público. El backend y los demás servicios solo pueden 

ser accedidos a través de canales seguros y autenticados. 

Si bien evaluamos permitir ciertos accesos directos desde fuera de la VPC para simplificar la 

conectividad, optamos por este enfoque más restrictivo porque ofrece mejor control de acceso, 

menor superficie de ataque y mayor protección de datos sin afectar la interoperabilidad del 

sistema.   

 

Variables de entorno 

Desde el inicio del desarrollo, el equipo decidió estructurar el sistema utilizando variables de 

entorno como mecanismo central para la configuración. Esta práctica permite modificar 

parámetros clave entre despliegues sin necesidad de cambiar el código, facilitando la 

administración y adaptación del sistema en diferentes entornos (desarrollo, pruebas y 

producción). Esta aproximación se alinea con la metodología The Twelve-Factor App, 

específicamente con el factor III "Guardar la configuración en el entorno", que representa una 

buena práctica de desarrollo [61]. Esta estrategia de externalización de la configuración mejora 

la mantenibilidad y portabilidad del sistema. 
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La necesidad de flexibilidad en tiempo de ejecución fue uno de los principales factores detrás 

de esta decisión. Muchos aspectos del sistema, como credenciales de acceso, endpoints de APIs 

externas, configuraciones de infraestructura y parámetros de seguridad, requieren ajustes sin 

que esto implique una nueva implementación. Al gestionar estos valores a través de variables 

de entorno, es posible realizar cambios en la configuración sin interrumpir el servicio ni 

exponer información sensible en el código. 

El uso de este enfoque simplifica el mantenimiento del sistema y mejora la seguridad al evitar 

la inclusión de credenciales dentro del repositorio de código. Además, permite que la aplicación 

se adapte a distintos entornos de ejecución sin necesidad de modificar archivos internos o 

realizar despliegues innecesarios. Se consideró la posibilidad de manejar estas configuraciones 

dentro de archivos de configuración estáticos o en bases de datos, pero esta alternativa habría 

limitado la capacidad de modificar valores en tiempo de ejecución y añadido una capa de 

complejidad innecesaria. 

Gracias a esta estrategia, el sistema puede mantenerse flexible, seguro y fácilmente 

configurable sin necesidad de cambios estructurales. 
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8. Infraestructura  

La infraestructura del proyecto fue implementada en la nube a través de la plataforma AWS, 

una restricción establecida por el cliente. Para optimizar la gestión y automatización de los 

recursos, se utilizó AWS Cloud Development Kit (CDK), una herramienta que permite definir 

la infraestructura como código, facilitando la creación, actualización y administración de 

entornos de manera eficiente y reproducible [44]. Esta metodología no solo agiliza el 

despliegue, sino que también garantiza mayor control y trazabilidad sobre los recursos 

provisionados. 

 

8.1. Diseño de la infraestructura 

Figura 8.1. Diagrama de Infraestructura de AWS. 

El diagrama de la figura representa la infraestructura del sistema en su totalidad. Para una mejor 

comprensión, se ha segmentado en tres componentes clave: la aplicación; el sistema de 

despliegue e inferencia del modelo de inteligencia artificial; y el sistema de despliegue 

continuo. 

Cada sección se complementa con una explicación detallada que justifica las decisiones 

adoptadas en su configuración, fundamentadas en las buenas prácticas recomendadas por 

AWS. Estas decisiones se enfocan en garantizar la disponibilidad, seguridad, escalabilidad e 
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interoperabilidad del sistema, asegurando un entorno robusto, eficiente y adaptable a las 

necesidades del proyecto. 

8.1.1. Aplicación web 

Figura 8.2 Subsección de diagrama de infraestructura - Aplicación web 

El stack de la aplicación web proporciona la infraestructura necesaria para desplegar tanto el 

frontend como el backend de manera escalable y segura en AWS. La arquitectura está basada 

en AWS Elastic Beanstalk, con dos entornos independientes: uno para el frontend y otro para 

el backend, cada uno ejecutándose en su propia instancia dentro de una Amazon VPC (Virtual 

Private Cloud), lo que permite un control preciso sobre la conectividad y la seguridad de la red. 

Cada entorno de Elastic Beanstalk incluye un balanceador de carga (Load Balancer) y un 

sistema de escalado automático (Auto Scaling), lo que garantiza que la infraestructura pueda 

manejar aumentos de tráfico sin intervención manual. Para el almacenamiento de archivos 

estáticos, tanto el frontend como el backend utilizan un bucket de Amazon S3, optimizando la 

entrega de contenido y reduciendo la carga en los servidores de aplicación. 
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El sistema está integrado con Amazon Route 53, gestionando los dominios convmlops.com 

para el frontend y api.convmlops.com para el backend [62]. Ambos dominios cuentan con 

certificados SSL emitidos por AWS Certificate Manager (ACM), asegurando que todas las 

conexiones se realicen de manera segura a través de HTTPS [63]. 

Para la autenticación y gestión de usuarios, se utiliza Amazon Cognito, que proporciona un 

User Pool para la administración de credenciales y el inicio de sesión seguro de los usuarios. 

En cuanto al almacenamiento de datos, el backend se apoya en Amazon DynamoDB. 

Toda la infraestructura está desplegada dentro de una Amazon VPC, lo que permite segmentar 

los recursos en subredes privadas y públicas. Esto proporciona mayor control sobre la 

seguridad y la conectividad, asegurando que los componentes críticos, como la base de datos 

y los servidores de backend, solo sean accesibles desde entornos autorizados. 

Gracias a esta arquitectura automatizada, la aplicación puede escalar dinámicamente según la 

demanda, garantizar una comunicación segura y manejar grandes volúmenes de tráfico sin 

comprometer el rendimiento. La combinación de Elastic Beanstalk, Route 53, Cognito, 

DynamoDB y VPC permite un despliegue eficiente y seguro, alineado con las mejores prácticas 

recomendadas por AWS. 
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8.1.2. Sistema de despliegue e inferencia de inteligencia artificial  

 

Figura 8.3 Subsección de diagrama de infraestructura ï Despliegue e inferencia del modelo 

El stack de inferencia proporciona la infraestructura necesaria para desplegar el modelo de 

inteligencia artificial en Amazon SageMaker, garantizando un proceso eficiente y 

automatizado. 

El flujo comienza con un bucket de Amazon S3, que actúa como almacenamiento centralizado 

para los artefactos del modelo. En este bucket se encuentran los archivos necesarios para la 

inferencia, incluyendo los pesos del modelo y su configuración.  

A partir de estos artefactos, se utiliza una SageMaker Notebook, donde se define la 

configuración del endpoint y se crea el modelo en SageMaker, especificando los recursos y 

parámetros necesarios para su despliegue. 

Con la configuración y el modelo creados, se procede a la implementación del SageMaker 

Endpoint, que permite exponer el modelo como un servicio accesible en tiempo real. Este 

endpoint está diseñado para escalar según la demanda, optimizando el uso de recursos y 

garantizando tiempos de respuesta adecuados. Además, al separar los artefactos del modelo en 

S3 y gestionar el despliegue mediante SageMaker, se facilita la actualización del modelo sin 
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afectar la infraestructura subyacente, asegurando flexibilidad y eficiencia en el proceso de 

inferencia. 

8.1.3. Sistema de despliegue continuo 

 

Figura 8.4 Subsección de diagrama de infraestructura - Despliegue continuo 

Para garantizar que la aplicación se despliegue de manera automática y sin intervención 

manual, implementamos un pipeline de despliegue continuo (CI/CD).  

Este proceso permite que cada vez que se realiza un cambio en el código y se sube a la rama 

principal del repositorio, la infraestructura se actualice automáticamente, asegurando que la 

aplicación siempre esté en su última versión sin necesidad de realizar despliegues manuales. 

El flujo de despliegue comienza en Github, donde se encuentra almacenado el código fuente 

del proyecto. Cada vez que un desarrollador realiza un sube cambios a la rama principal (main), 

se activa automáticamente el servicio AWS CodePipeline, que permite orquestar todo el 

proceso de construcción y despliegue de la aplicación [64]. 

Dentro del pipeline, el primer paso es la fase de construcción, que es manejada por AWS 

CodeBuild. Este servicio se encarga de tomar el código actualizado, compilarlo y generar un 

nuevo "build" de la aplicación. Durante esta fase, se llevan a cabo tareas clave como la 

construcción del frontend, donde se generan los archivos estáticos necesarios para la interfaz 



   

 

  139 

 

de usuario, y la del backend, que se encarga de compilar y preparar los archivos necesarios 

para la ejecución de la lógica del servidor.  

Una vez completadas estas tareas, todos los recursos se empaquetan en un formato listo para 

ser desplegado. 

Cuando la construcción finaliza, los artefactos resultantes son enviados a Amazon S3. 

Posteriormente, se activa la fase de despliegue, que se realiza a través de AWS 

CloudFormation. En este punto, se ejecutan los stacks de CloudFormation correspondientes al 

frontend y al backend, asegurando que los recursos necesarios en AWS se actualicen 

correctamente y la aplicación esté operativa con la última versión del código. 

En resumen, el pipeline de despliegue continuo automatiza todo el proceso de construcción y 

actualización de la aplicación, desde el momento en que se actualiza el código en GitHub hasta 

que los cambios están disponibles en el entorno de producción.  

Esta automatización no solo agiliza el desarrollo, sino que también reduce el riesgo de errores 

manuales y mejoró la estabilidad general de la aplicación. 

 

8.2. Infraestructura como código 

El uso de AWS Cloud Development Kit (CDK) fue clave para implementar la 

infraestructura como código (IaC) en este proyecto, asegurando un despliegue eficiente, 

versionado y reproducible.  

Este marco de desarrollo de software permite definir y aprovisionar recursos en la nube 

mediante lenguajes de programación convencionales, en nuestro caso Python, lo que simplificó 

considerablemente la creación y administración de entornos.  

Al utilizar un enfoque basado en código, no solo se facilita la comprensión y la trazabilidad de 

los cambios, sino que también se promueve una mayor colaboración entre equipos de desarrollo 

y operaciones. 
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La infraestructura se organiza en stacks, cada uno representando un conjunto lógico de 

recursos, lo que nos permitió segmentar el despliegue en componentes independientes y 

reutilizables.  

Entre estos se encuentran la infraestructura del entorno de ejecución del backend, el entorno de 

ejecución del frontend, inferencia del modelo de inteligencia artificial y pipeline de despliegue 

continuo.  

Esta modularización y separación de responsabilidades facilitó la gestión del ciclo de vida de 

cada recurso, permitiendo actualizaciones controladas y evitando interrupciones en el servicio. 

Durante el proceso de despliegue, CDK genera automáticamente plantillas de AWS 

CloudFormation a partir del código definido, lo que garantiza que la infraestructura se 

aprovisione de manera consistente y segura. Esta automatización no solo reduce el riesgo de 

errores manuales, sino que también permite realizar despliegues repetibles en diferentes 

entornos, como desarrollo, prueba y producción. Además, gracias a la capacidad de definir 

dependencias entre stacks, fue posible optimizar la secuencia de despliegue, asegurando que 

cada componente se aprovisionara en el orden correcto. 
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Figura 8.5 Captura de un despliegue 

En nuestro caso, un despliegue completo lleva alrededor de 9 minutos 34 segundos, ya que los 

3 stacks se despliegan en paralelo. 

Una de las ventajas más significativas de esta metodología fue la capacidad de realizar 

despliegues completos mediante un solo comando, simplificando la administración y el 

mantenimiento de la infraestructura.  

Esto resultó especialmente beneficioso para las actualizaciones y la resolución de incidencias, 

ya que cualquier cambio en la configuración podía aplicarse rápidamente y de manera 

controlada.  

En última instancia, el uso de AWS CDK no solo facilitó la implementación de la 

infraestructura, sino que también garantizó que esta se alineara con estándares de calidad, 

seguridad y eficiencia operativa. 
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8.3. Costos asociados a la infraestructura   

Para gestionar los costos de la infraestructura, se utilizó Amazon Billing and Cost 

Management, permitiendo un monitoreo detallado del gasto en AWS [65].  

Dado que nuestro proyecto hace uso de modelos de inteligencia artificial desplegados en 

Amazon SageMaker, se identificó desde el inicio un posible riesgo de costos elevados, por lo 

que se implementaron estrategias de optimización y control. 

Uno de los enfoques clave para reducir costos fue el escalado dinámico de la infraestructura, 

especialmente en SageMaker, donde los endpoints se activaban sólo cuando eran necesarios y 

se desactivaron en períodos de inactividad. Además, se automatizó la escalabilidad de los 

servicios en Elastic Beanstalk, asegurando que la infraestructura solo consumiera los recursos 

esenciales. 

Para mantener un control proactivo, se configuraron alertas automáticas basadas en umbrales 

de gasto, como alertas por correo al alcanzar los 50, 80 y 100 dólares mensuales. 

Figura 8.6 Gráfica de gastos en AWS agrupada por servicio 

La evolución del gasto reflejó un incremento durante las fases de desarrollo más intensas, 

particularmente cuando se realizaron pruebas extensivas del modelo y ajustes en la 

infraestructura.  
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Sin embargo, gracias a la estrategia de apagado de endpoints y escalado eficiente, se logró 

mantener el costo dentro de límites razonables. El costo total de la infraestructura fue de 

aproximadamente $450 dólares, con picos en los meses de mayor actividad.  

Cabe destacar que el cliente en un principio nos aprovisionó con $1000 dólares, por lo que 

destacamos el eficiente manejo de los recursos y la optimización del gasto, se utilizó menos de 

la mitad del presupuesto asignado, lo que permitió demostrar la viabilidad de escalar un 

servicio de inteligencia artificial de manera costo-efectiva en AWS. 
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9. Aplicaciones con Large Language Models 

Este capítulo aborda la utilización de modelos de lenguaje (LLMs) en la solución, explicando 

su selección y adaptación para ajustarse a los requerimientos del proyecto. Se detalla cómo 

fueron incorporados en el sistema y qué estrategias se implementaron para mejorar su 

desempeño y asegurar respuestas relevantes. Además, se describen las técnicas y patrones 

aplicados en su integración, optimización y uso. 

 

9.1. Niveles de uso de un LLM 

Existen diferentes maneras de utilizar un modelo de lenguaje, dependiendo del 

conocimiento técnico del usuario y los recursos computacionales disponibles [22]. A 

continuación, se describen brevemente los distintos enfoques, en orden ascendente de 

complejidad. 

9.1.1. Prompt Engineering 

El nivel más básico de uso es el prompt engineering, donde se emplea el modelo tal como está, 

sin modificar sus parámetros internos. La clave en este enfoque es diseñar correctamente la 

entrada o prompt para que el modelo comprenda y responda de la mejor manera posible a la 

tarea que se le solicita.  

Esta técnica es fundamental para optimizar los resultados sin necesidad de realizar cambios en 

el modelo subyacente. 

9.1.2. Fine-Tuning de un modelo 

El siguiente nivel implica realizar un fine-tuning del modelo. Esto significa ajustar algunos de 

sus parámetros con datos adicionales para adaptarlo a una tarea específica. Para este proceso, 

se necesita un modelo base previamente entrenado y un conjunto de datos relevante que permita 

optimizar su desempeño en un contexto particular.  
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Aunque este enfoque requiere conocimientos técnicos más avanzados, permite personalizar el 

comportamiento del modelo de manera más precisa. 

9.1.3. RAG (Retrieval-Augmented Generation) 

El enfoque de Retrieval-Augmented Generation (RAG) combina la generación de texto con la 

recuperación de información relevante. En este caso, el modelo no solo genera respuestas 

basándose en su entrenamiento previo, sino que también accede a fuentes externas para mejorar 

la precisión y actualidad de sus respuestas.  

Esta técnica es útil cuando se necesita información más actualizada o específica sin la necesidad 

de reentrenar el modelo. 

9.1.4. Entrenar un modelo desde cero 

El nivel más complejo consiste en construir y entrenar un modelo de lenguaje desde cero. Esto 

implica definir su arquitectura, ajustar sus parámetros y entrenarlo con grandes volúmenes de 

datos.  

Es un proceso complejo que requiere altos conocimientos en inteligencia artificial y modelos 

de lenguaje. Aunque es la opción más costosa y demandante, permite desarrollar modelos 

altamente especializados para tareas específicas. 

  

9.2. Solución implementada 

En esta sección se detalla específicamente cómo se adaptó el uso de los LLM al 

proyecto. 

Como se mencionó en la arquitectura, se tomó como punto inicial un LLM existente y se 

emplearon técnicas de prompt engineering y ajuste de hiperparámetros para aprovechar al 

máximo su conocimiento preexistente. 
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Inicialmente, se exploró la posibilidad de realizar fine-tuning e incluso se probó RAG, pero se 

encontraron algunas limitaciones. El caso de uso en MLOps abarca una amplia variedad de 

temas y escenarios, lo que hacía que ambas estrategias resultaran poco prácticas: 

El fine-tuning requería un dataset inmenso para cubrir todos los aspectos relevantes. Si se 

entrenaba con un conjunto de datos más reducido, el modelo se volvía demasiado rígido y 

específico, perdiendo la capacidad de responder adecuadamente a distintos casos de uso. 

RAG parecía interesante en teoría, pero su efectividad dependía demasiado de las consultas del 

usuario y la calidad de los datos recuperados. En algunos casos, sesgaba demasiado las 

respuestas hacia un contexto específico y añadía un nivel de indirección sobre el cual no se 

tenía mucho control. 

Para mejorar la interacción con el modelo, se aplicaron diversas tácticas conocidas en el campo 

de los LLMs. Se implementó zero-shot prompting, donde el modelo responde sin necesidad de 

ejemplos previos, confiando únicamente en su conocimiento preexistente. En casos donde era 

necesario establecer un patrón más claro, se utilizó few-shot prompting, proporcionando 

ejemplos dentro del prompt para guiar su generación. Para tareas más complejas, se aplicó 

chain-of-thought prompting, estructurando la respuesta en pasos lógicos para mejorar el 

razonamiento. 

También se aprovechó el enfoque de instruction-tuned prompting, definiendo instrucciones 

precisas y detalladas que optimizan la salida del modelo, dado que se trabajaba con un modelo 

del tipo Instruct. Además, se implementó dynamic prompting, permitiendo que el modelo 

adaptara sus respuestas en función del contexto previo de la conversación, asegurando 

coherencia en interacciones más largas. 

En particular, se incorporó la técnica de reflection, en la cual, por ejemplo, la infraestructura 

como código generado pasaba por un lintern y se refinaba en varias iteraciones antes de ser 

devuelta al usuario, asegurando mayor precisión y reducción de errores. 
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Al combinar estas estrategias, se logró mantener la versatilidad del modelo sin necesidad de 

entrenamientos adicionales ni dependencias externas, maximizando su capacidad de respuesta 

y adaptabilidad. 

9.2.1. Tareas del modelo 

Durante el desarrollo de la lógica del chat, se identificaron seis tareas clave que el modelo debe 

realizar para asegurar una interacción efectiva con los usuarios en el contexto del proyecto. 

 

Figura 9.1. Tareas del modelo 

1. Validar descripciones de infraestructura  

Á Cuando un usuario proporciona una descripción de una arquitectura en AWS, el 

modelo debe evaluar si contiene suficiente información para habilitar ser convertida 

en una plantilla válida de CloudFormation. Si la descripción es completa, el modelo 

confirma que puede ser procesada; si no lo es, rechaza la solicitud para evitar 

generar código incorrecto o incompleto. 
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2. Generar y reparar código de infraestructura  

Á Cuando la validación de la infraestructura es exitosa, el modelo puede generar una 

plantilla de CloudFormation en YAML siguiendo buenas prácticas. Esto implica 

organizar los recursos de manera lógica, definir parámetros personalizables y 

aplicar principios del AWS Well-Architected Framework [66]. El código generado 

debe ser funcional y no incluir explicaciones adicionales para facilitar su 

implementación inmediata.  

3. Recomendar arquitecturas AWS  

Á En los casos en que un usuario solicita una arquitectura sin especificar detalles 

técnicos, el modelo debe analizar los requisitos proporcionados y ofrecer una 

recomendación estructurada. Si la información es insuficiente, el modelo debe 

solicitar aclaraciones antes de sugerir una solución. La respuesta incluye un 

resumen de la solución, los servicios principales de AWS que la componen y 

servicios adicionales que optimizan la implementación. 

4. Generar nombres descriptivos para conversaciones y diagramas 

Á Para facilitar la organización del contenido, el modelo debe asignar nombres a 

conversaciones y diagramas de arquitectura basados en el contexto de la 

interacción. Los nombres deben ser concisos, profesionales y reflejar la tecnología 

o servicio principal involucrado, como "Despliegue en Tiempo Real con 

SageMaker" o "Pipeline de Datos con AWS Glue". 

5. Generar y actualizar diagramas de infraestructura  

Á Cuando un usuario describe una arquitectura, el modelo debe traducir esa 

descripción en un diagrama visual utilizando el lenguaje Mermaid. Los diagramas 

deben representar correctamente las relaciones entre los servicios de AWS y seguir 

una estructura clara con subgráficos organizados por categorías (cómputo, 

almacenamiento, seguridad, etc.). Si el usuario solicita modificaciones a un 

diagrama existente, el modelo debe actualizarlo sin alterar este formato ni romper 

su sintaxis. 

6. Garantizar la seguridad y relevancia del contenido  

Á Para evitar interacciones fuera de contexto, el modelo debe evaluar cada mensaje 

del usuario y determinar si está relacionado con AWS o MLOps. Si detecta que el 

mensaje trata sobre otro tema o intenta manipular el sistema, debe marcarlo como 
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fuera de alcance o potencialmente riesgoso. Esto permite mantener la conversación 

enfocada en infraestructura y evitar información irrelevante o inapropiada. 

9.3. LLMOps en el proyecto 

Para garantizar la calidad, seguridad y mejora continua del modelo en el sistema, se 

implementaron diversas estrategias dentro del marco de LLMOps (Large Language Model 

Operations) [67]. Estas prácticas permitieron optimizar el rendimiento del LLM, mejorar la 

precisión de sus respuestas y mantener un control efectivo sobre su comportamiento. 

Guardrails y control  de respuestas 

Uno de los principales desafíos al trabajar con un LLM es garantizar que sus respuestas sean 

relevantes, precisas y seguras dentro del contexto del proyecto. Para abordar esto, se 

implementaron guardrails diseñados para: 

Á Filtrar contenido irrelevante o fuera de contexto, asegurando que el modelo solo 

respondiera dentro del dominio de MLOps y AWS. 

Á Evitar respuestas inseguras o dañinas, aplicando reglas para detectar y bloquear 

consultas que pudieran comprometer la seguridad o integridad del sistema. 

Estas restricciones ayudaron a mejorar la fiabilidad del sistema, reduciendo errores y 

asegurando que el modelo se mantuviera enfocado en tareas específicas. 

Captura de feedback para mejora continua 

Dado que prompt engineering es el eje central de la estrategia, capturar y analizar la 

retroalimentación de los usuarios permitió mejorar iterativamente la calidad de las respuestas 

generadas. 

Se diseñó un mecanismo donde los usuarios podían calificar las respuestas y proporcionar 

comentarios sobre su precisión y utilidad.  

Esta información se utilizó para: 

Á Refinar la redacción y estructura de los prompts. 
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Á Identificar patrones en errores recurrentes del modelo. 

 

Evaluación del modelo (LLM as a Judge) 

Para garantizar la coherencia y calidad de las respuestas, se implementó un enfoque de 

evaluación en el que el propio LLM actuaba como juez (LLM as a Judge) [68]. 

Este mecanismo se basó en: 

Á Verificaciones automatizadas: Se aplicaron criterios predefinidos para evaluar la 

completitud, coherencia y corrección de las respuestas en tiempo real. 

Á Comparación entre respuestas: En algunos casos, se generaron múltiples respuestas 

y se permitió que el LLM evaluara cuál era la más adecuada según ciertos criterios 

de relevancia. 

Esta estrategia permitió detectar desviaciones y ajustar rápidamente los prompts para garantizar 

consistencia en distintos escenarios de uso. 

Trazabilidad y monitoreo con LangSmith 

Para monitorear el rendimiento del modelo y mejorar la efectividad de los prompts, se utilizó 

LangSmith como herramienta de trazabilidad [53].  

Esto permitió: 

Á Trazar respuestas generadas en distintos contextos para detectar patrones de error o 

inconsistencias. 

Á Identificar cuellos de botella en la generación de respuestas, facilitando el ajuste de 

los prompts donde fuera necesario. 

La trazabilidad con LangSmith fue clave para ajustar dinámicamente la interacción con el LLM 

sin necesidad de realizar cambios en su arquitectura o entrenamiento. 
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Figura 9.2 Captura de traza con langsmith 
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10. Gestión del proyecto 

Este capítulo presenta la iniciación, planificación, ejecución, seguimiento y control y 

cierre del proyecto, abarcando la organización del equipo, la metodología de trabajo y las 

herramientas utilizadas para garantizar un desarrollo eficiente.  

Se describen los roles asignados a cada integrante, detallando sus responsabilidades y 

contribuciones a lo largo del proceso. Además, se analizan las fases del proyecto, destacando 

las actividades clave en cada etapa. se examina el cronograma de trabajo, el esfuerzo requerido 

por el equipo y la evolución del producto mediante un enfoque iterativo. También se presentan 

las métricas utilizadas, asegurando una gestión efectiva del proyecto desde el comienzo hasta 

su entrega final. 

 

10.1. Fases del proyecto 

Dada la naturaleza del proyecto y las distintas necesidades que afrontó el equipo, para 

poder llevarlo a cabo de manera exitosa se decidió dividirlo en 3 grandes etapas: Investigación, 

Desarrollo y Documentación, siendo esta última transversal a todo el proyecto. 

10.1.1. Investigación 

En la fase de investigación se sentaron las bases iniciales del proyecto, estableciendo una 

orientación clara para afrontar los desafíos y oportunidades asociados con MLOps.  

Para organizar las actividades de investigación y optimizar la distribución del trabajo, el equipo 

implementó Kanban, una metodología ágil que permitió gestionar de manera visual y flexible 

las tareas de esta fase [7]. Se utilizó un tablero digital en Jira, estructurado en columnas que 

representaban los diferentes estados de avance de las actividades, asegurando una visión clara 

del progreso del equipo. 

El proceso de trabajo se organizó de la siguiente manera: 
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Á Creación y asignación de tareas: Cada tarea de investigación fue registrada en el 

tablero Kanban y asignada a un integrante del equipo, asegurando una distribución 

equitativa de responsabilidades. 

Á Trabajo en paralelo y validación cruzada: Dado que no se establecieron roles fijos, 

cada integrante avanzó en las tareas según su disponibilidad y conocimiento. Una 

vez completadas, las actividades eran revisadas y validadas por otro miembro del 

equipo antes de considerar finalizadas. 

Á Gestión del flujo de trabajo: Se estableció un límite de tareas en progreso para evitar 

la sobrecarga y asegurar un avance constante sin acumulación de actividades 

inconclusas. 

Á Revisión periódica: Se realizaron reuniones internas para evaluar el avance, 

priorizar nuevas tareas y ajustar el enfoque de la investigación según los hallazgos 

obtenidos. 

Esta implementación permitió una mayor flexibilidad y adaptabilidad, asegurando que la 

información recopilada estuviera siempre alineada con las necesidades del proyecto. La 

aplicación específica de la metodología Kanban y su justificación metodológica se encuentran 

detalladas en la sección Marco metodológico durante la investigación. 

 

Gestión de la información 

Toda la información recopilada se almacenó de manera estructurada en Google Drive, 

utilizando un sistema de carpetas organizadas por temas de investigación. Para garantizar una 

rápida consulta y trazabilidad, cada documento fue etiquetado con una nomenclatura 

estandarizada, facilitando su búsqueda y referencia en las siguientes fases del proyecto. 

Además, se registraron hallazgos clave en reportes internos accesibles a todo el equipo, 

incluyendo actas de reuniones y decisiones estratégicas tomadas durante la investigación. 
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Actividades destacadas 

En primer lugar, se llevó a cabo un mapeo de las áreas de conocimiento en las que el equipo 

requería mayor profundización, tales como herramientas de infraestructura, mejores prácticas 

de CI/CD y conceptos avanzados de MLOps. Como parte de este proceso, se realizó un análisis 

comparativo de herramientas ampliamente utilizadas en la industria para la gestión de 

infraestructura en MLOps. Entre ellas se evaluaron Terraform, AWS SageMaker, MLflow y 

Kubeflow, considerando aspectos como escalabilidad, facilidad de integración, automatización 

de procesos y compatibilidad con AWS. 

Esta comparación permitió identificar fortalezas y debilidades de cada solución, sirviendo 

como insumo para definir las funcionalidades del asistente ConvMLOps y asegurar que se 

diferenciara de alternativas existentes. 

Paralelamente, desde el inicio del proyecto se estableció un proceso de interacción con el 

cliente. Se realizaron reuniones iniciales para comprender mejor las problemáticas actuales y 

definir un conjunto preliminar de requerimientos y el alcance general del proyecto. 

Posteriormente, se llevaron a cabo reuniones periódicas donde se discutieron los hallazgos de 

la investigación y se realizaron ajustes iterativos a los requerimientos, permitiendo adaptar la 

dirección del proyecto a medida que se obtenían nuevos conocimientos. 

Objetivos 

Á Comprender a fondo el panorama de MLOps y los aspectos donde la solución podría 

aportar mayor valor. 

Á Determinar las necesidades de capacitación, tanto en el plano de las tecnologías 

como en la metodología de trabajo. 

Á Investigar la competencia y las alternativas ya disponibles, de manera que el 

asistente se diferencie y atienda necesidades insatisfechas. 

Á Establecer una visión preliminar del producto y las funcionalidades a desarrollar, 

generando un primer conjunto de requerimientos que serían validados con el cliente. 
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Salidas / Entregables 

Al concluir esta fase, se contaba con un documento donde se registraban las tecnologías 

estudiadas y el plan de formación interna del equipo. Además, se dispuso de un esquema inicial 

de la arquitectura y de los módulos que el asistente requeriría, en función de los hallazgos sobre 

MLOps y la retroalimentación del cliente. También se produjeron los requerimientos 

funcionales iniciales, validados con el cliente, los cuales sirvieron de base para las fases 

posteriores del proyecto. 

 

10.1.2. Fase de desarrollo 

Durante esta fase, el proyecto tomó forma a través de la construcción iterativa de la solución y 

la validación constante con el cliente. Se partió de los requerimientos definidos en la etapa 

anterior y se fueron materializando en entregas parciales del asistente. Cada liberación permitió 

someter las funcionalidades a pruebas y revisiones, de modo que se identificaran mejoras o 

nuevas necesidades antes de avanzar a la siguiente iteración.  

Esta dinámica resultó clave para equilibrar el progreso del desarrollo con la calidad y la 

adaptación a los escenarios reales de uso en MLOps.  

Actividades destacadas 

El equipo trabajó en la implementación de las funcionalidades establecidas, organizando el 

trabajo en ciclos de desarrollo cortos para asegurar que cada componente fuera probado antes 

de integrarse. De manera paralela, el cliente participó activamente al evaluar cada versión 

entregada, lo que permitió depurar errores, afinar la experiencia de usuario y descubrir 

requisitos adicionales. Las pruebas también sirvieron para verificar la robustez y el rendimiento 

de la aplicación, confirmando que las integraciones técnicas fueran estables y que la solución 

ofreciera valor real en el contexto de MLOps. 
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Objetivos 

Uno de los principales fines fue convertir los requisitos iniciales en características funcionales 

que dieron forma a un asistente capaz de interactuar eficazmente con usuarios. El equipo 

también buscó mantener la calidad global del software, aplicando prácticas de pruebas unitarias 

e integraciones continuas que redujeron riesgos de regresiones. Al mismo tiempo, la 

retroalimentación recibida permitió descartar, modificar o añadir requerimientos, manteniendo 

la flexibilidad necesaria para que el producto final respondiera a la realidad del cliente. 

Salidas / Entregables 

La fase de desarrollo culminó con una serie de versiones intermedias y una versión estable del 

asistente que reflejaba los ajustes consensuados en cada revisión. Se documentaron los cambios 

realizados y las pruebas llevadas a cabo en cada iteración, dejando un registro claro del avance 

y de los puntos que quedaron pendientes para futuras actualizaciones. A su vez, se refinó el 

backlog de requerimientos, incorporando la evolución del proyecto y garantizando que el 

equipo mantuviera un rumbo claro para la siguiente fase. 

  

10.1.3. Fase de documentación 

Aunque se le asigna una designación específica, la documentación acompañó transversalmente 

todo el desarrollo del proyecto. Desde el inicio, se llevó un registro detallado de cada decisión 

relevante y de los cambios que surgieron en el camino. Esto permitió consolidar un cuerpo de 

evidencia técnica y metodológica que, al final, sirvió de base sólida para la elaboración del 

informe académico y para garantizar la trazabilidad de cada hito alcanzado.  

Actividades destacadas 

Durante esta fase transversal, el equipo no solo recopiló la información sobre riesgos, métricas 

y tareas, sino que también mantuvo un histórico de las versiones intermedias del sistema y de 

las reflexiones que motivaron cada ajuste. El continuo refinamiento del registro de decisiones 

y la sistematización de las pruebas ayudaron a que la documentación no se concentrara 
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únicamente en la etapa final, sino que se enriqueciera de forma constante a lo largo del 

proyecto. Al realizar este informe, estas evidencias se tuvieron en cuenta a la hora de describir 

tanto la perspectiva técnica como aspectos metodológicos. 

  

Objetivos 

El objetivo principal fue mantener un flujo de documentación actualizado que dejara registro 

de cada decisión, considerando el carácter académico de la iniciativa. Con esto se buscó, por 

un lado, facilitar la comprensión futura de cómo se había diseñado y construido la solución en 

el ámbito de MLOps; y por otro, asegurar que la información sobre métricas de desempeño y 

riesgos estuviera disponible para todas las revisiones y decisiones estratégicas. 

 

Salidas / Entregables 

Al finalizar, se contó con este mismo informe académico donde se plasmaron las bases 

conceptuales, el diseño de la arquitectura, la experiencia de implementación y los resultados 

de las validaciones realizadas. Adicionalmente, se mantuvo un inventario de riesgos y métricas 

completamente trazable, que sirvió para ilustrar la evolución del proyecto y evidenciar la forma 

en que se gestionaron los posibles obstáculos. Esta documentación, por su parte, también 

ofreció al cliente y a eventuales futuros desarrolladores una referencia clara para entender los 

fundamentos de la solución y las buenas prácticas aplicadas. 

 

10.2. Entregables del proyecto 

El proyecto consta de 2 entregables a nivel de producto y 1 a nivel académico.   

Por parte del producto los entregables son: 

Á Código fuente de la solución desarrollada 
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Á Manual de usuario para el cliente, donde se especifican aspectos desde instalación 

y configuración hasta uso del sistema. 

Por el lado académico, el entregable es este mismo documento que contiene todo lo relevante 

al desarrollo del proyecto. 

 

10.3. Plan de entrega 

El desarrollo de ConvMLOps estuvo estructurado en diversas fases de entrega, 

permitiendo validar el progreso con el cliente y realizar mejoras iterativas en base al feedback 

recibido. Cada versión del sistema incorporó nuevas funcionalidades y refinamientos para 

garantizar que el producto evolucionara de acuerdo con las necesidades del usuario. 

Primera Entrega - 16 de diciembre de 2024  

En la primera entrega, se implementaron las funcionalidades esenciales para el funcionamiento 

del sistema. Se desarrolló la recomendación de infraestructura a través de la interfaz 

conversacional, la generación de código IaC basada en las interacciones previas y la posibilidad 

de gestionar conversaciones dentro de la aplicación. También se incorporó la navegación entre 

conversaciones previas, la opción de eliminar historiales y la posibilidad de alternar entre modo 

oscuro y modo claro para mejorar la experiencia del usuario. 

Segunda Entrega - 7 de enero de 2025  

En esta entrega, se incorporaron mejoras y nuevas funcionalidades basadas en el feedback 

recibido. Se optimizó la interacción con el modelo de recomendación y se perfeccionó la 

generación de código. También se añadió la capacidad de generar diagramas para visualizar la 

infraestructura propuesta, junto con mejoras en la gestión de conversaciones, permitiendo 

renombrarlas y ordenarlas cronológicamente. 
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Tercera Entrega - 30 de enero de 2025 

En esta versión, se implementaron mejoras significativas para consolidar el asistente de IA 

generativa en MLOps y optimizar su rendimiento. Se añadieron nuevas funcionalidades clave, 

se perfeccionó la integración de módulos existentes y se realizaron ajustes en la interfaz para 

mejorar la experiencia del usuario. 

Entre las novedades de esta entrega se encuentra la implementación de un sistema de gestión 

de carpetas, que permite organizar conversaciones de manera más eficiente. También se 

optimizó la autenticación mediante AWS Cognito, facilitando los procesos de registro, inicio 

y cierre de sesión. Además, se reforzó la estabilidad del sistema con mejoras en la generación 

de código y diagramas, asegurando que los resultados sean más precisos y accesibles para los 

usuarios. Se incorporó una sección de ayuda dentro de la aplicación para orientar a los nuevos 

usuarios y se trabajó en la refinación de la interfaz, garantizando una experiencia más intuitiva 

y consistente. 

Entrega final - 15 de febrero de 2025 

En la última entrega del proyecto, se incorporaron funcionalidades avanzadas y se realizaron 

mejoras sustanciales basadas en la retroalimentación de las entregas anteriores. Se implementó 

la opción de compartir un chat mediante un enlace público, facilitando a los usuarios la 

posibilidad de compartir conversaciones relevantes de manera sencilla. También se desarrolló 

la funcionalidad de edición de diagramas mediante lenguaje natural, lo que permite modificar 

diagramas existentes sin necesidad de ajustes manuales complejos. Además, se incorporó un 

sistema de monitoreo y tracing del modelo utilizando Langsmith, permitiendo rastrear y 

supervisar el uso del modelo de SageMaker, optimizando su rendimiento y detectando posibles 

errores de manera más eficiente. 

Junto con estas nuevas funcionalidades, se trabajó en diversas mejoras visuales y de usabilidad. 

Se integró el video tutorial de la aplicación de forma embebida, eliminando la necesidad de 

redireccionamientos externos. Se rediseñó la interfaz del área de input del chatbot, mejorando 

su claridad y facilidad de uso. Asimismo, se optimizó la gestión de carpetas, agregando 

indicaciones que guían a los usuarios cuando no existen carpetas creadas. La página de 
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diagramas fue completamente refactorizada, adoptando un diseño más minimalista y centrado 

en la experiencia del usuario. También se mejoró estéticamente la barra lateral, reorganizando 

su estructura para brindar una navegación más intuitiva. Finalmente, se sustituyó el email y 

nombre predeterminado ñJohn Doeò, asegurando que los datos del usuario sean reflejados 

correctamente en la plataforma. 

Con esta entrega final, el sistema alcanzó un estado sólido y funcional, cumpliendo con los 

objetivos establecidos desde el inicio del proyecto. 

Por último, en esta entrega se incluyó también el manual de usuario donde se incluyen todas 

las configuraciones necesarias para la puesta en funcionamiento del sistema. Esta guía contiene 

un manual de uso del sistema a nivel funcional y un instructivo de despliegue. 
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10.4. Línea de tiempo del proyecto 

 

Figura 10.1 Línea de tiempo del proyecto 
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10.5. Roles dentro del equipo 

La correcta definición de roles dentro del equipo fue fundamental para garantizar un 

flujo de trabajo eficiente durante todo el transcurso del proyecto. Sin embargo, más allá de la 

asignación de responsabilidades específicas, el equipo adoptó un enfoque flexible que permitió 

a sus integrantes cubrir distintas áreas según la demanda del proyecto en cada etapa. 

10.5.1 Roles dentro del equipo durante fase de desarrollo 

Martín asumió el rol de Product Manager debido a su experiencia directa con el cliente y su 

conocimiento en MLOps e IA, lo que le permitió gestionar la visión del producto y garantizar 

que se alineara con las necesidades reales del usuario final. Además, desempeñó el rol de 

arquitecto del sistema, definiendo la estructura técnica del proyecto, asegurando su 

escalabilidad y estableciendo las bases para la integración de modelos de machine learning con 

la infraestructura en la nube. 

Joaquín y Martín fueron los responsables del desarrollo de los modelos de IA, asumiendo el 

rol de ingenieros de machine learning. Su labor incluyó la implementación de la lógica de 

recomendación y generación de código de infraestructura, además de la optimización y 

monitoreo de los modelos para garantizar su correcto funcionamiento en entornos productivos. 

El desarrollo de la aplicación estuvo a cargo de Nicolás y Francisco, quienes desempeñaron el 

rol de desarrolladores full stack. Su trabajo abarcó tanto la implementación del backend como 

la construcción de la interfaz de usuario, asegurando la correcta integración de las APIs y 

facilitando la interacción con el asistente de IA. Además de su trabajo como desarrollador, 

Nicolás también asumió la tarea de tester, encargándose de ejecutar pruebas funcionales para 

detectar errores y colaborar en su resolución junto con el equipo de desarrollo. 

Por su parte, Francisco y Joaquín se encargaron de la gestión de calidad del proyecto, 

supervisando métricas clave y asegurando que los entregables cumplieran con los estándares 

establecidos. Su trabajo abarcó desde la validación de requisitos hasta la evaluación del 

desempeño del sistema en distintos escenarios, garantizando la estabilidad y fiabilidad del 

producto final. 
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A lo largo del desarrollo, la flexibilidad y colaboración fueron elementos clave en la dinámica 

del equipo. A pesar de contar con roles definidos, los integrantes asumieron diversas 

responsabilidades según la necesidad del momento, optimizando la carga de trabajo y 

asegurando el cumplimiento de los objetivos en tiempo y forma. Esta capacidad de adaptación 

resultó esencial para enfrentar los desafíos técnicos y organizativos del proyecto, permitiendo 

la entrega de un producto sólido y alineado con las expectativas del cliente 

 

10.6.2 Roles dentro del equipo durante fase de investigación  

El equipo adoptó un enfoque colaborativo basado en una adaptación de Kanban, en el cual no 

se definieron roles fijos. En lugar de asignar responsabilidades específicas a cada integrante, 

las tareas fueron abordadas de manera dinámica, permitiendo que cada miembro contribuyera 

en distintas áreas según las necesidades del momento. 

Esta metodología permitió una distribución más equitativa de la carga de trabajo y fomentó la 

retroalimentación constante dentro del equipo. Una vez completadas, las tareas eran revisadas 

y validadas en conjunto, asegurando que los avances estuvieran alineados con los objetivos del 

proyecto. 

La no inclusión de roles predeterminados también promovió un aprendizaje más amplio dentro 

del equipo, ya que cada integrante tuvo la oportunidad de explorar distintas áreas del proyecto 

y desarrollar nuevas habilidades. Este enfoque flexible resultó clave para la recopilación y 

análisis de información relevante, facilitando la toma de decisiones fundamentadas para la 

siguiente etapa del desarrollo. 
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10.6. Aplicación de scrum 

El proyecto implementó la metodología Scrum durante la fase de desarrollo, 

permitiendo un trabajo estructurado y ágil para la entrega de funcionalidades [10]. Sin 

embargo, se realizaron algunas adaptaciones para ajustarse mejor a la dinámica del equipo y la 

interacción con el cliente. 

10.6.1. Implementación general 

Scrum se utilizó exclusivamente en la fase de desarrollo del proyecto, proporcionando una 

estructura iterativa para la entrega incremental de funcionalidades. Se realizaron adaptaciones 

como la reducción de la frecuencia de las Daily Stand-ups, que no fueron diarias en todo 

momento, ya que no siempre había novedades significativas. Además, las Product Reviews no 

se realizaron formalmente, dado que la validación del cliente se realizaba en reuniones 

bisemanales. 

10.6.2. Roles dentro del equipo 

Francisco asumió el rol de Scrum Master, facilitando la comunicación dentro del equipo y 

asegurando que las ceremonias y prácticas ágiles se llevarán a cabo de manera efectiva. 

Por otro lado, Martín asumió el rol de Product Owner, gestionando la visión del producto y 

asegurando su alineación con las necesidades del cliente. Su experiencia en MLOps y su 

cercanía al cliente permitió que el desarrollo mantuviera un enfoque acorde a los 

requerimientos técnicos y funcionales. 

El resto del equipo participó con el rol de desarrollador. Todos los miembros trabajaron con 

los roles definidos previamente, manteniendo una organización flexible para cubrir distintas 

áreas del desarrollo. 
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10.6.3. Ceremonias 

Las Daily Stand-ups se realizaron con diferente frecuencia dependiendo del avance del sprint, 

en algunos períodos fueron diarias y en otros cada dos días, con una duración promedio de 15 

minutos. 

La planificación de cada sprint se realizó mediante Sprint Plannings en JIRA, donde se 

estimaban los Story Points para cada historia de usuario y se ajustaban en función del 

desempeño del sprint anterior. La siguiente figura muestra un tablero de JIRA con la 

distribución de tareas en distintas fases del sprint: 

 

Figura 10.2 Captura del tablero 

Durante las retrospectivas, se utilizó el formato DAKI ( Drop, Add, Keep, Improve), lo que 

permitió identificar oportunidades de mejora y optimizar la metodología de trabajo [69]. Los 

sprints fueron fijos con una duración de dos semanas. 
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10.6.4. Gestión del backlog y herramientas 

Se utilizó JIRA para la gestión del Product Backlog y el Sprint Backlog. Se inició con un 

backlog inicial que luego fue ampliado con nuevas funcionalidades y bugs detectados tanto en 

pruebas internas como en feedback del cliente. Para priorizar tareas dentro de cada sprint, se 

empleó la técnica de Planning Poker, asegurando una estimación más precisa del esfuerzo 

requerido. 

La siguiente imagen muestra una tarea específica en JIRA con su descripción, criterios de 

aceptación y estimación en Story Points: 

Figura 10.3 Captura de tarea en el backlog 

10.6.5. Evaluación del Proceso 

A lo largo del desarrollo, los tiempos y expectativas de cada sprint fueron cumplidos sin 

mayores inconvenientes. No se identificaron desafíos significativos en la aplicación de 

SCRUM, aunque se implementaron varias mejoras para optimizar el proceso: 

Á Optimización de estimaciones: Se refinaron las estimaciones de Story Points 

después de los primeros sprints para mejorar la planificación y reflejar la capacidad 

real del equipo. 
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Á Iteraciones en la gestión del backlog: Se inició con un backlog inicial que 

evolucionó constantemente con la incorporación de mejoras y correcciones en base 

a pruebas internas y feedback del cliente. 

Á Uso de retrospectivas más estructuradas: Se implementó el método Keep, Improve, 

Add, Delete para obtener aprendizajes más claros en cada sprint. 

Á Mayor Integración entre Desarrollo y QA: Se fortaleció la colaboración entre ambos 

equipos mediante revisiones tempranas y exhaustivas de código y pruebas en cada 

sprint, reduciendo la acumulación de errores hacia el final del ciclo. 

Á Flexibilidad en la validación del cliente: En lugar de realizar Sprint Reviews 

formales, se optó por reuniones bisemanales con el cliente, permitiendo validar 

avances de manera continua y ajustar funcionalidades en función del feedback 

recibido. 

Estas adaptaciones permitieron una implementación de Scrum efectiva y ajustada a las 

necesidades del equipo, asegurando que el desarrollo se mantuviera alineado con los objetivos 

del proyecto sin perder flexibilidad. 

 

10.7. Métricas del proyecto 

Para garantizar el control y la mejora continua del proyecto, se establecieron diversas 

métricas de gestión y calidad del software. Estas métricas permitieron evaluar el desempeño 

del equipo, la estabilidad del producto y la eficacia del proceso de desarrollo. A continuación, 

se describen las métricas utilizadas, su especificación y su seguimiento a lo largo del proyecto. 

10.7.1. Descripción  

1. Velocidad del equipo 

Esta métrica mide la cantidad de Story Points completados por sprint, permitiendo evaluar la 

capacidad del equipo de desarrollo y ajustar la planificación de futuros sprints en función de la 

productividad observada. Analizando la tendencia de la velocidad en distintos sprints, se 

pueden detectar cuellos de botella y optimizar la asignación de tareas. 
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2. Esfuerzo del equipo  

El esfuerzo del equipo se mide en función de la cantidad de horas dedicadas por sprint. Esta 

métrica permite estimar la carga de trabajo real del equipo y compararla con las estimaciones 

iniciales para evaluar la precisión de la planificación. 

3. Trabajo estimado vs completado  

Esta métrica compara los Story Points estimados al inicio de un sprint con los efectivamente 

completados. Su objetivo es evaluar la precisión de la planificación y mejorar la capacidad de 

predicción del equipo. 

4. Cantidad de bugs  

Mide la cantidad de errores reportados en cada sprint con el objetivo de mantener el control 

sobre la calidad del producto. La detección temprana de errores permite reducir el impacto en 

el desarrollo y mejorar la experiencia del usuario. 

 

10.7.2. Seguimiento 

Métrica 1: Velocidad del equipo  

El registro y monitoreo de la velocidad del equipo se realizó en Jira, donde cada sprint se 

documentaba con el total de Story Points completados. Esto permitió realizar comparaciones 

entre sprints y ajustar la planificación según la capacidad real del equipo. 
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Figura 10.4 Gráfico de seguimiento de velocidad del equipo 

Al analizar la evolución de la velocidad, se identifican dos sprints con valores 

significativamente bajos. Esto se debió a la ausencia temporal de algunos miembros del equipo, 

ya sea por vacaciones o compromisos laborales externos al proyecto. Como consecuencia, la 

capacidad de entrega se redujo en esas iteraciones. 

Sin embargo, a partir del sprint 7, se observa un incremento notable en la velocidad del equipo. 

Este cambio se debe principalmente a dos factores clave:  

Á Retroalimentación del cliente: Tras la primera entrega, el equipo recibió feedback 

valioso que permitió optimizar procesos y mejorar la organización del trabajo. 

Á Mayor disponibilidad del equipo: Todos los miembros del equipo estuvieron 

completamente dedicados al proyecto, lo que permitió avanzar de manera más 

eficiente. 

En conjunto, estos factores contribuyeron a un aceleramiento significativo en la velocidad de 

desarrollo, lo que se refleja en una tendencia ascendente en la cantidad de Story Points 

completados en los sprints posteriores. 
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Métrica 2:  Esfuerzo del equipo 

Cada miembro del equipo registró las horas dedicadas en Jira, permitiendo obtener reportes 

precisos sobre el esfuerzo invertido en cada iteración. Esta información fue utilizada para 

mejorar la estimación de esfuerzo en sprints futuros. 

Figura 10.4 Gráfico de seguimiento de esfuerzo del equipo 

Al observar la evolución del esfuerzo, se identifica una tendencia general alineada con la 

velocidad del equipo (Métrica 1). En los primeros sprints, la dedicación horaria se mantiene 

relativamente estable, con algunas variaciones menores. Sin embargo, a partir del sprint 7, se 

observa un incremento sostenido en las horas trabajadas, alcanzando un pico en los últimos 

cuatro sprints. 

Este aumento en la dedicación puede atribuirse a dos factores clave: 

Á Mayor disponibilidad del equipo: Dos integrantes finalizaron una materia en el 

segundo semestre, permitiéndoles dedicar más tiempo al proyecto. 

Á Aceleración del desarrollo: Coincidiendo con la mejora en la velocidad del equipo, 

el aumento del esfuerzo reflejó un compromiso mayor con la entrega del producto. 
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En conclusión, el esfuerzo del equipo se ajustó dinámicamente a lo largo del proyecto, 

reflejando tanto las limitaciones temporales iniciales como la disponibilidad creciente en la 

fase final del desarrollo. 

 

Métrica 3: Trabajo estimado vs completado 

Se registró en Jira la cantidad de Story Points asignados al inicio de cada sprint y se comparó 

con los completados al finalizar. Se generaron reportes para evaluar tendencias y ajustar futuras 

estimaciones. 

Figura 10.5 Gráfico de seguimiento de trabajo estimado vs completado 

En la gráfica se observa que en la mayoría de los sprints el equipo completó más trabajo del 

originalmente planificado, aunque hubo algunas excepciones donde el rendimiento fue menor 

al esperado. Esta tendencia se debe a la naturaleza dinámica del proyecto, en la cual las 

reuniones bisemanales con el cliente generaban nuevos requerimientos y hallazgos relevantes 

que, en muchos casos, resultaba más eficiente abordar dentro del mismo sprint en lugar de 

postergarlos. 
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Se pueden destacar los siguientes patrones: 

Á Superación de expectativas en la mayoría de los sprints: En la mayoría de los casos, 

el equipo superó la carga inicial de Story Points estimados, reflejando una alta 

capacidad de adaptación. 

Á Algunos sprints por debajo de lo esperado: En ciertos sprints, la cantidad de Story 

Points completados fue menor a lo estimado, lo que puede haberse debido a factores 

externos como la complejidad de las tareas o la necesidad de ajustes en la 

planificación. 

Á Impacto del feedback continuo: La incorporación de nuevos puntos durante los 

sprints, en lugar de aplazarlos, permitió un desarrollo más ágil y alineado con las 

necesidades del cliente. 

Á Incremento significativo en sprints finales: En los últimos sprints, la proporción de 

trabajo completado frente a lo estimado aumentó considerablemente, reflejando una 

mejor adaptación del equipo al ritmo de trabajo y a la dinámica del proyecto. 

En conclusión, aunque hubo algunas iteraciones donde no se alcanzó lo estimado, la tendencia 

general muestra que el equipo logró cumplir e incluso superar las expectativas en la mayoría 

de los sprints, asegurando la entrega de un producto más completo y alineado con las 

necesidades del cliente. 

 

Métrica 4: Cantidad de bugs  

Cada bug identificado fue documentado y gestionado en JIRA, asignando prioridad según su 

impacto en el sistema. Se realizaron revisiones periódicas para evaluar la tendencia de errores 

y aplicar medidas correctivas en el desarrollo. 
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Figura 10.6 Gráfico de seguimiento de cantidad de bugs 

A partir de la gráfica, se observa que en las primeras etapas del proyecto la cantidad de bugs 

reportados fue mínima o inexistente. Sin embargo, conforme el desarrollo avanzó y el sistema 

se volvió más complejo, comenzaron a detectarse más errores. El mayor incremento en la 

cantidad de bugs reportados ocurrió después de la primera versión entregada al cliente, 

reflejando el impacto del feedback recibido y la necesidad de ajustes. 

Los principales patrones observados son: 

Á Aparición de errores en sprints intermedios: A partir del sprint 6, los bugs 

comenzaron a ser reportados con mayor frecuencia, aumentando hasta alcanzar un 

máximo de 7 bugs en el sprint 8. 

Á Relación con la retroalimentación del cliente: La mayor cantidad de bugs detectados 

ocurrió después de la primera entrega, lo que indica que el uso del sistema por parte 

del cliente permitió identificar fallos no detectados previamente. 

Á Control de calidad en sprints finales: Si bien los errores no desaparecieron, en los 

últimos sprints la cantidad de bugs se mantuvo estable y dentro del límite de 

tolerancia definido (5 bugs por sprint), lo que sugiere una mejor estabilidad del 

sistema tras aplicar correcciones. 
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En conclusión, la detección de bugs aumentó cuando el sistema comenzó a utilizarse 

activamente, especialmente tras el feedback del cliente. No obstante, la gestión eficiente de los 

errores permitió reducir su impacto en las últimas iteraciones, asegurando un producto más 

estable y confiable al finalizar el desarrollo. 
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11. Gestión de r iesgos 

En este capítulo, se detalla el enfoque adoptado para la gestión de riesgos, describiendo 

el marco de referencia utilizado, los tipos de riesgos identificados y las estrategias 

implementadas para su mitigación.  

Asimismo, se analizan los riesgos en distintas categorías, incluyendo riesgos del equipo, del 

cliente, temporales y técnicos, con un monitoreo continuo a lo largo del desarrollo.  

Se presentan las estrategias de respuesta, los planes de acción ante los riesgos más relevantes 

y la evolución de estos a lo largo de los sprints.  

Finalmente, se destacan las lecciones aprendidas, proporcionando una visión general de cómo 

la gestión de riesgos influyó en la toma de decisiones y la estabilidad del proyecto. 

 

11.1. Introducción 

ñLa gesti·n de riesgos en el desarrollo de software es la pr§ctica de evaluar y controlar 

los posibles problemas del proyecto y mitigar sus efectos adversos. Al integrarla en todas las 

fases del ciclo de vida del desarrollo de software (SDLC), los desarrolladores pueden abordar 

los riesgos de manera m§s oportuna y eficiente.ò  [70] 

En la gestión de riesgos en proyectos de software, es importante seleccionar un marco que no 

solo identifique y mitigue los riesgos de manera efectiva, sino que también sea adaptable y 

comprensible para todos los miembros del equipo. Basado en la literatura revisada y los 

documentos proporcionados, el modelo RiskIt emerge como una opción sólida para nuestro 

proyecto. A continuación, se presentan las razones para seleccionar este modelo y los pasos 

específicos que seguiremos para implementar la gestión de riesgos utilizando RiskIt. 
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11.2. Implementación de RiskIt 

11.2.1. Identificación 

La identificación temprana de riesgos es un componente fundamental en la gestión de proyectos 

de desarrollo de software, ya que permite anticipar posibles obstáculos y definir estrategias de 

mitigación adecuadas. Para este propósito, se implementó un proceso estructurado de 

recolección de datos basado en sesiones de brainstorming y reuniones con los stakeholders. 

Estas instancias facilitaron la identificación de factores de riesgo desde diversas perspectivas, 

garantizando un análisis integral y alineado con las particularidades del proyecto. 

A partir de la información obtenida, se desarrolló una taxonomía de riesgos adaptada al 

contexto del proyecto, permitiendo su clasificación en cuatro categorías principales: 

Á Riesgos asociados al equipo: Incluyen factores relacionados con la disponibilidad 

de los miembros del equipo, su nivel de experiencia y su desempeño en el desarrollo 

del proyecto. La rotación de personal y la falta de capacitación pueden afectar 

significativamente la continuidad y calidad del trabajo.  

Á Riesgos temporales: Se refieren a posibles retrasos en la planificación y ejecución 

del proyecto, derivados de estimaciones inexactas, cambios en los requerimientos 

o dificultades técnicas imprevistas. La gestión ineficaz del tiempo puede 

comprometer los plazos de entrega y aumentar los costos. 

Á Riesgos relacionados con el cliente: Comprenden modificaciones en los requisitos 

del sistema, falta de alineación con los objetivos del negocio o dificultades en la 

comunicación con los stakeholders. Estos factores pueden generar inconsistencias 

en el desarrollo y afectar la satisfacción del cliente final. 

Á Riesgos técnicos: Involucran desafíos relacionados con la arquitectura del sistema, 

la selección y adopción de tecnologías, así como problemas de viabilidad técnica. 

La integración de herramientas inadecuadas o la falta de pruebas tempranas pueden 

derivar en fallos críticos en la solución final.  

Esta taxonomía permite estructurar el análisis de riesgos y establecer estrategias de mitigación 

específicas para cada categoría, favoreciendo una gestión proactiva y adaptativa a lo largo del 

ciclo de vida del desarrollo. 
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Figura 11.1 Actividad de identificación de riesgos 

11.2.2. Análisis 

Para cada uno de los riesgos identificados previamente, se elaboraron escenarios detallados que 

permiten analizar su posible evolución y las medidas de mitigación más adecuadas. Este 

proceso incluyó la construcción de diagramas en los que se representaron los siguientes 

elementos clave: 

Á Factores de riesgo: Condiciones o circunstancias que pueden contribuir a la 

materialización del riesgo. 

Á Evento: Situación específica que podría activar el riesgo identificado. 

Á Salida inmediata: Consecuencia inicial que se generaría tras la ocurrencia del evento 

de riesgo. 

Á Plan de acción: Estrategias y medidas diseñadas para responder de manera efectiva 

ante el riesgo. 

Á Efecto final: Impacto a largo plazo en el proyecto si no se aplican medidas de 

mitigación adecuadas. 

Estos escenarios proporcionan una representación clara de la relación causa-consecuencia de 

cada riesgo, facilitando la toma de decisiones estratégicas para su gestión. 
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Figura 11.2 Ejemplo de escenario de riesgo 

Una vez definidos los escenarios de riesgo, se procedió a evaluar cada uno en función de su 

impacto potencial y su probabilidad de ocurrencia. Para ello, se emplearon escalas predefinidas 

dentro del modelo de gestión de riesgos utilizado. 

El resultado de este análisis se plasmó en una matriz de riesgos, una herramienta visual que 

permite identificar rápidamente aquellos riesgos con mayor impacto y probabilidad. Esta 

categorización facilita la priorización de acciones preventivas y correctivas, asegurando un 

enfoque proactivo en la gestión de riesgos del proyecto. 

Categoría Riesgo Descripción 

Equipo 

Problemas personales / Baja en 

el equipo 

Situaciones personales que causan ausencias 

inesperadas, como por ejemplo enfermedades que 

terminan afectando la capacidad del equipo para 

cumplir con los objetivos. 

Ausencia Programada / 

Vacaciones 

Ausencias planificadas que pueden reducir 

temporalmente la capacidad del equipo y retrasar el 

progreso si no se gestionan bien. 

Conflictos internos en el grupo 

Desacuerdos o tensiones que afectan la colaboración y 

eficiencia del equipo. 

desmotivación del equipo 

Falta de motivación que reduce la productividad, 

calidad y compromiso con el proyecto. 

Técnicos 

Error en la implementación 

Errores de implementación de la solución propuesta, 

dado por falta de conocimientos del negocio o 

tecnología a emplear. 
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Retraso en la entrega por 

diseño 

Errores en el diseño inicial de la solución pueden llevar 

a tener que realizar cambios tardíos y retrasar todo el 

cronograma pactado. 

Complejidad en requerimientos 

técnicos  

Requerimientos técnicamente complejos que pueden 

dificultar la implementación y aumentar el riesgo de 

errores. 

Falta de conocimiento 

Insuficiente experiencia o habilidades en el equipo, lo 

que puede llevar a errores y demoras en el desarrollo. 

Malos controles de calidad 

Procesos de calidad ineficaces que pueden resultar en 

entregables defectuosos y mayor retrabajo. 

Fallas en pruebas 

Errores por falta de pruebas exhaustivas o con un 

contexto similar al de producción pueden llevar a fallas 

posteriores  

Entrenamiento del modelo 

Riesgos asociados con el proceso de entrenamiento de 

modelos, como la falta de datos adecuados o problemas 

de sobreajuste, que pueden afectar la precisión del 

modelo. 

Pasarse del límite de crédito 

($1000) 

Riesgos de sobrepasarse del límite de presupuesto 

impuesto por el cliente de 1000 dólares 

Cliente 

Cambios en los requerimientos 

en el alcance del proyecto 

Modificaciones inesperadas en los requerimientos que 

pueden causar retrasos y aumentar la complejidad del 

proyecto. 

Dificultad en la comunicación 

Problemas de comunicación que pueden llevar a 

malentendidos y errores en la ejecución del proyecto. 

Falta de compromiso del 

cliente 

Escaso involucramiento del cliente que puede afectar la 

toma de decisiones y retrasar el proyecto. 

Perdida de interés del cliente 

Disminución del interés del cliente, lo que podría poner 

en riesgo la continuidad o el éxito del proyecto. 

Restricciones en recursos y 

alcance del proyecto. 

Limitaciones en tiempo, presupuesto o personal que 

pueden dificultar el cumplimiento de los objetivos del 

proyecto. 

Dependencia del cliente 

Alta dependencia de las decisiones del cliente que 

pueden retrasar el proyecto si no se reciben a tiempo. 

Tiempo 

No lograr entregar un MVP 

Riesgo de no poder entregar un producto mínimo 

viable, afectando la validación temprana del proyecto. 

Mala estimación de tareas 

Subestimación o sobreestimación del tiempo y recursos 

necesarios para completar las tareas, causando retrasos 

y sobrecostos. 

Imprevistos 

Situaciones inesperadas que pueden surgir y alterar el 

curso planificado del proyecto, como emergencias o 

fallas técnicas. 

Tabla 11.1. Especificación de riesgos 
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11.2.3. Planes de respuesta 

Para cada riesgo identificado, se definieron estrategias específicas orientadas a su mitigación 

y, cuando fuese posible, su prevención. Estas estrategias fueron diseñadas con el objetivo de 

minimizar el impacto en el proyecto y permitir una respuesta ágil ante su eventual 

materialización. Además, se estableció un esquema de responsabilidades dentro del equipo, 

asignando a cada miembro la implementación y seguimiento de estrategias concretas. De esta 

manera, se garantiza una gestión coordinada y eficaz, asegurando que los riesgos sean 

abordados de manera proactiva y que las respuestas sean oportunas y efectivas. 

Riesgo Acciones para mitigarlos 

Problemas personales / 

Baja en el equipo 

Documentación exhaustiva para asegurarse de que todo el conocimiento 

crítico esté bien documentado para que otros miembros puedan asumir 

tareas de manera efectiva. 

Ausencia Programada / 

Vacaciones 

Planificación anticipada para redistribuir las tareas entre el equipo y 

garantizar la continuidad del proyecto. 

Conflictos internos en el 

grupo 

Mediación de conflictos para abordar y resolver tensiones antes de que 

afecten significativamente al equipo. Cultura de comunicación abierta para 

compartir preocupaciones y opiniones. Definición clara de roles para 

evitar malentendidos y conflictos sobre las tareas asignadas. 

Desmotivación del 

equipo 

Fomentar un ambiente de trabajo positivo, con reconocimiento regular del 

trabajo bien hecho. 

Involucrar al equipo en la toma de decisiones para aumentar el sentido de 

propiedad y compromiso. 

Error en la 

Implementación 

Capacitación específica en las tecnologías o el conocimiento del negocio 

necesario antes de la implementación. 

Consultar con expertos para guiar al equipo en áreas donde la experiencia 

es limitada. 

Realizar revisiones de código y pruebas para identificar y corregir errores 

antes del despliegue completo. 

Retraso en la entrega por 

diseño 

Prototipos y pruebas de concepto antes de la fase de diseño final para 

identificar posibles problemas y ajustar el diseño con antelación. 

Iteraciones rápidas que permitan ajustar el diseño a lo largo del desarrollo, 

reduciendo el impacto de posibles cambios tardíos. 

Complejidad en 

requerimientos técnicos  

Descomposición de tareas en tareas más pequeñas y manejables, para 

reducir la complejidad y facilitar la implementación. 

Falta de conocimiento Capacitación en las áreas donde el equipo carece de conocimientos. 

Malos controles de 

calidad 

Estandarización de procesos asegurando que todos los entregables pasen 

por controles de calidad antes de ser aceptados. 

Fallas en pruebas 

Automatización de pruebas, creación de test cases, pruebas con ambientes 

pre productivos 

Entrenamiento del 

modelo 

Aumentar la diversidad y realizar limpieza de datos de entrenamiento, 

aplicar validación cruzada, aplicar distintas técnicas de regularización 
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Pasarse del límite de 

crédito ($1000) 

Riesgos de sobrepasarse del límite de presupuesto impuesto por el cliente 

de 1000 dólares 

Cambios en los 

requerimientos en el 

alcance del proyecto 

Implementar un proceso de gestión de cambios con revisiones y 

aprobaciones formales. 

Definir claramente los requerimientos iniciales y acordar criterios para el 

manejo de cambios. 

Dificultad en la 

comunicación 

Establecer canales de comunicación claros y regulares, como reuniones 

semanales y actualizaciones de estado. 

Documentar decisiones clave y distribuirlas entre todos los interesados. 

Falta de compromiso del 

cliente 

Programar reuniones regulares con el cliente para revisar avances y tomar 

decisiones. 

Definir claramente los roles y responsabilidades del cliente en el proyecto 

desde el inicio. 

Perdida de interés del 

cliente 

Mantener al cliente informado del progreso y demostrar el valor 

incremental del proyecto. 

Involucrar al cliente en hitos importantes y en la validación de entregables. 

Restricciones en 

recursos y alcance del 

proyecto. 

Priorizar las tareas más críticas y gestionar eficientemente los recursos 

disponibles. 

Realizar revisiones periódicas del presupuesto y ajustar el alcance del 

proyecto según sea necesario. 

Dependencia del cliente 

Identificar decisiones críticas y establecer fechas límite para recibir 

aportes del cliente. 

No lograr entregar un 

MVP 

Realizar sprints de poca duración, con sus respectivas ceremonias para 

evaluar el desempeño del equipo y ajustar a tiempo con el fin de lograr los 

objetivos 

Mala estimación de 

tareas 

Utilizare herramientas como poker planning para generar una estimación 

en conjunto y trabajar sobre las misma en cada planning del sprint para 

ajustarse a la realidad del equipo. 

Imprevistos 

Realizar revisiones de riesgos periódicas para identificar y mitigar nuevos 

riesgos a medida que surgen. 

Tabla 11.2. Especificación de acciones de mitigación 

 

11.3. Monitoreo 

A lo largo del desarrollo del proyecto, realizamos un seguimiento continuo de los 

riesgos identificados, evaluando su evolución en cada retrospectiva de sprint. Para ello, 

analizamos los riesgos según la taxonomía previamente definida, lo que nos permitió ajustar 

estrategias y priorizar acciones de mitigación en función del contexto y la evolución del 

proyecto. 
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11.3.1 Evolución de los Riesgos del Equipo  

Dentro de la categoría de riesgos relacionados con el equipo, el factor con mayor variabilidad 

fue la ausencia programada o vacaciones. Esto se debió principalmente a algunas ausencias por 

trabajo donde hubo instancias de ausencia por varios días, generando una mayor preocupación 

en los sprints intermedios del proyecto. Asimismo, durante el período de vacaciones de verano, 

todos los miembros del equipo tomaron días de descanso, lo que representaba un riesgo 

potencial para el alcance del desarrollo. Sin embargo, la planificación adecuada y la 

distribución eficiente de tareas permitieron que este riesgo no afectara significativamente el 

avance del proyecto. 

Figura 11.5 Gráfico de evolución de riesgos del equipo 

En contraste, otros riesgos como la desmotivación del equipo o los conflictos internos 

mostraron una evolución más estable, sin registrar cambios significativos a lo largo del tiempo, 

lo que indica un ambiente de trabajo controlado y colaborativo. 

11.3.2. Evolución de los riesgos del cliente 

En la categoría de riesgos asociados al cliente, se observó una variación significativa a lo largo 

de los sprints, tal como se muestra en la figura anterior. El riesgo con mayor fluctuación fue la 

pérdida de interés del cliente, que alcanzó su punto más alto alrededor del Sprint 5. El pico se 

dió por la demora en la cuenta de AWS que nos permitiría hacer implementación de Continous 

deployment y Continous Integration. Posteriormente disminuyó de manera sostenida gracias a 
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acciones como la intensificación de la comunicación y la clarificación de los objetivos del 

proyecto.  

Otro factor destacado fue el de restricciones en recursos y alcance del proyecto, que mostró un 

incremento relevante hacia el sprint 7, reflejando desafíos en la definición precisa del alcance. 

Por su parte, ñcambios en los requisitos experimentaronò variaciones moderadas a lo largo de 

los sprints, manteniéndose en un nivel de riesgo relativamente estable y decreciendo al 

acercarse el final del proyecto, lo cual indica una gestión adecuada de las modificaciones 

solicitadas por el cliente. 

En cuanto a dificultad en la comunicación, falta de compromiso del cliente y dependencia del 

cliente, se registraron fluctuaciones menos pronunciadas, sin llegar a niveles críticos que 

pudieran comprometer el desarrollo. Estos resultados sugieren que las estrategias 

implementadas para reforzar la comunicación y la colaboración con el cliente fueron efectivas 

para mantener estos riesgos bajo control. 

Figura 11.6 Gráfico de evolución de riesgos del cliente 
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11.3.3. Evolución de los r iesgos de tiempo  

Se identificaron tres riesgos clave: no lograr entregar un MVP, mala estimación de tareas e 

imprevistos. 

El riesgo más significativo en términos de variabilidad fue la mala estimación de tareas, que 

alcanzó su punto más alto en el Sprint 4 y mantuvo niveles elevados hasta el Sprint 8. 

Posteriormente, disminuyó de manera constante gracias a la implementación de estrategias 

como el refinamiento en la planificación y una mejor descomposición de tareas. 

El riesgo de no lograr entregar un MVP se mantuvo estable en la primera mitad del proyecto, 

pero comenzó a reducirse a partir del Sprint 7, lo que indica un mayor control sobre la 

planificación y ejecución del desarrollo. 

Por otro lado, los imprevistos mostraron un comportamiento constante hasta el Sprint 10, 

cuando comenzaron a descender, esto se dio ya que la probabilidad que pasen a medida que el 

proyecto se acercaba al final eran obstante baja. 

En general, la gestión de los riesgos de tiempo fue efectiva, logrando reducir los principales 

factores que podrían haber afectado la entrega del proyecto. 

Figura 11.7 Gráfico de evolución de riesgos de tiempo 
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11.3.3. Evolución de los r iesgos técnicos  

Dentro de la categor²a de riesgos t®cnicos, la ñcomplejidad en los requisitos t®cnicosò fue uno 

de los factores con mayor impacto en las etapas iniciales del proyecto. Este riesgo se mantuvo 

elevado hasta los sprints intermedios debido a la necesidad de integrar múltiples componentes, 

tecnologías e investigación sobre inteligencia artificial, lo que generó incertidumbre en el 

desarrollo. Sin embargo, la clarificación de especificaciones permitió reducir su impacto en las 

fases posteriores. 

Otro riesgo significativo fue el entrenamiento del modelo, que comenzó con un alto nivel de 

incertidumbre debido a la falta de conocimiento en esta área y la necesidad de ajustar 

hiperparámetros. A lo largo del proyecto, la continua iteración en el modelo y la optimización 

de los procesos contribuyeron a una disminución de este riesgo. De manera similar, los errores 

en la implementación y los retrasos en la entrega por diseño mostraron una tendencia 

decreciente conforme se refinaron las metodologías de desarrollo y revisión de código. 

En contraste, riesgos como fallas en pruebas y malos controles de calidad presentaron un ligero 

aumento en los sprints intermedios, reflejando dificultades en la validación del sistema. Sin 

embargo, la adopción de pruebas unitarias más rigurosas y la implementación de controles de 

calidad permitieron mitigar su impacto en las etapas finales. Por último, el riesgo de exceder 

el límite de crédito se mantuvo bajo y controlado, sin representar una amenaza significativa 

para el desarrollo del proyecto monitoreándolo constantemente.  

En general, la evolución de los riesgos técnicos demuestra una gestión efectiva, con una 

reducción progresiva de los factores críticos a medida que avanzaban los sprints. 
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Figura 11.7 Gráfico de evolución de riesgos técnicos 

11.4. Lecciones aprendidas 

La gestión de riesgos en el proyecto permitió identificar la importancia de una 

planificación temprana y una respuesta ágil ante posibles problemas. Uno de los principales 

aprendizajes fue la necesidad de establecer mecanismos de monitoreo continuo, lo que facilitó 

la detección temprana de riesgos y permitió aplicar estrategias de mitigación antes de que 

afectaran significativamente el desarrollo. Asimismo, la documentación clara de los riesgos y 

su evolución resultó clave para la toma de decisiones informadas, evitando que problemas 

técnicos o de equipo se convirtieran en obstáculos críticos.    

Otro aspecto relevante fue el impacto positivo de la comunicación efectiva dentro del equipo. 

La transparencia en la identificación y discusión de riesgos permitió una mejor distribución de 

responsabilidades y una mayor colaboración para encontrar soluciones. Además, la flexibilidad 

en la planificación y la capacidad de adaptación frente a imprevistos resultaron esenciales para 

reducir la incertidumbre y mantener el ritmo del proyecto. En conjunto, estos aprendizajes 

contribuyen a fortalecer la gestión de riesgos en futuros proyectos, asegurando un desarrollo 

más predecible y eficiente. 
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12. Gestión de la comunicación 

Este capítulo detalla los actores involucrados en la comunicación durante el desarrollo 

del proyecto, los canales utilizados, la frecuencia de los intercambios y las principales temáticas 

abordadas.  

El objetivo principal es mantener informados a todos los participantes e interesados sobre el 

progreso del proyecto. Además, la comunicación permitió garantizar la alineación entre las 

necesidades del cliente, las expectativas del tutor y la planificación del equipo, asegurando que 

la solución desarrollada cumpliera con los requisitos establecidos. 

12.1. Contactos de comunicación 

La comunicación efectiva fue un pilar fundamental para la coordinación del equipo de 

desarrollo con el tutor académico y el cliente. Para estructurarla, se establecieron diferentes 

canales y sesiones de contacto según la naturaleza de cada interacción. 

¶ Tutor académico: Se realizaron reuniones semanales mediante Google Meet, donde se 

discutieron avances técnicos, se resolvieron dudas y se obtuvo orientación sobre la 

dirección del proyecto. 

¶ Cliente: Se llevaron a cabo reuniones bisemanales a través de Microsoft Teams. En 

estas sesiones, se presentaban demostraciones del producto, se recopilaba 

retroalimentación y se establecían iteraciones para la mejora del asistente. 

¶ Comunicación asincrónica: Se utilizó Slack y correo electrónico para resolver dudas 

puntuales y mantener la documentación organizada. 

 

12.2. Medios y herramientas 

Para garantizar una comunicación efectiva y documentada, se utilizaron diversas 

herramientas digitales adaptadas a las necesidades del proyecto: 

Á Google Meet: Para reuniones semanales con el tutor académico. 
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Á Microsoft Teams: Para reuniones bisemanales con el cliente, incluyendo 

funcionalidades de compartición de pantalla y grabación de reuniones. 

Á Slack: Canal de contacto continuo y directo para información rápida y cambios en 

ceremonias. 

Á Google Drive: Carpeta compartida con el tutor para almacenar documentación técnica 

y actas de reuniones. 

Á Actas de reunión: Registro escrito de cada sesión, permitiendo un seguimiento detallado 

de decisiones y compromisos. 

 

12.3. Frecuencia de comunicación 

Se estableció una periodicidad de comunicación equilibrada para evitar reuniones 

innecesarias: 

Á Reuniones semanales con el tutor: Aproximadamente 45 minutos por sesión. 

Á Reuniones bisemanales con el cliente: 30 minutos cada dos semanas. 

Á Comunicación asincrónica: Slack y correo electrónico según la necesidad. 

 

12.4. Responsabilidad de la comunicación 

El motivo principal de la distribución de la información fue mantener alineados a todos 

los interesados y garantizar que las decisiones tomadas estuvieran respaldadas por todos los 

actores del proyecto. Cada tipo de comunicación cumplió una función específica: 

Á Tutor académico: Supervisión del avance académico y orientación en la metodología 

aplicada. 

Á Cliente: Asegurar que el producto cumpliera con sus necesidades y requerimientos. 

Á Equipo de desarrollo: Coordinación interna y resolución de dudas técnicas. 

 



   

 

  189 

 

13. Gestión de la calidad 

La gestión de la calidad, según las normas ISO 9001 e ISO/IEC 25010, es el conjunto 

de prácticas y procesos destinados a asegurar que un producto o servicio cumpla con los 

requisitos especificados y satisfaga las expectativas de los usuarios [71], [40].  

Esta gestión implica la planificación, aseguramiento y control de la calidad a lo largo del ciclo 

de vida del proyecto.  

Siguiendo estos estándares, el proceso de calidad no solo busca la detección y corrección de 

defectos, sino también la mejora continua mediante metodologías estructuradas que optimizan 

la entrega de software robusto y alineado con las necesidades del negocio y del usuario final. 

 

13.1. Objetivos de calidad 

Para poder gestionar la calidad, definimos los siguientes objetivos: 

Á Garantizar la satisfacción del cliente: 

Á Medir y optimizar la percepción del usuario final mediante encuestas y reuniones 

de feedback. 

Á Mantener un alto grado de satisfacción del cliente en encuestas de validación 

Á Asegurar la precisión y coherencia de las recomendaciones del asistente IA: 

Á Implementar validaciones automáticas para las respuestas generadas. 

Á Garantizar la usabilidad y experiencia del usuario: 

Á Evaluar la facilidad de uso del sistema mediante pruebas con usuarios. 

Á Asegurar un tiempo óptimo de interacción con el cliente para la toma de decisiones. 

Á Mantener la confiabilidad y disponibilidad del sistema: 

Á Aplicar métricas de disponibilidad para que el sistema esté operativo la gran 

mayoría del tiempo. 
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Á Asegurar que el código y la infraestructura cumplan con estándares de calidad. 

Á Optimizar la eficiencia del flujo de trabajo mediante automatización: 

Á Reducir el tiempo necesario para desplegar infraestructura automatizando procesos. 

Á Asegurar la eficiencia en el desarrollo del proyecto 

Á Mantener un flujo de trabajo ágil a través de metodologías como Scrum y Kanban, 

asegurando entregas iterativas y frecuentes. 

Á Optimizar la resolución de incidencias mediante reuniones de revisión y 

priorización de tareas. 

Á Garantizar la claridad y trazabilidad de la documentación 

Á Estandarizar la documentación utilizando formatos consistentes para actas de 

reunión, reportes de avance y especificaciones técnicas. 

Á Mantener una estructura clara en los documentos para que cualquier miembro del 

equipo pueda entender el contenido sin necesidad de explicaciones adicionales. 

Á Optimizar la comunicación y registro de decisiones 

Á Documentar acuerdos clave en cada reunión con el tutor y el cliente. 

Á Mantener registros organizados de feedback y cambios solicitados para evitar 

pérdidas de información. 

 

13.2. Plan de calidad 

La gestión de calidad en el desarrollo del proyecto es un componente clave para 

garantizar que el producto cumpla con las expectativas de los clientes, los requisitos 

funcionales y no funcionales, y los estándares establecidos por la facultad. Para lograrlo, se 

adoptó un enfoque basado en la norma ISO 9001, incorporando: 

Á Enfoque basado en procesos: se documentaron y revisaron sistemáticamente los flujos 

de trabajo (desarrollo, integración, validación). 
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Á Planificación y definición de objetivos de calidad: se establecieron indicadores 

medibles y revisiones periódicas para verificar su cumplimiento. 

Á Control de la documentación: el manejo de versiones y la trazabilidad de cambios se 

realizaron mediante repositorios centralizados y herramientas de colaboración. 

Á Gestión de no conformidades: se utilizaron tableros de incidencias para registrar, 

clasificar y resolver problemas de forma oportuna. 

Á Mejora continua: se aplicaron retrospectivas (internas y con el cliente) para proponer y 

ejecutar acciones correctivas y preventivas en cada ciclo de desarrollo. 

Este enfoque permitió asegurar que tanto el proceso como el producto resultante alcancen altos 

niveles de calidad a lo largo del ciclo de vida del proyecto. 

El mismo, se puede encontrar en el anexo. 

 

13.3. Aseguramiento de calidad  

El aseguramiento de calidad comprende un conjunto de estándares, actividades, 

métricas y evaluaciones sistemáticas diseñadas para verificar que tanto el producto como el 

proceso cumplen con el plan de calidad definido.  

13.3.1 Aplicación de estándares  

Para garantizar la uniformidad y calidad del código y la documentación, se adoptaron 

estándares ampliamente reconocidos en la industria y requeridos por la Universidad ORT 

Uruguay. Estos estándares permitieron establecer lineamientos claros que aseguraron la 

coherencia y la correcta ejecución del proyecto. 

13.3.1.1. Estándares de documentación  

Para la documentación del proyecto, se siguieron las directrices establecidas en diversos 

documentos proporcionados por la universidad: 

¶ 302: Normas específicas para la presentación de trabajos finales de carrera.  



   

 

  192 

 

¶ 303: Hoja de verificación de formato para trabajos finales de carrera de la Facultad de 

Ingeniería.  

¶ 304: Normas para el desarrollo de trabajos finales de carrera.  

¶ 306: Orientación para títulos, resúmenes o abstracts e informes de corrección de trabajos 

finales de carrera. 

Estos documentos sirvieron como referencia para garantizar una estructura clara, un formato 

adecuado y el cumplimiento de los requisitos académicos exigidos en la presentación de la 

documentación del proyecto. 

13.3.1.2. Estándares de codificación  

Para garantizar la calidad, mantenibilidad y coherencia del código en nuestro proyecto, 

seguimos una serie de estándares de codificación. Estos estándares aseguran que el código sea 

legible, eficiente y alineado con las mejores prácticas de la industria. A continuación, se 

mencionan algunos de los estándares más destacados: 

Principios de Clean Code  

Se adoptaron los principios de Clean Code para mantener un código limpio, claro y fácil de 

entender [72]. 

Formateo de código usando Prettier  

Para el formateo del código se utilizó Prettier, una herramienta que garantizó un estilo de 

código consistente en todo el proyecto. Prettier se encargó de aplicar reglas de formato 

automáticamente, eliminando debates sobre estilos y asegurando una estructura uniforme del 

código [73]. 

Uso de tipos en TypeScript  

El proyecto fue desarrollado en TypeScript para aprovechar las ventajas del tipado estático, lo 

que mejoró la seguridad y la mantenibilidad del código [74].  
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Uso de Linter con TSLint/ESLint   

Un linter es una herramienta que analiza el código fuente para identificar errores, malas 

prácticas y posibles mejoras en el estilo de programación. Su propósito es garantizar que el 

código siga convenciones de estilo predefinidas y sea más fácil de leer y mantener. Para 

garantizar que el código cumpliera con las mejores prácticas y evitar errores comunes, se utilizó 

TSLint y ESLint con reglas específicas para TypeScript. 

Idioma del Código  

Todo el código, comentarios y Pull Requests (PRs) estuvieron en inglés para asegurar 

coherencia y facilitar la colaboración con equipos internacionales o futuros miembros del 

equipo. 

Pull Requests (PRs)  

Para mantener un flujo de trabajo organizado y fácil de rastrear, seguimos estas reglas para los 

Pull Requests:  

Á Los nombres de los PRs deben ser descriptivos e incluir el número de tarea 

correspondiente del tablero.  

Á Se deben agregar labels que describan el tipo de cambio (feature, bugfix, refactor, 

etc.) y el área (frontend, backend, machine learning, infraestructura).  

Á Se debe proporcionar una descripción clara de los cambios realizados y su impacto 

en el sistema. 

 

13.3.2. Prácticas de aseguramiento de la calidad 

Además de la aplicación de estándares, se implementaron prácticas específicas de 

aseguramiento de la calidad para verificar la correcta ejecución del proyecto. Estas prácticas 

permitieron identificar y corregir errores de manera temprana, asegurando un producto final 

robusto y confiable. 
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13.3.2.1. Revisiones:  

Revisiones de código  

Se utilizaron Code reviews a lo largo del proyecto para intentar asegurar una estándar de calidad 

tanto del código como de la lógica a utilizar. Se planteó tener reglas sobre los Pull Request 

(PR) para que exista revisión de al menos un integrante del equipo. Esto implica que no se 

pueda subir cualquier tipo de código sin revisión pero que tampoco genere demoras esperando 

4 aceptaciones. 

 

Figura 13.1 Captura de template de Pull Request en GitHub 
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Figura 13.2 Captura de una revisión de código 
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Revisiones de producto 

Se hicieron reuniones de manera continua con el cliente cada dos semanas para revisar el 

progreso del producto. En estas se realizaron pequeñas demos mostrando avances y nuevas 

implementaciones realizadas. Fueron de gran ayuda para obtener feedback continuo mejorando 

el producto basado en las expectativas del cliente. Esto se puede encontrar en el Anexo. 

Revisiones académicas 

A lo largo del desarrollo del proyecto, se realizaron tres instancias formales de revisión 

académica, en las cuales el equipo presentó avances clave a un revisor académico de la 

universidad designado en conjunto con el tutor. Estas revisiones tuvieron como objetivo no 

solo compartir el progreso técnico y funcional, sino que también recibir feedback 

metodológico, técnico y documental, asegurando que el proyecto mantenga un estándar acorde 

a las exigencias académicas. Las reuniones fueron documentadas mediante informes de 

revisión y almacenadas en una carpeta compartida de Google Drive. Esta trazabilidad permitió 

al equipo mantener un historial de evolución, alineando las entregas finales a las expectativas 

del revisor y los estándares de la carrera. 

Revisiones internas del equipo.  

Como parte de la estrategia de aseguramiento de calidad y mejora continua, al cierre de cada 

sprint se llevaron a cabo revisiones internas del equipo. Estas sesiones tenían como objetivo 

evaluar el desempeño del sprint, identificar buenas prácticas a mantener y detectar áreas de 

mejora dentro del proceso de desarrollo. 

Para estructurar la evaluación, el equipo utilizó la metodología DAKI (Drop, Add, Keep, 

Improve), la cual permite reflexionar sobre las prácticas actuales y definir ajustes para el 

próximo sprint.  

La dinámica consistió en completar un tablero con las siguientes secciones: 

Á Drop (Dejar de hacer): Identificar prácticas que no agregaron valor o que fueron 

ineficientes durante el sprint. 
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Á Add (Agregar): Proponer nuevas prácticas o herramientas que podrían mejorar el 

proceso. 

Á Keep (Mantener): Reconocer prácticas que fueron exitosas y que se deben seguir 

aplicando en futuros sprints. 

Á Improve (Mejorar): Evaluar prácticas existentes que pueden optimizarse para 

hacerlas más efectivas. 

 

Figura 13.3 Captura del tablero DAKI 

 

13.3.2.2. Pruebas unitarias 

Unit tests 

Se obtuvo un alto porcentaje del código principal cubierto por test. Nos planteamos generar 

unit test para al menos 85% del código lo que en su conjunto con otras prácticas asegura una 

buena calidad del proyecto. Además, se creó un pipeline de GitHub que corre pruebas unitarias 

automáticamente antes de realizar un merge. 
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Figura 13.4 Captura de cobertura del código 

Figura 13.5 Captura de pruebas automatizadas 
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13.3.2.3. Validaciones  

Entregas intermedias  

El plan de aseguramiento de calidad contempló entregas parciales a lo largo del proyecto. Estas 

entregas permitieron validar el producto con el cliente de forma continua y detectar problemas 

temprano, reduciendo el riesgo de entregas finales defectuosas. Cada entrega fue acompañada 

de una reunión y documentación de feedback. 

Validación con experto  

Dado que el proyecto involucra tecnologías y conceptos avanzados de MLOps, se estableció 

como práctica clave la validación de los entregables técnicos con un experto en el área de 

Inteligencia Artificial Generativa. Esta evaluación cubrió tanto la adecuación de las 

recomendaciones generadas, la calidad de los scripts de IaC, como la eficiencia de las 

configuraciones sugeridas por el asistente. Esta revisión asegura que el producto no solo 

cumple funcionalmente, sino que aporta valor real y buenas prácticas de MLOps. Además, esta 

instancia permitió al equipo discutir las decisiones técnicas del modelo de inteligencia artificial. 

Figura 13.6 Captura de reunión con experto 
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Satisfacción del cliente 

Con el objetivo de asegurar que el producto final no solo cumpla con los requisitos técnicos, 

sino que también responda a las expectativas y necesidades reales del cliente, se implementó 

una práctica de medición de satisfacción del cliente.  

Esta práctica consistió en la realización de encuestas periódicas, aplicadas al cliente al final de 

cada entrega finalizada significativa o hito relevante dentro del proyecto. Las encuestas 

evaluaron diferentes aspectos, incluyendo: 

Á Nivel de satisfacción general con el avance presentado 

Á Percepción de la calidad funcional y técnica del producto. 

Á Grado de alineación entre el producto entregado y las expectativas iniciales. 

Á Valor aportado al proceso de MLOps y facilidad de uso de la herramienta. 

Á Claridad y fluidez en la comunicación y transparencia del equipo. 

Las encuestas se diseñaron en base a escalas numéricas (de 1 a 5) y permitieron detectar de 

manera temprana posibles disconformidades o desalineaciones, aplicando correcciones ágiles 

y asegurando que el producto final logrará un alto nivel de conformidad. 

13.3.2.4. Pruebas de modelos  

Pruebas para el modelo. (Instruction Iterator). 

Dado que uno de los elementos clave del proyecto es el modelo generativo encargado de 

analizar las necesidades del usuario y generar recomendaciones de infraestructura, se 

implement· una pr§ctica espec²fica de aseguramiento de calidad denominada ñInstruction 

Iterationò.  

Esta práctica consistió en la creación de una notebook especializada que permitió al equipo 

iterar de manera controlada sobre la instrucción del modelo.  

El objetivo principal fue encontrar la redacción óptima de esta instrucción, asegurándonos que 

el modelo se comporte de manera balanceada ante las consultas de los usuarios. El balance 

ideal se define como: 
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Á Precisión técnica de las recomendaciones 

Á Claridad de las respuestas 

Á Flexibilidad para adaptarse a distintos contextos dentro de MLOps. 

Á Consistencia a lo largo de distintas conversaciones. 

Esta práctica resultó fundamental para garantizar que el modelo generativo se comportara de 

manera consistente y útil dentro del flujo de trabajo de los usuarios finales, logrando que las 

recomendaciones fueran técnicamente válidas y contextualmente relevantes. 

Validación del modelo con Langsmith 

Se incorporó el uso de la herramienta LangSmith, una plataforma especializada en el 

monitoreo, trazabilidad y análisis de interacciones con modelos de lenguaje. Esta práctica 

permitió obtener métricas clave sobre el desempeño real del modelo en producción, así como 

detectar patrones de uso y posibles puntos de mejora. 

El objetivo de esta práctica tuvo como finalidad: 

Á Medir el rendimiento en tiempo real del modelo 

Á Detectar posibles errores o respuestas inconsistentes 

Á Obtener métricas objetivas sobre la eficiencia del modelo. 

Á Registrar un historial completo de trazas de interacción entre el usuario y el modelo, 

permitiendo auditoría y análisis. 

La incorporación de esta herramienta permitió pasar de un enfoque reactivo (esperar que el 

cliente detecte errores) a un enfoque proactivo, donde el propio equipo puede anticipar 

problemas basándose en métricas objetivas y trazabilidad completa. Esto no solo mejoró la 

estabilidad y confiabilidad del sistema, sino que aportó un registro histórico valioso para 

análisis posteriores. 

13.3.2.5. Capacitación como parte del aseguramiento de la Calidad 
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Estudio de cursos 

Como parte del aseguramiento de la calidad del proyecto, se implementó un plan de 

capacitación técnica para garantizar que el equipo contara con los conocimientos necesarios en 

tecnologías clave. Este plan incluyó cursos y estudio de documentación oficial, asegurando que 

las decisiones técnicas estuvieran respaldadas por buenas prácticas de la industria y que la 

calidad del producto fuera óptima. 

13.4. Plan de métricas 

El monitoreo constante del desempeño del producto y del proceso es fundamental para 

medir el cumplimiento de los objetivos de calidad. Para ello, se definió un conjunto de métricas 

centradas en el valor entregado al cliente, conocidas como Client Value Metrics. 

 

13.4.1 Definición de métricas 

Las métricas seleccionadas, adaptadas a las particularidades del proyecto y el cliente, son las 

siguientes: 

Métrica 1: 

Nombre: Grado de satisfacción del cliente 

Información que aporta: Nivel de conformidad del cliente respecto al asistente, sus 

funcionalidades y la interfaz. 

Escala: Nominal 

Unidad: Escala de 1 a 5 

Fórmula:  No aplica 

Recolección: 

Á Método: Encuestas y reuniones de demostración con el cliente. 

Á Responsable: Product Owner. 
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Á Almacenamiento: Documentación en Google Drive y encuestas en Google Forms o 

Google Sheets. 

  

Métrica 2:  

Nombre: Grado de satisfacción del cliente respecto a la usabilidad 

Información que aporta: Cuan conforme se encuentra el cliente en términos  

Escala: Nominal 

Unidad: Escala de 1 a 5 

Fórmula:  No aplica 

Recolección: 

Á Método: Encuestas y reuniones de demostración con el cliente. 

Á Responsable: Equipo. 

Á Almacenamiento: Documentación en Google Drive y encuestas en Google Forms o 

Google Sheets. 

  

Métrica 3: 

Nombre: Grado de completitud de diagramas generados 

Información que aporta: Qué tan bien los diagramas reflejan la infraestructura recomendada. 

Escala: Nominal 

Unidad: Escala 1 a 5 

Fórmula:  No aplica 

Recolección: 

Á Método: Revisión con cliente y usuarios. 

Á Responsable: Product Owner + Equipo. 

Á Almacenamiento: Google Sheets. 
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Métrica 4: 

Nombre: Cantidad de reuniones con el cliente a lo largo del proyecto 

Información que aporta: Grado de fluidez y compromiso de la comunicación con el cliente 

Escala: Absoluta 

Unidad: Cantidad por sprint 

Fórmula:  No aplica 

Recolección: 

Á Método: Reuniones con el cliente. 

Á Responsable: Equipo. 

Á Almacenamiento: Documentación en Google Drive. 

  

Métrica 5: 

Nombre: Tiempo promedio de validación de recomendaciones con el cliente 

Información que aporta: Agilidad en la validación del producto. 

Escala: Absoluta 

Unidad: Días 

Fórmula:  Promedio (Tiempo entre entrega y feedback recibido) 

Recolección: 

Á Método: Registro en actas de reuniones. 

Á Responsable: Product Owner. 

Á Almacenamiento: Google Drive. 

  

Métrica 6: 

Nombre: Tiempo de respuesta promedio del modelo LLM 
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Información que aporta: Performance del componente de IA generativa. 

Escala: Absoluta 

Unidad: Segundos 

Fórmula:  Promedio (Tiempo entre request y response del modelo) 

Recolección: 

Á Método: Logs de interacción LangSmith. 

Á Responsable: Ingeniero ML. 

Á Almacenamiento: Logs y planilla de métricas. 

  

Métrica 7: 

Nombre: Tiempo promedio de generación de IaC 

Información que aporta: Cuánto demora el sistema en responder con un archivo IaC 

completo. 

Escala: Absoluta 

Unidad: Segundos 

Fórmula:  Promedio (5 generaciones de IaC) 

Recolección: 

Á Método: Logs de interacción LangSmith. 

Á Responsable: Desarrolladores. 

Á Almacenamiento: Logs y planilla de métricas. 

  

Métrica 8: 

Nombre: Tiempo promedio de generación de diagrama 

Información que aporta: Cuánto demora el sistema en generar un diagrama 

Escala: Absoluta 
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Unidad: Segundos 

Fórmula: Promedio  

Recolección: 

Á Método: Medición directa desde logs del backend. 

Á Responsable: Desarrolladores. 

Á Almacenamiento: Logs y planilla de métricas. 

  

Métrica 9: 

Nombre: Cobertura de código 

Información que aporta: Nivel de cobertura de tests sobre el código desarrollado. 

Escala: Porcentual 

Unidad: Porcentaje 

Fórmula:  (Líneas cubiertas por tests / Total de líneas de código) * 100 

Recolección: 

Á Método: Herramientas de testing (Jest) 

Á Responsable: Desarrolladores. 

Á Almacenamiento: Reportes de pruebas + Google Sheets de seguimiento. 

  

Métrica 10: 

Nombre: Porcentaje de tareas completadas 

Información que aporta: Cumplimiento del equipo con lo planificado por sprint. 

Escala: Porcentual 

Unidad: Porcentaje 

Fórmula:  (Tareas completadas / Tareas planificadas) * 100 
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Recolección: 

Á Método: Tablero Jira. 

Á Responsable: Scrum Master. 

Á Almacenamiento: JIRA. 

 

Métrica 11: 

Nombre: Tasa de éxito en la ejecución de pipelines de despliegue 

Información que aporta: Qué tan confiable es la automatización de CI/CD. 

Escala: Porcentual 

Unidad: Porcentaje 

Fórmula:  (Pipelines exitosos / Total de pipelines ejecutados) * 100 

Recolección: 

Á Método: Historial de Code Pipeline. 

Á Responsable: Desarrollador Backend. 

Á Almacenamiento: Google Sheets. 

  

Métrica 12: 

Nombre: Acumulación de incidencias 

Información que aporta: Permite analizar la evolución de las incidencias en el tiempo 

Escala: Continua 

Unidad: Número de incidencias acumuladas 

Fórmula:  No aplica 

Recolección: 

Á Método: Registro automatizado en herramientas de monitoreo de Jira. 
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Á Responsable: Equipo 

Á Almacenamiento: Google Drive. 

 

13.5. Seguimiento de métricas 

 

Figura 13.7. Grado de satisfacción general del cliente. 
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Figura 13.8. Grado de satisfacción del cliente respecto a la usabilidad 

 

 

Figura 13.9. Grado de completitud de los diagramas generados 
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Figura 13.10. Seguimiento de cantidad de reuniones con el cliente 

 

Entrega  Fecha de entrega Fecha de feedback Tiempo de validación (días) 

Entrega 1 17/12/2024 26/12/2024 9 

Entrega 2 07/01/2025 14/01/2025 7 

Entrega 3 30/01/2025 05/02/2025 6 

Tiempo promedio - - 7.3 

Tabla 13.1. Detalle de entregas intermedias al cliente 
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Figura 13.11. Seguimiento de tiempos respuestas de features 

 

 

Figura 13.12. Seguimiento de cobertura de código 
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Figura 13.13. Comparativa de cantidad de tareas planificadas y tareas completadas 

 

 

 

Figura 13.14. Comparativa de story points de tareas planificadas y tareas completadas 



   

 

  213 

 

 

Figura 13.15. Tasa de éxito en la ejecución de pipelines automáticos de despliegue 

 

 

 

Figura 13.16. Acumulación de incidencias 

 

 






























































































































































