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Abstract

En este trabajo se presenta una propuesta e implementacion de una estructura ba-
sada en circuitos cuanticos que utiliza técnicas de redes neuronales clésicas para la
resolucion de un problema cuantico. El estado del arte en la computacion cuéntica
en este momento es tal que la programacion de las computadoras cuanticas actuales
se basa aun en ordenar compuertas bésicas. Si bien los postulados de la mecanica
cuantica garantizan que cualquier operacion unitaria es una operaciéon admisible en
un sistema cuantico, alin no se cuenta con un método sistematico para la traduccion
de estas operaciones a compuertas béasicas. Mediante el uso de una red neuronal mul-
ticapa con una unidad béasica formada por compuertas unitarias generales y CNOTs,
este trabajo pretende ofrecer una solucion al problema planteado utilizando técnicas
de machine learning, especificamente una red neuronal multicapa feedforward con
aprendizaje supervisado mediante el algoritmo de maximo descenso. A su vez, el
aprendizaje de la red esta asistido por el uso de dos tipos de correlaciones cuénticas,
Mutual Information (MI)y Cumulative Correlation Measure (CCM) para determi-
nar cuantos CNOTSs requiere el algoritmo, y entre qué qubits deben estar. Los resul-
tados muestran que el modelo de la red es adecuado para la prediccién de diversos

algoritmos con tanta precisiéon como el usuario pueda desear.
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Introducciéon

A fines del siglo XX surgié un nuevo paradigma de la computacién que se basa
en explotar propiedades cudnticas para lograr resolver problemas en los cuales las
computadoras cldsicas son ineficientes, al menos en teoria (1). Existen un punado de
algoritmos prometedores (2) (3) (4), pero esta rama de la computacién todavia estd
en fase experimental dado a que la construccion del hardware es costosa y delicada,
puesto que las tecnologias actuales requieren que la computadora se mantenga a

unas milésimas de Kelvin por encima de cero absoluto.

Otra de las grandes limitantes actuales es que el estado del arte a 2021 aun se basa en
programar armando cascadas de compuertas, de manera muy similar a los origenes
de la electronica digital. Adn se estan estudiando lenguajes de programacion de
alto nivel, y los de bajo de nivel disponibles cuentan tinicamente con instrucciones
para montar series de compuertas. Si bien los postulados de la mecanica cuantica
que rigen la evolucién de los sistemas de qubits pautan que cualquier operaciéon
unitaria puede modificar su evolucién, al dia de hoy, se ha estudiado poco la manera
sistematica de descomponer una matriz unitaria en bloques béasicos de manera de
poder correr cualquier algoritmo en una computadora cudntica. Por esto, lograr
traducir matrices unitarias en bloques sencillos es de gran interés y es el problema
que trata este trabajo.

Aplicando técnicas de aprendizaje automatico con propagacion hacia adelante
Unicamente, se entrena a una red cuantica neuronal, a partir de conjuntos de entrada
y de salida de entrenamiento, donde la neurona bésica se define a partir de un
conjunto de compuertas cuanticas, que son generadores universales de cualquier
operacién unitaria. A su vez, se explotan propiedades cuanticas, especificamente el
entrelazamiento y su correspondiente cambio de correlacion, para hacerla optimizar

los recursos, o sea menos costosa computacionalmente.

Los resultados obtenidos son prometedores: la red logra aprender y por tanto tradu-
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cir un conjunto variado de operaciones cuanticas, incluyendo al algoritmo de Deutsch
(5). Ademas, se descubrieron casos en que la red falla y se ofrecen potenciales solu-

ciones para el desempeno en estos casos.
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Capitulo 1: Introduccion a la

computaciéon cuantica

1.1 Postulados

La computacién cudntica se basa en cuatro postulados. (6)

e Postulado 1: Definicién de un qubit o quantum bit
e Postulado 2: Como evolucionan los qubits
e Postulado 3: Como la medida afecta a los qubits

e Postulado 4: Como los qubits se combinan para crear sistemas de varios qubits.
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1.2 Postulado 1: El qubit

Primer postulado:

“Todo sistema fisico aislado tiene asociado un espacio vectorial complejo con un producto
interno (i.e. un espacio de Hilbert) conocido como espacio de estados del sistema. El
sistema estd completamente definido por su vector de estados, que es un vector unitario

en el espacio de estados del sistema” [7]

La unidad bésica clasica que se utiliza para representar los datos es el bit y formando
arreglos de estos se crean las memorias clasicas. El bit clasico puede tomar uno de dos
valores: 1 0 0. En la computacién cudntica el bit tiene su andlogo: el qubit (quantum bit).
Desde un punto de vista fisico, el qubit estd asociado al estado del spin de un electrén que
puede tomar valores 1 (down) o cero (up). En computacién cuéntica se usa una notacién
especial denominada notaciéon de Dirac en honor al fisico matematico del mismo apellido.
Escencialmente, es una herramienta para representar vectores en el espacio de Hilbert. Por

ejemplo, el estado de un qubit |0) estd dado por:

1
0) = (1)
0
Mientras que el |1) estd dado por:
0
1) = (2)
1

Los estados |0) y |1) son conocidos como base del espacio de estados de un qubit, es decir,
cualquier vector de estados de un qubit puede ser escrito como una combinacion lineal de
la base, donde esta es el generador minimo del estado. A estas combinaciones lineales se

las llama superposicién en computacion cuantica, y es esta propiedad la diferencia central
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con un sistema de computacién clésico. Por ejemplo, el estado presentado a continuacién

es un estado valido de un sistema de un qubit.

W) = |0) + B [1) 3)

donde a, 8 € C y se les conoce como amplitudes.

En computacion clésica el valor de los bits queda determinado de forma precisa, es decir,
el dato no depende de quien lee la memoria. En cambio, en general, en computacion
cuantica no se puede recuperar el estado exacto: al medir un estado cuantico se destruye
la superposicion, y se obtiene uno de los estados de la base. Para ejemplificar, en el caso
del estado |¥), al medir se obtiene el estado |0) con una probabilidad |a|? y el estado |1)
con una probabilidad |3|?. Pero, generalmente, no es posible recuperar estas amplitudes y
por tanto, no es posible saber el estado exacto en que se encuentra el qubit. El cuadrado
de los médulos de « y 8 son probabilidades por lo que el estado |¥) debe ser unitario, y

debe satisfacer:

jaf? + 167 =1 (4)

A su vez, hay dos tipos de operaciones relevantes en los espacios de Hilbert: el producto
interno y el producto externo, que la notacién de Dirac permite plantear. El producto
interno es el mismo que entre vectores en el dlgebra cldsica, y se nota como (V|V¥), que
resultaria en el médulo cuadrado del estado ¥. Por otro lado el producto externo entre
dos vectores estd dado por la expresién |¥) (¥|. Este producto entre vectores resulta en

una matriz, de la forma:

a la? B
W) (W] = [ ot B ] = ()
Ba* |BI?

Es decir, cada entrada (i,j) de la matriz resultante se obtiene multiplicando la componente

i del vector columna por la componente conjugada j del vector fila.

14



1.3 Postulado 2: Como evolucionan los qubits
El segundo postulado:

“La evolucion de un sistema cudntico cerrado estd descripto por una transformacion
unitaria. Esto es, el estado |V) del sistema en un tiempo t1 se relaciona con el estado
|U’") del sistema en un tiempo ta por medio de un operador unitario U que solo depende

de los tiempos t1 y to” [8]
V) = U|¥) (6)

Si bien no es sencillo encontrar el sistema fisico asociado a la tranformacion que se quiere
emplear, los postulados de la mecénica cudntica garantizan que la matriz existe y es uni-
taria. Debe ser unitaria para preservar la norma de los estados, cuyo médulo no puede ser
mayor que uno por tratarse de suma de probabilidades. Para sistemas de un qubit, exis-
ten algunas transformaciones notables, que luego pueden ser generalizadas para sistemas
de varios qubits. Algunos operadores unitarios de interés son los de Pauli, dados por las

matrices de las ecuacién (7 a 10).

10

I = (7)
0 1
01

X = (8)
10
0 —2

Y = 9)
i 0
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X|0) = - (12)

Al operador X se le conoce como el andlogo cudntico a la compuerta NOT clésica, dado

a que cambia las amplitudes entre los estados de la base.

Z1w) = - (13)
0 -1 B -

Por otro lado, al operador Z se le conoce como Phase Flip, puesto que altera la fase relativa

a un eje.

Y|U) = = (14)

Por tultimo, al operador Y se le conoce como Bit-Phase Flip, dado a que tiene la misma

accién que aplicar los operadores X y Z en cascada.

Estos cuatro operadores notables llevan su nombre en honor del fisico austriaco Wolfgang

Pauli. Para este trabajo serdn necesarios algunos otros operadores, como ser el de Walsh-
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Hadamard dado por la matriz que se muestra a continuacién junto con su accién sobre el

estado |U) .

H W) = - — (15)

1 -1 15} a—p

Sl
S

Por 1ltimo, el operador Cyor, o controlled-Not, operador de un sistema de al menos dos

qubits, que niega el valor del segundo qubit si y solo si el primero es |1).

1 0 0O
01 0 0
Cnor = (16)
00 0 1
00 10

1.4 Postulado 3: Como la mediciéon afecta a los qu-

bits
El tercer postulado:

”Las mediciones cudnticas estdn descriptas por un conjunto M,, de operadores de me-
dida. Estos son operadores que actian en el espacio de estados del sistema que se quiere
medir. El indice m refiere a los posibles resultados que puedan surgir de realizar la medi-

cion.” 9]

Si el estado del sistema cudntico es |¥) inmediatamente antes de la medida, entonces al

probabilidad de obtener el resultado m estda dada por el producto interno:

p(m) = (U| M}, M,,|T) (17)

17



Y el estado del sistema luego de la medida es:

My, | V)
(T M My | ©)

(18)

Como mencionado anteriormente, la probabilidad de obtener el resultado m estd dado por

la ecuacién (17), y como tales deben satisfacer:

L=3 p(m) =7 (VM My|¥) (19)

m

De donde se desprende que los operadores M, deben satisfacer la siguente relacién para

que la ecuacién (19) se cumpla.

> MMy =1 (20)

Para mayor claridad analizaremos el caso de una medida en un sistema de un qubit més
concretamente: analizaremos el resultado de medir el estado ¥ definido en la ecuacion (3).
En este caso, se tienen solo dos elementos en la base y por tanto, los operadores estan

dados por My = [0) (0| y M; = |1) (1], o sea:

10 00
My = M = (21)

00 01

Notando que estos operadores cumplen la ecuacién (20) y que el resultado de elevar cada

matriz al cuadrado es si misma, calculamos la probabilidad de medir 0 (notado p(0)):

p(0) = (UM Mo| W) = (W|My| ) (22)

p(0) = |af” (23)
Y el estado resultante luego de la medida es:

| |

18



Siguiendo el mismo razonamiento podemos calcular la probabilidad de obtener 1 y el

estado resultante luego de la medida:

p(1) = | (25)
M W) Bl0)
EL (26)

Mientras no se mida el estado del sistema, este es efectivamente una superposicion de
estados base. Luego de realizar una medicién, esa superposicion se rompe, y el estado

colapsa a un estado de la base del operador de medida.

1.5 Postulado 4: Como se combinan para crear sis-

temas de varios qubits

El cuarto postulado, donde ® denota el producto tensorial:

7 El espacio de estados de un sistema fisico compuesto es el producto tensorial de los
espacios de estados de las componentes del sistema. Ademds, si las componentes estdn
numeradas desde 1 hasta n, y el sistema nimero i estd en el estado |¥;), entonces el

estado completo del sistema total es |¥1) ® |Va) ... ® |U,)” [10]

Tomemos, por ejemplo, un estado de dos qubits |¥) = [¢)®|¢p) y |¢) = |¢) = %(|0>+|1>)
Para encontrar el espacio de estados del sistema de dos qubits descripto por ellos, basta

con calcular el producto tensorial 1)) ® |¢), el cual resultaria:

1 1
el =70 +1) 5<|0> +11) (27)
) @) = %(!00> +101) + [10) +[11)) (28)
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1.6 Entrelazamiento cuantico

El entrelazamiento es una de las propiedades mas interesantes de los sistemas cudnticos.

Conceptualmente, el entrelazamiento cudntico es el fenémeno fisico que se observa cuando
un grupo de particulas interactian de manera tal que el estado cuantico de una particula
no puede ser descripto independientemente del estado de las otras particulas, ni siquiera
estando separadas una gran distancia. Es un fénomeno interesante, principalmente porque
no se da en la fisica cldsica. Para su mejor entendimiento, se da un ejemplo, siendo el
mas sencillo el de la teleportacién cuantica. La teleportacion cudntica es una técnica para
enviar estados cuanticos a largas distancias, sin enviar la informacién directamente por un

canal de comunicacién cuantico, que relaciona el estado recibido al del remitente.

Emmett y Marty trabajaron juntos y en ese tiempo crearon un par de qubits entrelaza-
dos, pero ahora viven en distintos puntos del planeta y cada uno tiene un qubit del par
entrelazado consigo. Anos mas tarde, Emmett debe hacerle llegar a Marty un estado de
un qubit |¥), pero él no conoce el estado del qubit que debe enviar y tinicamente puede
enviar informacién por un canal de comunicacion clasica. Emmett no puede determinar el
estado en el que se encuentra el qubit, puesto que solo posee una copia del mismo y aun si
pudiera, describirlo tomaria una cantidad infinita de informacién clasica. Cuanticamente
existe una solucién: Emmett hace interactuar el qubit que desea enviar con su qubit del par
entrelazado que comparte con Marty, y luego mide ambos qubits. Después de la medicién,
Emmett tiene uno de cuatro resultados posibles: 00, 01, 10 o 11. Le envia el resultado de
la medida a Marty por via clasica y dependiendo de la informacién recibida, Marty realiza
sobre su qubit del par entrelazado una de cuatro operaciones, de manera de obtener asi el

estado |¥). En la figura 1 se muestra un esquema de las operaciones que realizan ambos.

El estado |Bpo) representa el par entrelazado, de donde Emmett tiene el primer qubit
y Marty el segundo. Calculando entonces los estados intermedios |V¥;), asumiendo que

(W)= |0)+3 |1):

20
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Figura 1: Esquema para la teleportacién cudntica [12]

[To) = |¥) @ [Boo) (29)
[Wo) = \2[04 10) (100) + [11)) + B1) (]00) + [11))] (30)
Para calcular |U1), a la salida del Cyor:
(31)

W) = \2[@ 10) (100) +[11)) + 5 [1) (]10) + [01))]

Andlogamente, la compuerta Hadamard afecta al qubit de Emmett del par enlazado:

[Wa) = \}Q[Q(I(J) + [1))(100) + [11)) + £(]0) — [1))(]10) + [01))] (32)
Reescribiendo la expresién |Us)
[Wa) = \}5[!00> (@]0) + B11)) +01) («[1) + 310)) (33)
+[10) (a[0) = 8[1)) + [11) (a [1) — 50))]
Ahora Emmett realiza una medida sobre su qubit del par entrelazado.
[W3(00)) = [«]0) + B1)] (34)
(35)

[W3(01)) = [« [1) + 5]0)]
21



[W3(10)) = [«[0) — B1)] (36)

[W3(11)) = [« [1) = 510)] (37)

Donde la notacion |W3(ii)) se refiere al resultado obtenido al medir |Us).

De esta manera, Emmett comunica el resultado de su medida por un canal clasico y de
acuerdo a lo que obtenga, Marty opera sobre su qubit del par entrelazado. Si el comunicado
fue |00), Marty ya tiene el estado |¥). Si en cambio el comunicado es |01), Marty debe
aplicar la compuerta X dada por la ecuacion (12), si fuese |01), puede arreglarlo realizando
una compuerta Z, ecuacién (13). Por tltimo, si Emmett mide |11), Marty deberia aplicar
primero una compuerta X y luego una Z: en todos los casos, Emmett puede obtener el

estado que Marty queria transmitirle.

1.7 Representacion de estados

Previamente en la seccién 1.2 la notacion de estados vectoriales fue introducida, y poste-
riormente en la secciéon 1.3 como los operadores afectan a estos estados. En muchos casos,
no se conoce la descripcién completa del sistema, solo se conoce un subsistema del mismo,
como por ejemplo, si el objeto de estudio es un sistema abierto, es decir, interactia con
el ambiente. A los estados asociados a estos sistemas se les llama estados mixtos, y cuen-
tan con su propia representacion dada por el operador matriz de densidad. La matriz de

densidad es un operador en un espacio de Hilbert dado por:

0<p; <1 (39)

> pi= (40)
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p; es un elemento de una matriz que pondera peso del estado |¥;) en el estado del sistema
completo. De esta manera, se representa una mezcla estadistica de estados puros.

El valor esperado de un observable A sobre este sistema, donde por observable se
entiende cualquier propiedad fisica del sistema que pueda ser medida (energia, momento
angular, etc.), estd dado por las ecuaciones (41) y (42) donde T'r es el operador traza de

una matriz.

<A>= ij (U] A[W;) = ZPjTT(!‘I’j> (W] A) = ZTT(pJ W) (W] A) (41)

J

<A>= TT(ij (W) (W5 A) = Tr(pA) (42)

Las matrices de densidad cumplen:
o Tr(p)=1
e p debe ser un operador hermitico, es decir p=p'
e p debe ser definido positivo: (UpW¥) > 0V ¥

En los casos en que el estado pueda ser representado por un vector se le denomina

estado puro, y su matriz de densidad se obtiene fécilmente como py = |¥) (V|

1.8 Operador traza parcial

La traza parcial es un mapeo de las matrices de densidad pap en el espacio compuesto
J4 ® /B a matrices de densidad p 4 en el espacio S v pp en el espacio 5. Esta definido

como una extensién lineal del mapeo:
Trp:S®@T —Tr(T)S (43)

Para cualquier matriz S en 4 y T en 5. Sea [|a;)] una base de ¢4 y [|b;)] una ba-
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se de 5. Cualquier matriz pap en €4 ® H#p puede ser descompuesta como pap =

> ijrl Cigkt |ai) (aj| ® |bg) (bi] y su traza parcial con respecto a B:

Trp(pas) =Y cijilai) (aj] ® (bel [br) (44)
ijkl
La cual es una matriz p4 en J%;4.
Un estado genérico de dos qubits pap puede ser escrito como combinacion de los estados

de la base ortonormal |00) ,|01),|10),|11), como:

paB = p11|00) (00] + p12 |00) (O1] 4 p13[00) (10] + ... + paq [11) (11| (45)

A la traza parcial con respecto a B, se le llama matriz reducida p del subespacio S,

y puede ser hallada con la ecuacién (44):

pa = (p11+ p22) [0) (O] + (P13 + p24) [0) (1] + (P31 + paz) [1) (O] + (33 + paa) [1) (1] (46)

1.9 Compuertas cuanticas universales

En computacién clésica, cualquier operacién binaria puede llevarse a cabo con una combi-
nacién finita de las compuertas basicas AND, OR y NOT'. De hecho, cualquier operacién
puede llevarse a cabo Unicamente con una cascada de compuertas NAND, ya que es po-
sible implementar las tres anteriores unicamente con NAN Ds. Se dice entonces que el
conjunto AND, OR y NOT son compuertas universales de la computacion clasica, dado

a que forman un generador de cualquier operacion que se desee.

Al igual que en computacién clésica, en computacion cudntica también existen conjuntos
de compuertas universales. Un resultado teérico importante para este fin, es el teorema de

Solovay-Kitaev (13). Este teorema prueba que, si se tiene un conjunto . de compuertas
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universales, un circuito cudntico formado por un nimero finito m de compuertas puede
ser aproximado con un error arbitrario €, por un circuito cudntico de orden O(mlog(2)),
formado tnicamente por combinacién de elementos de .. Es un resultado muy impor-
tante: prueba que las computadoras cudnticas solo precisan implementar un nimero finito
de compuertas basicas para poder implementar cualquier transformacién unitaria que se

pueda desear.

En particular, el conjunto formado por compuertas unitarias arbitrarias de un qubit y la
compuerta C'yor, presentada en la ecuacién (16), son un conjunto universal de compuertas
cuanticas. La prueba excede por su complejidad al contenido de este trabajo, pero puede

encontrarse en (12).

1.10 Fidelidad y correlacién

1.10.1 Fidelidad

Una parte central del trabajo en computacién cudntica consta de comparar un resultado
experimental, imperfecto, contra el resultado del modelo tedrico. Para ello, es necesario
algun tipo de distancia entre estados que pueda ser medida para poder cuantificar que
tan parecidos son estos estados. Una medida conocida de distancia, la utilizada en este
trabajo, es la que surge de la fidelidad cuédntica.

Sean p y v dos estados cudnticos que se quieren comparar, la fidelidad entre ellos esta

dada por:

[N

Fid(p,y) = Tr\/ p3vp (47)

La fidelidad es una herramienta potente y 1til para medir distancias entre estados cuanti-

cos, definida como:

Dria(p,v) = arccos (Fid(p,7)) (48)

Algunas propiedades relevantes de la fidelidad son:
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e Estd acotada: 0 > Fid(p,v) > 1

e Es simétrica: Fid(p,v) = Fid(y, p),

e Sip (07) es un estado puro, p = [¢) (¥[; Fid(p,v) = /(¢[7[¥)

1.10.2 Correlacion

Ademaés de la informacién disponible en la distancia entre dos estados cudnticos, existe
informacién 1til en otro recurso: la correlacién. La correlacién da una medida de qué tan
relacionadas estan dos variables aleatorias. El andlogo cuantico de la correlacién clasica es
particularmente til porque entre estados puros (que son los estados de estudio tratados
en este trabajo), habla de la existencia de entrelazamiento.

La correlacién clasica, medida como la Informacién Mutua entre dos variables aleato-

rias X,Y viene dada por:

PX,Y(‘Tv y)

Px(0) Py (4) (49)

I(X:Y)= Z Px y(x,y)log

m7y
donde Px(z),Py(y) denotan las distribuciones marginales asociadas a las variables X e Y
respectivamente. El equivalente cuantico de Correlacion Mutua Quantum Mutual Infor-

mation (MI) se define como

I(paB) = S(pasllpa @ p) = S(pa) + S(ps) — S(paB) (50)

donde p4 y pp son las matrices reducidas y S(p) es la entropia cudntica de Von Neumann
(11). Ademas de esta correlacién, existen otras diversas medidas de correlacién como ser
las bipartitas y multiqubits. En este trabajo se utilizarad también la Medida de Correla-
cién acumulativa, Cumulative Correlation Measure(CCM)(14) que contabiliza y acumula
informacién de todas las correlaciones de internas de los subespacios, definida en forma

iterativa como:

C(p) = ming 2" 72S(pllpar @ pBr) + C(par) + Clppk)] (51)

26



Donde el indice k indica un elemento (pax,ppk) del conjunto de todas las posibles bipar-
ticiones del estado p, partiendo el estado en producto de subespacios hasta llegar a qubits
individuales. Si bien en el caso general, la CCM computa la correlacién total, es decir,
la suma de correlacién clasica y cuantica, como los casos de estudio se reducen a estados

puros el resultado es la correlacién cuantica.
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Capitulo 2: Redes neuronales
y aproximadores universales

2.1 Introduccion

Esencialmente, una red neuronal es una herramienta matematica que busca simular el com-
portamiento del cerebro acorde a un modelo particular. Estdn formadas por una coleccién
de nodos conectados, donde los nodos cumplen el rol de las neuronas y las conexiones el de

las sinapsis. A su vez, en cada conexién los nodos pueden transmitir y recibir informacién.

Estos modelos surgen originalmente en 1943 cuando Warren McCulloch y Walter Pitts
(15) publican el primer modelo de neurona artificial, el cual inspira en la década de 1950
a Frank Rosenblatt a desarrollar el modelo de neurona conocida como perceptrén (16). Si
bien hoy en dia se utilizan otros modelos de neurona, el perceptrén sigue vigente y es un

modelo relativamente sencillo.

I

T m output
Ty

Figura 2: Perceptrén bésico

Esencialmente, el perceptrén es un nodo que toma un conjunto de entradas binarias
(21, ...,xy) y retorna una unica salida de valor también binario, como se muestra en la
figura 2. Para computar el valor de la salida Rosenblatt introduce el concepto de pesos

sindpticos w; para cada conexién i € (1,..,m), los que determinan la importancia entre los
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nodos. De acuerdo a estos pesos y las entradas, se calcula la suma ponderada:
v=) wi (52)
J
Con el valor de v computado y un valor de umbral thr fijado por el la salida puede tomar
dos valores acorde a una funcién no lineal:
e 1,81~ > thr
o (0,81~ < thr

El umbral es simplemente un parametro de la neurona que simula el umbral de voltaje
por encima del cual una neurona real dispara, polarizando a sus vecinas. Un modelo més
completo de perceptrén se presenta en la figura 3, con los pesos sinapticos y la funciéon no

lineal de mapeo entrada-salida.

W{_ . :
Xy \'ﬁ. L No linealidad

e Ut :

xﬁ 5 - _f— > '
R T IR

\*3'\.1'\/ <=

£
L{;.
~

Figura 3: Perceptrén completo

Una manera de ver al perceptrén es un dispositivo que toma decisiones evaluando evi-
dencia. El modelo es bastante sencillo, pero analizaremos un ejemplo para mayor claridad.
Supongamos que una universidad ofrece un curso sobre mecanica cuantica que al lector le
intriga, pero no tomé auin la decisién de tomar el curso. El modelo de perceptrén puede

ser usado para modelar la toma de esta decision. Tres factores a considerar podrian ser:
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e ;Tiene las herramientas matematicas para tomar el curso?
e ;Tiene la disponibilidad horaria necesaria para asistir a clase?

e ;Tiene amigos que quieran tomar el curso con él7?

En este ejemplo, los tres factores corresponden a las tres senales de entrada x1,xs, 3
de la figura 2. Por ejemplo, 1 = 1 si el alumno tomo los cursos de matemdtica necesarios
anteriormente, o x1 = 0 si carece de los conocimiento necesarios. De igual manera xo = 1
si puede asistir a clase, y x5 = 0 si no puede hacerlo, x3 = 1 si tiene amigos que quieran
tomar el curso con él, y x3 = 0 si sus amigos no tienen interés en tomar el curso. Ahora,
supongamos que la intriga del lector por tomar el curso es tal que no le preocupa si debe
tomar el curso con desconocidos porque sus amigos no quieren tomarlo, pero tiene temor
de no aprobar el curso por falta de la base previa necesaria, o por no poder asistir a clase.
Un ejemplo de la asignacion de los pesos sindpticos de cada factor podria ser wi,ws = 5
vy w3 = 3: los pesos altos indican factores a los que el alumno les da mucha importancia,
mientras que los bajos son los menos relevantes. Con estos pesos resta inicamente fijar el
umbral, y supongamos que se fija en thr = 9. De esta manera, la salida del perceptrén
devuelve 1 cuando el lector puede asistir a clase y cuenta con la formacion previa necesaria

sin importar si sus amigos toman el curso, y 0 en cualquier otro escenario.

Variando los pesos y el umbral podemos obtener distintos modelos de la toma de la decisién,
por ejemplo si el umbral fuese thr = 8, el perceptrén decidiria si el lector debe tomar el
curso cuenta con la base necesaria o si cuenta con la disponibilidad horaria, y si sus amigos

tambien lo toman.

2.2 Redes neuronales como grafos dirigidos

A partir de una interconexién de neuronas como la presentada en la seccién anterior es
que se forman las redes neuronales. Una manera de estudiar estas redes que serd 1til para

el andlisis de este trabajo es verlas como grafos dirigidos.
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Figura 4: Neurona vista como nodo de grafo

Un grafo dirigido es una red de ramas orientadas que estan interconectadas en algunos
puntos llamados nodos, como se puede ver en la figura (4). Cada nodo j tiene asociada
una sefial z; y cada enlace dirigido desde el nodo j hasta el nodo £ tiene ademds asociada
una funcién de transferencia que especifica como depende la senal ¥ en el nodo k de la

senal z; en el nodo j. El flujo de las senales en la red estd dictado por 3 reglas:

e Regla 1: Las senales fluyen tinicamente en la direccién definida por la flecha en el
grafo. Se distingue entre dos tipos de enlaces: los sinapticos, gobernados por una
relacion entrada-salida lineal, y los de activacién, gobernados por una relaciéon no

lineal.

e Regla 2: La senal asociada a un nodo es la suma algebraica de todos las senales

que entran al nodo pertinente por medio de los enlaces

e Regla 3: La senal en un nodo es transmitida a cada enlace de salida asociado al
nodo pertinente, y su transmisién es completamente independiente de las funciones

de transferencia de los enlaces por los que se transmiten.

A partir de estas tres reglas, Haykin (17) ofrece una definicién matemadtica de red neuronal:
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Una red neuronal es un grafo orientado que consiste de nodos interconectados mediante

enlaces sindpticos y de activacion, caracterizado por cuatro propiedades:

e Cada neurona se representa por un conjunto de enlaces sindpticos, un umbral apli-
cado externamente y un vinculo de activacion. El umbral se representa por un enlace

sindptico como una senal de entrada fija en -1
e Los enlaces sindpticos de una meurona ponderan sus respectivas senales de entrada

e La suma ponderada de las seniales de entrada define el nivel de actividad interna

total de la neurona en cuestion

e Fl enlace de activacion condensa la actividad interna de la neurona para producir

una senal de salida que represena la variable de estado de la neurona”

2.3 Arquitectura de redes

La estructura que forman las neuronas en una red neuronal estd intimamente asociado al
algoritmo (reglas) utilizadas para el aprendizaje de la misma. Existen varias estructuras
de redes, pero en este trabajo consideraremos solo las dos que seran ttiles mas adelante.

Estas son:
e Redes feedforward de una capa

e Redes feedforward mutilcapa

Una red neuronal usualmente estd formada por un conjunto de neuronas organizadas en
capas. Una red feedfoward de una capa es aquella red con una tnica capa de neuronas de

salida, como se muestra en la figura 5.
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Figura 5: Red feedfoward de una capa

La capa de neuronas de entrada no se cuenta puesto que no realiza ningtin tipo de
computo. Un ejemplo de una red de una tnica capa es una memoria asociativa lineal,
donde la red asocia un patron de salida vectorial a un patrén de entrada vectorial, y la

informacién es almacenada en la red mediante modificaciones de los pesos sindpticos. La

segunda clase de redes neuronales que analizaremos son las redes feedforward multicapa,

como la que se muestra en la figura (6).

Capa oculta

Figura 6: Red feedforward multicapa

Esta clase de redes se distingue por tener al menos dos capas de neuronas que realizan
computos, ademads de la capa de entrada de neuronas que solo recepcionan las senales de
entradas. A las capas intermedias que puedan existir entre la de entrada y la de salida, se
les conoce como capas ocultas. La funcién de estas capas ocultas es la de intervenir entre

las capas de entrada y salida, con el proposito de que la red obtenga una visién mas global
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del problema a resolver, de manera de poder reflejar sutilezas en el comportamiento que
con una Unica capa no seria capaz de ver: agregar capas ocultas agudiza la sensibilidad de
la red. Los nodos en la capa de entrada trasmiten los valores correspondientes al patrén de
activacién (vector de entrada) a la entrada de los nodos de la segunda capa. Luego esto se
repite entre la segunda y la tercera y asi sucesivamente, tantas capas como ocultas tenga
la red. Tipicamente, cada capa tiene tantas entradas como salida tenga la capa anterior,
y el conjunto de senales que se ven a la salida de la Ultima capa son la respuesta de la red

completa al vector de entrada.

Las redes a su vez pueden clasificadas de acuerdo a su conectividad interna. Una red se
dice totalmente conexa si todos los nodos de la capa i estan conectados a todos los nodos
de la capa i + 1, y parcialmente conexa alguno de estos enlaces no estd presente, como se

puede ver en la figura (7).

(a) (b)

Figura 7: Red totalmente conexa (a), red parcialmente conexa (b)

2.4 Aprendizaje automatico

Si bien las redes neuronales tienen varias propiedades interesantes, la propiedad de mas
significativa es la capacidad de estas redes de aprender del ambiente y mejorar su desem-
penio a través del aprendizaje. ;Cémo se define aprendizaje en este contexto? Haykin lo

define como (18):
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” El aprendizaje es el proceso por el cual los pardmetros libres de una red neuronal
son adaptados mediante un proceso continuo de estimulo por medio del entorno en el cual
la red se encuentra sumergida. El tipo de aprendizaje estd dado por la forma en que los

pardmetros cambian en el tiempo”

Esta definicién implica la secuencia siguiente:
e La red es estimulada por su entorno
e La red cambia como reaccién al estimulo
e La red responde de una nueva forma a un estimulo externo

Considerando un par de senales de nodo x; y vk, conectadas por un peso sindptico de
wjk. La senal x; representa la senal de salida de la neurona j y la senal vy representa la

actividad interna de la neurona k.

Figura 8: Cascada de neuronas

Sea wji(n) el valor del peso sindptico wj; en el tiempo n. En ese mismo tiempo, se
aplica un cambio Awji(n) al peso sinaptico, el cual da como resultado w;x(n + 1), segiin

la relacion 53.

wii(n + 1) = wi;(n) + Awgj(n) (53)
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A wij(n) y wij(n + 1) se los puede ver como el valor viejo y nuevo del peso sinaptico
wj, donde la ecuacién 53 refleja los efectos implicitos del aprendizaje. En particular, el
ajuste Awy;(n + 1) se computa de acuerdo al resultado del estimulo externo de acuerdo a

un conjunto de reglas.

A un conjunto bien definido de reglas para resolver el problema del aprendizaje de la red
se le denomina algoritmo de aprendizaje. Estos algoritmos de clasifican segun el tipo de
reglas que emplean y segun el tipo de paradigma, modelo de aprendizaje que emplean,

segun la figura (9).

Procesos de aprendizaje

Algoritmos Paradigmas

| Aprendizaje  Aprendizaje Aprendizaje

Correccién  Bolzmann Ley de Hebbiano  Competitivo Supervisado  Reforzado Supervisado
de errores efecto de
Thorndike

Figura 9: Clasificacién de procesos de aprendizaje

En particular, se vera un algoritmo de aprendizaje supervisado: el algoritmo de correc-

cién de errores, que fue el empleado en este trabajo.

2.5 Algoritmo de correccién de errores

Supongamos ahora entonces que se conoce un vector de entrada z(n), sea di(n) la respuesta
deseada de la neurona k en el tiempo n, y sea yi(n) la respuesta real de la red. La respuesta
yr(n) es producida por el estimulo xz(n) aplicado al inicio de la red en que la neurona k
estd embebida. El vector de entrada xz(n) y la respuesta deseada di(n) para la neurona

k constituyen un ejemplo particular del comportamiento de la red en un tiempo dado n.

No
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Generalmente, la respuesta de la neurona k en tiempo n serd diferente de la respuesta
deseada di(n) y por tanto, se puede definir una senal que se denomina error como la

diferencia entre la respuesta deseada di(n) y la respuesta real yx(n):

ex(n) = di(n) — yx(n) (54)

El propodsito del aprendizaje por correccién de errores es el de minimizar una funcion
de costo basada en la senal de error eg(n), de manera que la respuesta real de la red se
acerque a la respuesta ideal con el paso del tiempo. De hecho una vez fijada la funcién
de costo, el problema de aprendizaje por correccién de errores se reduce a un problema
de optimizacion donde se pueden aplicar todas las herramientas existentes. Un criterio
comunmente usado para la funciéon de costo es el criterio del error cuadratico medio,

definido como la media de la suma cuadratica de errores:

J= B Y () (55)
2
k

Donde E es la esperanza estadistica y la suma acumula la actividad de cada neurona
en la capa de salida de la red. La expresién (55) asume que los procesos subyacentes son
estacionarios y la minimizacién de la funcién de costo J con respecto a los pardmetros de
la red lleva al llamado método del gradiente. Sin embargo, este proceso de optimizacién
requiere conocimiento de las caracteristicas estadisticas del proceso a estudiar, informacion
que, generalmente, uno no posee. Para poder superar este obsticulo se define una solucién
aproximada al problema, como ser el de utilizar el valor instantdneo de la suma de los

errores cuadraticos.

En) =3 k) (56)

La red se optimiza minimizando &(n) con respecto a los pesos sindpticos de la red. De
acuerdo a la regla de aprendizaje de la correccién de errores (19), denominada regla delta
usualmente, el ajuste Awy;(n) que sufre el peso sindptico wy; en el tiempo n esta dado
por 58.

Awyj(n) = neg(n)x;(n) (57)

37



En esta expresién, 1 es una constante positiva que determina la velocidad de aprendizaje.
Puesto de otra forma, el ajuste hecho a un peso sindptico es proporcional a la senal error
y a la senal de entrada de la sinapsis en cuestion. Primero se computa la senal de error
(54), con ella se computa la correccién segin (58) y por ltimo, la correccién es usada para
actualizar el peso sindptico a wy;(n+1). En la figura 10 se muestra este comportamiento,

donde el bloque z~! denota un retraso unitario, donde z~wy;(n + 1)] = wg;(n), vp =

> Ti(N)Wijm) ¥ Yk(n) = p(vk(n)).

dg

L\J\;;(na\w |2

Figura 10: Grafo del aprendizaje por correccién de errores

Este grafo muestra claramente que el aprendizaje por correccién de errores se comporta
como un sistema de lazo cerrado, por lo que es necesario tener cuidado a la hora de
elegir el valor del parametro de aprendizaje n de manera de asegurar la estabilidad del
sistema realimentado. Este parametro tiene un profundo impacto no solo en la velocidad
de convergencia, sino en el hecho de que esta exista. Si 17 es muy pequeno, el proceso de
aprendizaje procede sin problemas pero podria tomarle un tiempo muy largo converger a
la solucién. Si, por otro lado, n es muy grande, el proceso de aprendizaje se acelera pero se

corre el peligro de que el proceso de aprendizaje diverga y el sistema se vuelva inestable.

Si se grafica la funcién de costo J en funcién de los pesos sindpticos, la red neuronal consiste

de una superficie multidimensional conocida como superficie de error. Dependiendo del
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tipo de computo llevado a cabo en los nodos, se pueden distinguir dos tipos relevantes de

superficies de error:

e Silared consiste inicamente de nodos de procesamiento lineal, entonces la superficie
de error es exactamente una funcién cuadratica de los pesos sindpticos y el gréafico

es un paraboloide, un bowl, con un dinico minimo global.

Figura 11: Superficie de error de una red lineal (20)

e Si la red posee nodos con procesamiento no lineal, el grafico tiene al menos un

minimo global y probablemente, varios minimos locales.
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)

Figura 12: Superficie de error de una red no lineal (20)

En ambos casos, el objetivo del aprendizaje por correccion de errores es partir de un punto
arbitrario cualquiera de la superficie de error, que estd determinado por las condiciones
iniciales en las que se fijan los pesos sindpticos de la red, y luego moverse en direccién al
minimo global, paso a paso. En el primer escenario el objetivo es relativamente sencillo
de conseguir, mientras que en el segundo escenario no siempre es realizable, puesto que
el algoritmo puede quedar atrapado en algin minimo local de la funcién de costo y nun-
ca llegar al minimo global. Para intentar evitar que el algoritmo quede detenido en un
minimo local existen varias medidas preventivas, como ser el paso variable y el momento.

Modificando la regla delta:

Awji(n) = aAwji(n — 1) + neg(n)z;(n) (58)

Es decir, ahora el cambio del peso sindptico en el paso n no depende inicamente de la senal
de error y de la entrada, sino que también depende de los valores anteriores de él mismo, lo

cual le da una suerte de memoria. 7 sigue siendo el pardmetro de aprendizaje, al cual nos
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referiremos como paso de aprendizaje de aqui en méds, mientras que « es el momento del
algoritmo. Agregar momento aumenta la velocidad de aprendizaje, evita algunos problemas
de estancamiento en minimos locales pero puede traer consigo problemas de convergencia

por lo que hay que ser cuidadoso a la hora de ajustar a y 7.

2.6 Aprendizaje supervisado

El paradigma de aprendizaje supervisado se basa en un actor esencial: el maestro. Con-
ceptualmente, se puede pensar al maestro como una entidad que posee conocimiento del
entorno, en forma de conjuntos entrada-salida de ejemplo. Sin embargo, este entorno es,
de antemano, desconocido para la red neuronal de interés. Si el maestro y la red son ex-
puestos uno de estos ejemplos de entrada, el maestro puede proveerle a la red con la salida
deseada, puesto que posee el conocimiento. Entonces, lo s los pardmetros de la red se
ajustan bajo una influencia combinada del estimulo de entrada y la senial de error, donde
la senial de error es la definida en (54). El ajuste de los pardmetros se va dando por pasos,
con el proposito de que la red eventualmente emule el comportamiento del maestro, y
que esta emulacién sea éptima en algiin sentido estadistico. En resumen, el conocimiento
del maestro se transfiere a la red lo mas completamente posible, de forma que luego del

proceso de aprendizaje, la red pueda manejar estimulos del entorno por si misma.
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Entorno Maestro

o 0

Sefial error

Figura 13: Modelo del aprendizaje supervisado

El proceso de aprendizaje supervisado ilustrado en (13)es en si mismo el algoritmo
de correccién de errores discutido en la seccién anterior. Se trata de un sistema de lazo
cerrado similar al presentado anteriormente en (10) pero en este caso, el entorno no forma
parte del lazo. La medida de desempefio en este caso se puede pensar en términos de
errores cuadraticos medios, definidos como funcién de los parametros libres de la red. El
grafico de esta funcién es una superficie multidimensional de error como las presentadas
anteriormente, y cualquier operacion hecha por el sistema bajo la supervisiéon del maestro,
representa un punto en esta superficie. Para que de hecho el desempeno de la red mejore
con el tiempo y esta efectivamente aprenda del maestro, el punto de operacién tiene que
descender hacia algiin minimo, ya sea local o global. Los algoritmos de aprendizaje son
capaces de lograr esta meta porque poseen informacion sobre el gradiente de la superficie
de error, de acuerdo al punto de operacién del sistema. El gradiente de la superficie de error
es, en cualquier punto, un vector que apunta en la direccién en que la superficie desciende
de forma mas empinada, y los algoritmos de aprendizaje supervisado suelen utilizar un
estimativo instantdaneo de este vector. El uso de este estimativo resulta en que el punto
de operacién de la red se mueve siguiendo una caminata al azar, pero a pesar de esto,
dado un algoritmo disenado para minimizar una funcién de costo y un conjunto adecuado
de patrones de entrada y salida, un sistema de aprendizaje supervisado generalmente es

capaz de aproximar una funcién y reconocer patrones satisfactoriamente. La desventaja
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grande con la que cuentan los métodos supervisados es que, sin intervenciéon del maestro,
la red no puede aprender de situaciones o patrones que no estén dentro del conjunto de

entrenamiento original.

Algunos algoritmos notables de este paradigma son el famoso algoritmo de back-propagation
(BP) y el de least-mean-square (LMS), que es implementado en este trabajo. El algoritmo
LMS involucra un solo nodo de la red a la vez, mientras que BP involucra una conexién

multicapa de nodos, de manera que LMS es un caso particular de este ultimo.

2.7 Ecuaciones de Weiner - Hopf

Considerando un conjunto de p senales 1, z2...7, que son aplicadas a un junto de pesos
sindpticos w1, wy, ...,wp y las senales ponderadas son luego sumadas para producir la senal
de salida y. El desafio es hallar el junto de pesos sindpticos wi,ws, ..., w, 6ptimos de manera
de minimizar la distancia cuadratica media entre la salida y del sistema y la respuesta
optima, d. El sistema descripto puede ser visto como un filtro espacial, donde la relacién

entrada-salida estd dada por:

p
Y= wip (59)
-1

Sea d la respuesta deseada del filtro, e la senal de error y J la funcién de costo definidas
como:

e=d—y (60)
J= %E[eg} (61)

La solucién a este problema yace en las ecuaciones de Weiner-Hopf (21), y el filtro éptimo
recibe el nombre de filtro de Weiner. De las tres ecuaciones anteriores y expandiendo, se

obtiene:

1 P 1 P
J = §E[d2] — E[; wrrkd] + §E ZZwkwjxkx] (62)

Jj=1k=1

Como la esperanza es un operador lineal, (62) se puede reescribir como:
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PP
ZZwkwj [zh2;] (63)

7=1k=1

N =

p
— Z wkE[xkd +
Donde se pueden reconocer 3 términos importantes:

E[d?] es el valor cuadrético medio de la respuesta deseada, al cual se denominaré 74

e Eldxy] es la correlacién cruzada entre la respuesta deseada y la senal de entrada,

Tdz (k)
e Elz;xy] es la autocorrelacién de las seniales de entrada, 7, (j, k)

Entonces se puede reescribir 63:

1 p 122
J = §Td - ;wkrdz + 3 Z Zwkw]rw j, k (64)

7j=1k=1

Para determinar el punto de operaciéon 6ptimo, se deriva la funcién de costo J con
respecto a los pesos sinapticos, y luego se iguala el resultado a 0 Vk. La derivada de J con
respecto a wy es exactamente el gradiente de la superficie de error con respecto al peso

sindptico particular wy:

oJ
w :7716:172’”7
Derivando 64:
P
Ve d = =rap(k) + Y wira (4, k) (66)

La condicién 6ptima satisface V,,, J = 0 por lo que, igualando (66) a 0:

Z w]'Tl«(j, k) = rdz(k) (67)
j=1



2.8 Método de mayor descenso y LMS

El algoritmo LMS se basa en el método de mayor descenso, que se basa en las ecuaciones
de Weiner-Hopf. El método del mayor descenso tiene la tarea de continuamente buscar
un minimo de la superficie de error. Sea wy(n) el valor del peso wy en el filtro espacial
calculado en la iteracién n mediante este método. Razonablemente, el gradiente también

se convierte en una funcién variante en el tiempo en si misma:
Vi (n) = —raz + g wj(n)re (4, k (68)

Los indices j, k refieren a distintos puntos en el espacio, mientras que el indice n refiere al
namero de iteracion, al tiempo. De acuerdo a este método, la correcién que se le hace al

peso wi(n) en la iteracién n se define como:
Awg(n) = =1V, J (1) (69)

Y el nuevo peso wi(n + 1) se obtiene como:
wi(n +1) = wg(n) + Awg(n) (70)

Sustituyendo (68) en (69) y (70):

wi(n + 1) = wi(n) + nlrae(k n)ra(j, k)] (71)

||M§

El valor actualizado del k-ésimo peso del filtro de Weiner es igual, entonces, al valor del
peso en la iteracidon anterior mas una correccién proporcional al gradiente de la superficie

de error con respecto a ese peso.

Ahora bien, si bien la expresién (71) es la formula explicita del método de méximo des-
censo, depende de dos pardmetros no siempre conocidos: 7.(j, k) y 74:(k). Para poder
implementar la actualizacion a los pesos sinapticos, el algoritmo LMS utiliza estimaciones

de los valores instantdneos de la funcién de autocorrelaciéon r,(j, k) y la de correlacién
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cruzada rg,(k), donde las estimaciones que se usan son:

72 (4, k;n) = zj(n)xk(n) (72)

Taz(k;n) = xp(n)d(n) (73)

Luego sustituyendo (72) y (73) en la expresién general del método (71):

wi(n +1) = wx(n) + nlzg(n Zw n)x;(n)) (74)

Gp(n +1) = dp(n) Z n)a;lzy(n) (75)

Para el algoritmo LMS, y(n) = >>%_, ©;(n)x;, entonces:

wp(n+1) = @p(n) +nld(n) — y(n)]z(n) (76)

El algoritmo de méaximo descenso se aplica a un entorno conocido, donde se conocen todos
los pesos sinapticos de la red al comenzar el proceso w(0)y luego sigue una trayectoria dada
en la superficie de error que culmina eventualmente en un valor 6ptimo w,. En contraste,
el algoritmo LMS se aplica a un entorno desconocido donde se usa w(n), una estimacién
del vector de pesos sindpticos real, que se mueve en una trayectoria aleatoria (movimiento

Browniano) en la superficie de error.

2.9 Aproximadores universales

En los estudios de redes neuronales (y sobretodo en deep learning, es vital el concepto
de aproximador universal. Se dice que una red o, en general, una arquitectura de red,
es un aproximador universal si es capaz de aproximar cualquier mapeo entrada salida al
que sea sometido con tanta precision como el usuario desee. En general, probar que una

arquitectura cumple de hecho esta propiedad es engorroso, y al momento la manera de
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atacar estos problemas es caso a caso: no existe un teorema general para cualquier tipo
de red. En 1969 Minsky y Papert (22) prueban que una red feedforward de dos capas es
capaz de aproximar un conjunto muy limitado de mapeos, pero luego en 1989 Hornik,
Stinchcombe y White (23) prueban que una red feedforward multicapa cualquiera, como

las que se utilizan en este trabajo, es un aproximador universal.
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Capitulo 3: Modelado de la red

3.1 Introducciéon

En este capitulo se introduce el modelo completo implementado a partir de la teoria
presentada en los capitulos anteriores, se discuten elecciones de disefio y se presentan

resultados de casos de prueba.

3.2 Compuerta Uj

Para poder presentar el bloque béasico de la red neuronal implementada, es necesario
primero introducir una compuerta bédsica mas. La compuerta unitaria Us, que recibe su
denominaciéon de la plataforma IBM Q, se presenta en la ecuacién 77.

0

(4 —eirgin @
COS 35 e sin 5

U3(97 ¢7 )‘) = (77)

€'? sin g e ti® cos g

La compuerta Us es una compuerta unitaria de un qubit, que depende de tres parametros.
A modo de ejemplo, la compuerta X presentada en el capitulo 1 se obtiene de fijar § = 7,
A = m,¢ = 0, mientras que la compuerta Z se obtiene al fijar 6 = 0, A + ¢ = 7. A esta
compuerta se la denomina general, ya que es capaz de generar cualquier compuerta de un

qubit.

3.3 Bloque basico

La unidad basica de la red implementada consta de una capa de compuertas Us por cada

qubit de entrada que tenga el sistema, posiblemente seguido de una compuerta CNOT y

48



una segunda capa de compuertas Us de salida. El ejemplo para una operaciéon de 2 qubits

se presenta en la figura 14.

Figura 14: Bloque bésico de la red

Los pesos sinapticos asociados a esta neurona son entonces los parametros A\, ¢ y 6
asociadas a Us. Este modelo tiene un peso sindptico agregado, que es el posicionamiento
de la compuerta CNOT. Al ser estas compuertas orientables por contar con un control y
un target, es necesario que la red decida la correcta orientacién de la compuerta en tiempo

de adaptacién. Como se mostré anteriormente, el conjunto de compuertas unitarias con el

agregado de CNOT's son compuertas universales, y pueden representar cualquier operacién

unitaria arbitraria de tantos qubits como se desee.

3.4 Orientacién de las compuertas CNOT

Si bien el bloque bésico cuenta con una compuerta CNOT por defecto, a priori el control
y el target podrian estar en cualquiera de los qubits de entrada del sistema. Esto se ilustra

en la figura 15.
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q[1]

ql2]

Figura 15: Orientacién de CNOTs en un sistema de 2 qubits

Para que la red pueda en efecto implementar cualquier operacién unitaria, el bloque
tiene que poder transfigurarse en cualquiera de los dos CNOTSs de la figura (15). Para
poder representar el CNOT invertido, restaria con cambiar el orden de los qubits a su
entrada y su salida, y de hecho la unidad bésica elegida puede lograrlo, en virtud de las
capas de entrada y salida de compuertas Us, que pueden implementar una operaciéon de
SW AP entre los qubits. En la tabla se muestran los parametros asociados a las capas de
entrada y salida de unitarias, de manera de poder obtener un CNOT al revés. Las primeras
dos columnas corresponden a los parametros de las unitarias de entrada para cada qubit,
y las dos siguiente los asociados a las de salida. Este mismo estudio puede realizarse para
comprobar que cualquier CNOT invertido es realizable, cualquiera sea el nimero de qubits

del sistema.

U3in1 U3in2 U3out1 USout

0 -1.57 1.57 1.57  -1.57

Tabla 1: Pardmetros de unitarias para CNOT invertida
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3.5 Algoritmo de aprendizaje: Un bloque

El algoritmo de aprendizaje se divide en dos fases: una donde se elige donde y como colocar
la compuerta CNOT del bloque, y una segunda fase donde se minimiza la diferencia
de la fidelidad entrada-salida (funcién de costo) de manera de adaptar los pardmetros
de las compuertas unitarias. El conjunto de patrones de entrada que se utilizan consta

exclusivamente de estados puros.

3.5.1 CNOTs

Como fue mencionado anteriormente, la correlacién es una medida de qué tan vinculadas
estdn dos variables aleatorias. En este caso, las variables son los resultados de la medicién
cada uno de los qubits del conjunto de entrada y de salida. Para esto, se computan dos
tipos de correlacion: la M I entre todos los pares de qubits y la CCM. Como los estados
del conjunto de entrenamiento son todos puros, ambas medidas de correlacién devuelven
valores de entrelazamiento cuantico. La tnica compuerta dentro del bloque basico que es
capaz de causar entrelazamiento es la CNOT, de forma que estudiando con cuidado donde
surgen los cambios de correlacién se puede inferir donde debe colocarse el operador CNOT

en cuestion.

3.5.1.a Determinacion de la cantidad de CINNOT's necesarios

Si bien un bloque cuenta exclusivamente con una tnica compuerta CNOT, al tener que
aprender algoritmos cudnticos de n qubits usualmente es necesario mas de un bloque con
CNOT. Mas aun, si se puede estimar la cantidad de CNOTs que el algoritmo requiere, se
estd estimando también la cantidad de bloques minimos necesarios que requerird la red

para aprender el algoritmo, dado a que cada uno cuenta con una tnica de estas compuertas.

La CCM, en virtud de las biparticiones computadas en su célculo, es capaz de responder
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esta pregunta. Esencialmente, el algoritmo computa correlaciones de subespacios de un
estado, es decir, si se parte de un estado de n qubits la CCM lo quiebra progresivamente
hasta llevarlo a n estados de un tinico qubit, en el proceso acumulando el conteo de las
correlaciones que encuentra en todos los subespacios que computa. Dado el resultado, esta
tabulado (14) y queda acotado, cuantas compuertas CNOT son necesarias para lograr ese
valor de correlacion. Por tanto, primero se computan las CCM de todos los estados de

entrada del sistema, y con ello se obtienen la cantidad de CNOTs necesarias.

3.5.1.b Determinacién de la posicion de los CNOTs

Una vez que se sabe cudntas compuertas son necesarias, surge la pregunta de dénde co-
locarlas. En un sistema de dos qubits hay dos orientaciones pero una tinica combinacién
control-target, conforme el sistema crece en dimensién debemos elegir por métodos numéri-
cos donde colocar control- target y surge la necesidad de elegir dénde colocarlos por un
método mas refinado. Por ejemplo, en el caso de un sistema de tres qubits, los CNOTs

posibles, sin contar que ademas pueden estar invertidos, se muestran en la figura 16.

F9!

Figura 16: CNOTSs posibles en un sistema de 3 qubits

Con este prop6sito, se construye un conjunto de entrada auxiliar combinando estados |+)
con estados |0). Estos estados se permutan, empezando por un conjunto con un estado
|[+) y n — 1 estados |0), luego dos estados |+) y n — 2 estados |0), y asi sucesivamente
hasta generar estados con n — 1 estados |+) y un tnico estado |0), donde n es el nimero

de qubits de los estados de entrada. El estado |+):

0) +[1)

="

(78)
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Veamos por qué es util definir estos conjuntos y como calcular su M1 es vital para saber
donde colocar los CNOTs. Sin perder generalidad, estudiaremos el caso de dos qubits. Para
este caso, el conjunto auxiliar cuenta tinicamente con dos elementos, puesto que n = 2

solo hay dos permutaciones posibles:

Wauz)y = [4) ©10) (79)

Wauz)y = 10) @ [+) (80)

A su vez, el CNOT de un bloque de 2 qubits solo puede estar en dos posiciones como se
mostré anteriormente. Veamos qué pasa si el CNOT esta en su posicién normal, con el

control en el primer qubit y el target en el segundo, y se le ingresa el conjunto auxiliar.

A
N

Figura 17: CNOT en su posicién usual

Al ingresar |Vqyz);:

Wour); = [+) ® 1) (81)

Puesto que hay un |1) en el |+), este activa el control y niega e segundo qubit. Veamos

que pasa al ingresar el otro estado auxiliar:
Wout)y = |0) @ [+) (82)
Al no haber un |1) en el primer qubit, el control no se activa.

Veamos entonces qué sucede en el caso que el CNOT estd al revés:
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(1N
N

Figura 18: CNOT en su posicién usual
Al ingresar el primer estado auxiliar:
[Wout)y = |[+) @ 10) (83)
Como en el control solo hay un |0), este no se activa.
[Wour)y = [1) @ [+) (84)

Para una mejor visualizacién de los resultados:

Derecho Inverso
[Wout)y | |+) @ (1) | [+) ®|0)

Wout)y | [0) @ [4) | 1) ®|+)

Entonces, como se puede apreciar, las salidas de las distintas configuraciones de CNOTs
a este conjunto de entradas en particular nunca resulta en el mismo estado, y con un analisis
de cada caso se puede saber donde deberia estar colocada la compuerta en el bloque a

implementar.

Si bien esto es valido, conforme la dimensién del sistema crece se torna crecientemente

complicado. Para el caso de tres qubits, el conjunto de entrada auxiliar es:

* [+,0,0)



|0, +,0)

10,0, +)

|+, +,0)

|0, +, +)

|+,0,+)

En el caso genérico para n qubits, la dimensién del conjunto de estados auxiliares:

n—1
H{ W} =) CF=2"-2 (85)
j=1

3.5.2 Matrices Unitarias: Un paso de la regresion

Como se mencioné anteriormente, los pesos sindpticos a modificar en la red implementada
son los parametros de las matrices unitarias de capas de entrada y salida de cada bloque.
Cabe recalcar que cada matriz cuenta con tres parametros propios, por lo que la cantidad

de pesos sindpticos que se tienen para adaptar es de:

#w} =2(3"") (86)

Donde n es la cantidad de qubits del sistema.

El algoritmo implementado es el de maximo descenso, ya que se definen los valores iniciales
de todos los pardmetros. A su vez utiliza como funcién de costo la fidelidad entre la salida
del sistema y la salida esperado. Si bien se trata de una optimizacién multivariable con
posibles multiples minimos locales, el minimo global que se desea alcanzar es conocido: es
que la fidelidad entre los estados resultantes de la red y los de entrenamiento sea 1, puesto

que esto indicaria que la salida de la red es la esperada.
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BI_I n Bi_OUt

Bloque

Figura 19: Un bloque

Sea el conjunto de salidas de un bloque Bi_out al igual que en la figura 19, y sea el

conjunto de salidas esperadas train_out. La funcién de costo entonces se computa como:

J = Fid(Bi_out,train_out) (87)

Como J en la ecuacién 87 es en realidad un vector, por ser Bi_out y train_out vectores,
se tiene la eleccién de qué valor elegir del conjunto. Por defecto la red adapta con la media
del vector J, pero puede modificarse de manera de trabajar con el minimo de ser deseado,
teniendo en cuenta que el uso del minimo puede traer consigo problemas de saltos en la
evolucién, mientras que trabajando con el valor medio se garantiza que la evolucién sea
continua. Con el valor seleccionado para entrenar el sistema computa el gradiente de J
y decide hacia dénde avanzar en la superficie de error, y modifica los parametros de las
unitarias de manera acorde. Computa la nueva fidelidad entrada-salida, y si esta aumenté,
modifica la celda correspondiente, y de lo contrario, retorna la misma celda que la que

recibié de entrada.
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3.5.3 Matrices Unitarias: Regresién completa

A partir de un paso de la regresién, la red luego se entrena en lazo de acuerdo con algunas
consideraciones, el algoritmo corre hasta que se cumpla al menos una de las siguientes

condiciones:

e Se llegue a la cantidad de iteraciones méaximas, si la cantidad de iteraciones prede-

finidas no son suficientes, el programa termina y no se alcanza el resultado deseado.

e Se cumpla que la fidelidad de salida y la fidelidad media sean mayores que una fide-
lidad minima. Si se cumplen estas condiciones, es porque la red logré emular dentro

de la cota deseada el circuito que se buscaba: termina porque logré su cometido.

e La fidelidad se estanque y no tenga un crecimiento por encima de un minimo en las
ultimas k iteraciones, con k = 10 por defecto. Si esta condicién se cumple y termina
el entrenamiento, es porque la fidelidad se estancé en un minimo local y, por si solo,

no puede salir de ese punto de la superficie de error.

La cantidad méxima de iteraciones, la fidelidad minima y la derivada minima de la fideli-
dad, son todos pardmetros externos que el usuario define a la hora de entrenar la red. A su
vez, el algoritmo cuenta con algunas medidas preventivas para intentar evitar problemas

de convergencia:

e Paso variable: si la fidelidad aumenté entre el paso ¢ y el paso i + 1 de la iteracion,
el paso al que se avanza se aumenta en una cantidad predefinida por el usuario. Si,
en cambio, la fidelidad disminuye entre ambas iteraciones, el paso en la superficie
de error disminuye en una cantidad predefinida. En ambos casos, el cambio del paso
satura en 10 veces el paso inicial para el caso en que crece, y en 0.1 veces el paso

inicial para el otro caso.

e Momento: El momento introduce un filtro para la fidelidad media de salida, dado
a que pondera el cambio sostenido que tiene el vector fidelidad media en el paso i

con el valor que trae de todas las iteraciones anteriores. El valor de ponderaciéon por
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defecto estd fijado en 0.9, es decir, el valor del vector en los pasos anteriores tiene

90 % maés peso que el valor del vector para el paso 7.

Ambas medidas intentan evitar quedar atrapados en minimos locales, asi como oscilar

entorno a extremos inferiores.

3.5.4 Adaptacion de una red

Con el algoritmo de adaptacion de un bloque funcionando, se define el algoritmo de adap-

tacion de una red. Para ello, veamos como se concatenan los bloques:

Bq+1 . Bq

Red

Figura 20: Cascada de bloques

Supongamos que conocemos los conjuntos de entrenamiento de entrada y salida de la
red completa, y estos se denominan train_in y train_out.El primer bloque que se coloca en
la red, numerado bloque 1, es de hecho el iltimo bloque de la red puesto que se concatenan
hacia atras. En la figura 20 los bloques ¢ y ¢ + 1 son dos bloques cualquiera contiguos de
una red, supongamos que el bloque g ya fue adaptado a su maximo potencial pero este
no alcanza para cumplir con la fidelidad minima de salida del sistema, y que su matriz
asociada, es decir, la matriz de n qubits que mapea la entrada y la salida del bloque ¢ fue
calculada y denominada B,. Luego, se agrega un nuevo bloque vacio g + 1, y los estados

de entrada y salida con los que se entrena denominados Béﬂ‘rl y Bgfl respectivamente:
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in . = train_in 88
a+1
Bgfl = Bgtrain,out (89)

El conjunto de salida se calcula de esta forma dado a que como las matrices asociadas a
operadores cudnticos son hermiticas cumplen que U~ = UT. De esta manera, al colocarlos
en cascada, si en algin bloque se alcanza la fidelidad éptima entre entrada y salida de ese

bloque, también se la alcanza entre entrada y salida de la red.

Luego para entrenar una red ademas de los pardmetros anteriormente discutidos, se intro-
ducen un nuevo asociados a la red: la cantidad maxima de bloques. El crecimiento maximo
de la red esta pautado por el usuario, quien debe decidir de antemano cuantos bloques
deberd tener como méaximo la red. El algoritmo puede cortarse antes de lograr la fidelidad
deseada, en cuyo caso el usuario deberd aumentar la cantidad de bloques de no haber sido

suficientes y volver a entrenar la red.
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3.6 Casos de prueba

En esta seccién se presentan los resultados del desempeno de la red. La desviacién maxima
Omaz Serd utilizada como una herramienta més para medir el error total al completar el

algoritmo, y se define como:
5max = maw[Uteé'rica - Ured] (90)
Donde tegrica €S 1la matriz real del algoritmo, y U,..4 la resultante al culminar la adaptacion

de la red.

En los graficos presentados, la curva azul representa la curva real de desempeno de la
fidelidad conforme se itera, y la roja es un filtro de la curva anterior, a efectos de mitigar

posibles oscilaciones.

H

H[H

N
\L/
Figura 21: Prueba 1

® Smar = 12 x 1073, Fidelidad de salida 1, 501 iteraciones, un bloque.
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Figura 22: Evolucién de la fidelidad para aprender un CNOT 1-3 con una capa de unitarias
de un qubit aleatorias
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Figura 23: Prueba 2

® Omar = 18 x 1073, Fidelidad de salida 1, 551 iteraciones, un bloque.
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Figura 24: Evolucién de la fidelidad para aprender un CNOT 2-3 con dos capas de uni-
tarias de un qubit aleatorias

e Algoritmo de Deutsch de dos qubits - Funcién balanceada
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Figura 25: Prueba 3

Omaz = 38 x 1073, 301 iteraciones, un bloque.
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Figura 26: Evolucién de la fidelidad para aprender el algoritmo de Deutsch con una
funcién balanceada



e Dos CNOTs en cascada, el segundo al revés

a0
\V

a
N\

Figura 27: Prueba 4

Omaz = 18 x 1072, 1202 iteraciones, dos bloques
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Figura 28: Evolucién de la fidelidad para aprender dos CNOTs
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Capitulo 4: Conclusiones

Si bien el algoritmo implementado funciona razonablemente bien, tiene algunos problemas
a resolver. La idea de este trabajo, desde su comienzo, era la de poder lograr que la red
aprendiera una compuerta Toffoli la cual podria verse como una especie de CNOT con dos

controles, donde ambos deben activarse para negar el tercer qubit:

[x) [x)

() |y

|2) lz® (x A Y))
Ny

Figura 29: Compuerta Toffoli

Dado a que implementa un doble control, la cantidad de bloques de la red necesarios
para emularla no son conocidos a priori, pero se le permitié a la red crecer hasta un estima-
do de 11 bloques sin lograr que esta diera con la compuerta correcta. Como estos, surgieron
otros problemas de convergencia donde el algoritmo queda atrapado en un minimo local a
pesar del paso variable y del momento, lo cual evidencia que el algoritmo de aprendizaje
seleccionado no es el éptimo. En un futuro, la primera idea a implementar seria la de una
optimizacion que tenga en consideracion la interaccién de los bloques. ;Qué implicaria eso
para este trabajo? Entre otras cosas, que cuando se agrega un bloque nuevo, una capa
nueva, se ajusten todos los parametros de todos los bloques de nuevo, en vez de ajustar
uno unico y dejar los demas fijos. Es probable que el tiempo de computo aumente, pero

que le sea més sencillo descubrir més algoritmos.

Otra idea seria modificar el algoritmo de aprendizaje por uno del tipo back — propagation,

donde se propaga hacia adelante la entrada modificando los pesos sinapticos, pero una
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vez que se tiene el error salida real-salida deseada, se propaga hacia atras y se vuelven a

modificar los pesos sinapticos, la idea se ilustra en la imagen a continuacién.
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Figura 30: Propagacién en ambos sentidos

Este algoritmo es una aproximacién de primer orden del método de maximo descenso,

y al igual que su antecesor tiene su pro y su contra. Algunos beneficios:

e Es sencillo de computar localmente
e Realiza una caminata estocastica de descenso de gradiente por la superficie de error

e No es tan inestable frente a cambios de momento y paso como el algoritmo de

maximo descenso.

El algoritmo de caminata estocdstica minimiza las perdidas de informacién con respecto al
algoritmo de maximo descenso implementado en este trabajo, puesto computa el gradiente
de la superficie de error de forma recursivamente hacia atras, a partir de la regla de la
cadena. La caminata estocastica podria ayudar a evitar que quede estancado en un minimo
local, pero a la vez sufre de ser de lenta convergencia. Este algoritmo también permite el
uso del momento y del paso variable, dos cualidades que podrian ayudar considerablemente

a palear los efectos sobre la velocidad de convergencia.



Por otro lado, probando el funcionamiento de la red frente a diversos algoritmos se detectd
problemas de funcionamiento para operaciones con mayor cantidad de CNOTs que de
qubits,puesto que las correlaciones no pueden estimar correctamente la cantidad de estas
compuertas necesarias y por tanto hacen fallar al algoritmo completo. Seria deseable buscar
alguna herramienta que pueda complementar el uso de las correlaciones para detectar
cantidad y posicién de CNOTs o volver a una fase anterior de este trabajo, donde todas
las compuertas del bloque eran elegidas por la regresién. Esto se cambié originalmente
para mejorar el desempeiio del algoritmo, pero quizés sea buena idea volver a explorar esa

versién para ver si puede resolver estos casos en particular.

Otra mejora inmediata que habria que implementar es el armado del traductor entre cédigo
SciLab y el Python especializado que utiliza IBM, qiskit. IBMq, la plataforma web de
computacion cuantica de IBM, utiliza su propio Python modificado para que investigadores
de todo el mundo programen sus computadoras cuanticas en linea. La programacién se
reduce a concatenar operaciones, pero la virtud de este trabajo es que los bloques de la
red estan formados completamente por operaciones disponibles en la plataforma. Con el
circuito descompuesto en bloques del tipo introducido en este trabajo, se podria programar
un traductor entre lenguajes que convierta un tipo de cddigo en otro, de manera que el
usuario simplemente deba copiar y pegar el cédigo en la plataforma de IBM para poder

correrlo en una computadora cudntica real.

La primera versién del sistema Q AN, como denominamos a la biblioteca desarrollada a
lo largo de este trabajo, funciona razonablemente bien aprendiendo diversos algoritmos
cuanticos, sin embargo considero que puede ser mejorado con algunas de las ideas pro-
puestas en esta ultima seccién. Es mi intencién seguir trabajando en este proyecto para

mejorarlo fuera del marco de este trabajo de fin de carrera.
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Anexo: Manual de usuario

Funciones auxiliares tutiles

[comb_1st, cant_comb] = comb2gbs(ngbs)

Toma como argumento de entrada el nimero de qubits del sistema y devuelve una
lista de todas las combinaciones tomadas de a dos de qubits del sistema, y cuantas son en

total

[sts, comb_lst, cant] = GeneraEstadosCeroMas (ngbs)

Funcién que genera el conjunto de estados auxiliar para asignaciéon de CNOTs. Toma como
argumento de entrada el nimero de qubits del sistema y devuelve una lista de todas las

combinaciones de a dos qubits, los estados generados y el cardinal de este conjunto.

[sts, cant] = GeneraEstadosGiros(ngbs, cant_giros)

Funcién que genera estados como giros entorno a los ejes X e Y. Toma como argumento
de entrada el nimero de qubits del sistema y la cantidad de giros deseada, y devuelve una

lista con los estados generados y el cardinal de este conjunto.

Funciones asociadas a la correlacion

[max_ccm, ind_max, v_ccm] = CalculaCCM(sts)

Funcién que toma como entrada una lista de estados vectoriales, computa su CCM y
devuelve un vector v_ccm con esas correlaciones para cada vector del conjunto de entrada,

cudl es maxima, max_ccm, y en qué indice se da dicho méaximo, ind_max.
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cant_CNots = CantidadCNots(val_ccm)

Esta funcion toma como entrada un valor de CCM y a partir de él, calcula la cantidad

de CNOTs necesarios

[med_corr, corr_res, corr_max, ind_max] = OutgbsCorr(sts, comb_lst)

Esta funcién toma como entrada una lista de estados vectoriales y una lista de com-
binaciones dos a dos, computa la correlacién del tipo mutual information para cada com-
binacién, para cada estado, y lo devuelve en la matriz corr_res. Computa luego la media
para cada qubit y la retorna en el vector med_corr, calcula cual es el mdximo, corr_max y

doénde se da ind_max.

Funciones asociadas a las matrices unitarias

U = gb_QAN_Unit3(parsU3)

Esta funcién toma como entrada un vector de pardmetros ordenados 6, ¢, A y devuelve

la matriz unitaria asociada a esos parametros.

[parsU] = gqb_QAN_Inv_Unit3(U)

Esta funcién es la inversa a gb_QAN_Unit3. Toma una matriz unitaria U y retorna los

parametros ordenados 6, ¢, A en un vector.

[CNot_1st] = gb_QAN_CreateCNots(ngbs, comb_lst)

Esta funcion toma el nimero de qubits y la lista de combinaciones dos a dos posibles,

y retorna una lista de todos los CNOT's posibles del sistema

Funciones asociadas a los bloques

QC = gb_QAN_QCell_create(ngbs, sts_out, comb_lst, Cnot_lst)
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Esta funcién toma como entrada el ntimero de qubits, sts_out los estados de salida de
la funciéon GeneraEstadosCeroMas, la lista de combinaciones dos a dos comb_Ist y la lista

Cnot_lst salida de ¢b_QAN_CreateCnots. Retorna un objeto tipo QCell donde:
e QC(1): ngbs
e QC(2): ind_Cnot, el par de qubits donde esta el CNOT del bloque
e QC(3): U_Cnot, la matriz asociada al CNOT
e QC(4): Pardmetros de unitarias de entrada, de largo 3ngbs
e QC(5): Pardmetros de unitarias de salida, de largo 3ngbs

e QC(6): Matriz de la celda evaluada

[QC, UQC] = gb_QAN_QCell_U(QC)

Esta funcién toma como entrada un bloque QCell y retorna el mismo bloque y la

matriz unitaria asociada al bloque.

[QC, inc_fid, fid_out, vec_grad] = qb_QAN_QCell_AdaptU1(QC, sts_in, sts_out,

vec_grad, parsUl, calc_mean)

Esta funciéon toma como entrada un bloque QC, un conjunto de estados de entrada sts_in
y uno de salida sts_out. Luego puede tomar algunos parametros extra, pero son opcionales,
de no ser ingresados el programa les asigna un valor por defecto. vec_grad es un vector
de tamano 2(3"%%) con los parametros iniciales de las matrices unitarias, parsUl es un
vector de cuatro entradas: los primeros dos valores se usan para estimar el gradiente, el
tercero es para estimar el paso de gradiente y el cuarto, para ponderar al hacer método
de momento. El dltimo parametro es calc_mean, bandera que que indica si la adaptacion
se hace estudiando la fidelidad media o la minima. Computa un paso de la regresién de
LMS para adaptar los parametros de las unitarias. Retorna el bloque QC, el incremento
de fidelidad del paso inc_fid, la fidelidad de salida del paso fid_out y el nuevo valor de los

parametros de las matrices unitarias, vec_grad.
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[QC_out, vec_fid, med_vec_fid] = gqb_QAN_QCell_AdaptU(QC, sts_in, sts_out, pars_opt)

Esta funciéon toma como entrada un bloque QC, un conjunto de estados de entrada

sts_in, un conjunto de salida sts_out, y un vector de pardmetros pars_opt dénde:
e pars_opt(1): Valor para estimar el gradiente
e pars_opt(2): Valor para estimar el gradiente
e pars_opt(3): Tamano inicial del paso (gradiente)
e pars_opt(4): Momento (gradiente)
e pars_opt(5): Pardmetro para aumentar el paso
e pars_opt(6): Pardmetro para bajar el paso
e pars_opt(7): Cantidad méaxima de iteraciones
e pars_opt(8): Porcentaje de estados de entrada para el entrenamiento
e pars_opt(9): Pardmetro para detener: fidelidad minima admisible
e pars_opt(10): Pardmetro para detener: cambio minimo de la fidelidad
e pars_opt(11): Pardmetro para detener: diferencia méxima entre fidelidad y filtro.
e pars_opt(12): Pardmetro para el filtro de la fidelidad

Retorna el vector de fidelidades de salida vec_fid, la media de este vector med_vec_fid y el

bloque de salida adaptado QC_out.

QN = gb_QAN_QNet_create(ngbs)

Esta funcién toma como entrada el nimero de qubits y retorna un objeto QNet, QN

donde:
e QN(1): ngbs
e QN(2): comb_lst
e QN(3): Lista de CNots
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e QN(4): Lista de QCells

e QN(5): Matriz de la red evaluada

QN = gb_QAN_QNet_insertCell(QC, sts_out)

Esta funcién toma como entrada un bloque tipo QCell, QC, y un conjunto de estados
que se suponen como los de salida de la funcién GeneraEstadosCeroMas. Retorna una red

con el bloque insertado.

[QN, net_fid, UQN] = gqn_QAN_QNet_adapt(QN, sts_in_cell, sts_out_cell,

sts_in_train, sts_out_train, pars_opt_cell, pars_opt_net)

Esta funcién toma como entrada una red QN, vacia, un conjunto de estados de entrada
y de salida de la primer celda, un conjunto de estados de entrada y salida para entrenar,
pars_opt_cell son los mismos pardmetros que qgb_QAN_QCell_AdaptU, y pars_opt_net es la
cantidad méaxima de celdas. Retorna una red QN, la fidelidad de la red, net_fid y la matriz

asociada a la red, UQN.
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